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Resumo do Projeto de Graduacdo apresentado a Escola Politécnica/ UFRJ como parte dos
requisitos necessarios para a obtencdo do grau de Engenheiro Nuclear.

REDES NEURAIS APLICADAS NA SIMULACAO DE PARAMETROS DO CODIGO DE
FISICA DE REATORES PARA UM REATOR NUCLEAR DO TIPO PWR

Bernardo Mendonca Caixeta

Setembro/2022

Orientador: Alan Miranda Monteiro de Lima

Curso: Engenharia Nuclear

No ambito de estudo da fisica de reatores nucleares do tipo PWR, sigla que
corresponde a Reator & Agua Pressurizada, nos deparamos com alguns parametros importantes
para definir, por exemplo, a longevidade dos ciclos de recarga (troca periodica de elementos
combustiveis) ou relacionados a seguranca do reator. Dentre esses parametros, podemos
destacar, para o primeiro caso, a concentracdo de Boro soltvel, que € injetado ou removido do
refrigerante do reator para influenciar a reatividade do reator e, para o segundo caso, o fator de
pico de poténcia radial dos Elementos Combustiveis, que corresponde a um fator de seguranca
que ndo pode ser violado, e que deve possuir uma distribuicdo o mais uniforme possivel no
reator.

Através de dados baseados no Ciclo 19 da usina Angra 1 e, com a utilizacdo de
métodos de aprendizado de maquina, neste caso Redes Neurais Artificiais, foram obtidos
resultados capazes de correlacionar o fator de multiplicacdo infinito de cada um dos 37
elementos combustiveis, correspondentes a um quarto do nucleo de Angra 1, e assim estimar a
concentragdo critica de Boro soltvel e o maior Fator de Pico de Poténcia Radial.

Os modelos de Redes Neurais desenvolvidos foram treinados e testados utilizando as
métricas Coeficiente de Determinacdo (R?), Erro Quadratico Médio (MSE) e Erro Absoluto
Médio (MAE), sendo a funcdo de perda R? a utilizada pelas Redes Neurais para atualizar seus
pesos neuronais e, dessa forma, aproximar, o quanto for possivel, as predi¢fes em relacdo aos
valores reais ao longo das iteragOes. Apos os testes realizados, as redes foram capazes de obter

um R2 de 0,9968 para a concentracao de Boro e 0,9949 para o Fator de Pico de Poténcia Radial.
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NEURAL NETWORKS APPLIED IN THE SIMULATION OF A REACTOR PHYSICS
CODE PARAMETERS FOR A PWR NUCLEAR REACTOR

Bernardo Mendonca Caixeta

September/2022

Advisor: Alan Miranda Monteiro de Lima

Course: Nuclear Engineering

In the scope of the study of the physics of a PWR nuclear reactor, acronym that
corresponds to Pressurized Water Reactor, we are faced with some important parameters to
define, for example, the longevity of the recharge cycles (periodic exchange of fuel elements)
or related to the safety of the reactor. Among these parameters, we can highlight, for the first
case, the concentration of soluble Boron, which is injected or removed from the reactor coolant
to influence the reactor's reactivity and, for the second case, the Radial Power Peaking Factor
of the fuel elements, that corresponds to a safety factor that cannot be violated, and that must
have a distribution as uniform as possible in the reactor.

Through data based on the Cycle 19 of the Angra 1 power plant and, with the use of
machine learning methods, in this case Artificial Neural Networks, the results obtained were
capable of correlate the infinite multiplication factor for each of the 37 fuel elements,
corresponding to one quarter of the Angra 1 core, and thus estimating the critical concentration
of soluble Boron and the maximum Radial Power Peaking Factor.

The models of Neural Networks developed were trained and tested using the metrics
Coefficient of Determination (R?), Mean Quadratic Error (MSE) and Mean Absolute Error
(MAE), and the R? loss function was used by the Neural Networks to update their neuronal
weights and, thus, approximate, as close as possible, the predictions in relation to the actual
values through the iterations. After the tests performed, the networks were able to obtain an R?

of 0.9968 for the Boron concentration and 0.9949 for the Radial Power Peaking Factor.
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Capitulo 1

Introducao

A medida que o mundo busca fazer a transi¢ao de seus sistemas de energia para fontes
de baixo carbono, existem diversas opc¢des de tecnologias ja consolidadas e emergentes de
geracdo de energia, como hidrelétrica, eblica, solar, maremotriz, célula a combustivel,
geotérmica e nuclear. A energia nuclear e tecnologias renovaveis normalmente emitem muito
pouco CO: por unidade de energia, e também sdo muito melhores do que os combustiveis
fosseis na limitacdo dos niveis de poluicdo atmosférica local.

No ano de 2020, a indudstria nuclear mundial gerou cerca de 2.553 TWh liquidos de
eletricidade, uma queda de 104 TWh ou 3,9% em relagdo a 2019 [1]. Esta foi a primeira vez
que a geracdo de energia elétrica derivada de usinas nucleares diminuiu desde 2012. A China,
maior emissor de gases estufa do mundo, aumentou sua producao de energia nuclear em 6%
em 2020 e atualmente possui 17 novos reatores em construcdo [2]. Sem a China, a geragéo
global de energia nuclear diminuiu 5,1% de 2019 para 2020, e atingiu 0 menor nivel desde
1995. Adicionalmente, a China em 2020 produziu pela primeira vez mais eletricidade a partir
de suas usinas nucleares do que a Franca, e ocupa o segundo lugar, atras dos Estados Unidos,
entre os principais geradores de energia nuclear do mundo [1].

Dentre os aproximadamente 440 reatores nucleares em operacdo no mundo [3], 0s
Reatores a Agua Pressurizada (PWRs) s&o o tipo mais comum responsavel pela capacidade
instalada de geracdo nuclear, correspondendo a aproximadamente 60% do nimero de reatores
em operacdo. O nucleo de um reator PWR utiliza 4gua leve desmineralizada tanto como
moderador quanto refrigerante, e utiliza como combustivel o isétopo fissil do uranio conhecido
como U-235 (Uranio 235) levemente enriquecido. Como exemplo de reator PWR temos a usina
nuclear de Angra 1, que entrou em operacdo em 1985, e possui uma poténcia elétrica nominal
bruta de 640 MWe.

Entre os aspectos que séo considerados durante o projeto de um reator PWR, existem
dois parametros de interesse que sao monitorados ao longo da vida atil da usina: a concentracédo

critica de boro soltvel e o fator de pico de poténcia radial. No periodo gque antecede a recarga



do reator, a definigcéo e avaliacdo desses parametros sao conduzidas por especialistas na recarga
com o auxilio de Cddigos de Fisica de Reatores, que visa encontrar uma configuracao de ndcleo
que atenda aos parametros de interesse mencionados. Devido ao numero significativo de
configurac@es possiveis do nucleo do reator, pode se tornar um processo lento e de consideravel
complexidade computacional.

Dessa forma, o desenvolvimento de modelos matematicos e computacionais que
possam acelerar esse processo de avaliagdo € de grande importancia tanto para a definicdo da

longevidade do ciclo quanto para a seguranca do reator.

1.1 Motivacao e Objetivo do Trabalho

O objetivo deste trabalho é desenvolver duas arquiteturas de redes neurais artificiais
capazes de prever, em um tempo relativamente curto e com boa precisdo, dois parametros
importantes que sdo utilizados na defini¢do da longevidade do ciclo de recarga e na manutencao
da seguranca do reator: Concentracdo critica de Boro Soluvel e Fator de Pico de Poténcia
Radial, respectivamente, com base nos valores do fator de multiplicagdo infinito de 37
Elementos Combustiveis, correspondentes a um quarto do nucleo de Angra 1.

Dessa forma, esses modelos computacionais poderiam auxiliar o especialista
responsavel pelo design do ndcleo, por exemplo, na otimizacdo do arranjo de Elementos
Combustiveis durante o planejamento da recarga, de maneira a maximizar a reatividade do
reator, assim como maximizar a duragéo do ciclo, sem violar a seguranca.

Vale ressaltar que esses dois parametros possuem ordens distintas de magnitude: a
concentracdo de Boro geralmente esta na faixa de 1000 a 2000 ppm e o Fator de Pico com
valores geralmente na faixa de 1 a 1,5. Com isso, se provou conveniente modelar duas
arquiteturas de redes neurais, uma para definir o valor da concentracéo critica de Boro e outra
para o valor do Fator de Pico, e entdo realizar uma comparacao entre os resultados obtidos pelos

modelos com os valores baseados nos dados de simulacéo para o Ciclo 19 de Angra 1.

1.2 Estruturacao dos Capitulos



Este trabalho é dividido em seis capitulos. A seguir, é apresentada uma breve descri¢do
do que sera abordado em cada um deles:

No segundo capitulo é apresentada uma revisdo bibliografica, onde sdo abordados
alguns trabalhos relacionados a obtencdo da concentracdo de boro e/ou do fator de pico de
poténcia através de algoritmos de inteligéncia artificial.

No terceiro capitulo é apresentada a fundamentacao tedrica deste trabalho, iniciando
com uma descri¢do do fator de multiplicacdo e de como a concentracao de boro e o fator de
pico sdo monitorados em uma usina nuclear, assim como os sistemas da usina relacionados ao
controle da reatividade do reator. Em seguida, é realizado um panorama geral do problema da
otimizacdo de recargas de reatores nucleares, que esta diretamente ligado com a concentragdo
de Boro e o Fator de Pico. Por fim, é apresentada a definicdo de uma rede neural artificial, assim
como é realizada uma abordagem de todos os aspectos de uma rede neural que foram
considerados neste trabalho: camadas, func¢des de ativacao, algoritmo de otimizacgéo, funcéo de
perda e métricas.

No quarto capitulo € apresentada a metodologia utilizada na resolu¢do do problema
proposto, iniciando com uma descricdo do problema em si. A seguir, sdo apresentados 0s dados
de simulacéo utilizados. Por fim, sdo explicitadas as arquiteturas de redes neurais desenvolvidas
e todos os aspectos que foram considerados durante esse processo.

No quinto capitulo sdo apresentados os resultados obtidos durante as fases de
treinamento e teste das redes neurais desenvolvidas, assim como algumas consideracGes acerca
desses resultados.

No sexto capitulo sdo apresentadas as conclusdes deste trabalho, além de sugestdes
para trabalhos futuros.

Adicionalmente, este trabalho conta com trés apéndices, que contém o codigo
computacional, escrito na linguagem Python (versdo 3.9.6 64-bit), utilizado na estruturacéo das
redes neurais, assim como todas as bibliotecas utilizadas para tal:

O Apéndice A apresenta o codigo de importacdo das bibliotecas utilizadas tanto para
a construcao das redes neurais quanto para montagem de graficos e tratamento de dados.

O Apéndice B apresenta o cddigo da arquitetura da rede neural responsavel por
determinar a concentracao de boro.

O Apéndice C apresenta o codigo da arquitetura de rede neural responsavel por

determinar o fator de pico de poténcia radial.



Capitulo 2

Revisao Bibliografica

Neste capitulo serdo apresentados alguns trabalhos relacionados ao tema abordado,
onde serd feito um breve resumo desses trabalhos, seus objetivos, assim como algumas
conclus@es obtidas pelos respectivos pesquisadores. Também serd abordada a importancia da
utilizacdo de algoritmos de inteligéncia artificial para encontrar solucdes para o problema

apresentado.

BARROS, 2011 [4] em seu trabalho realiza a estruturacdo de redes neurais de
multiplas camadas, onde foram realizados testes com diferentes niUmeros de camadas ocultas e
neurdnios, e uma Rede de Base Radial capaz de obter a concentracgéo critica de Boro. Para tal,
foram fornecidos a rede os seguintes dados de entrada: posicdo dos Elementos Combustiveis,
concentracdo de Boro, parametros nucleares homogeneizados (se¢do de choque de absorcéo,
secdo de choque de fissdo multiplicada pelo nimero médio de néutrons emitidos na fissdo,
secdo de choque de espalhamento, secdo de choque de fissdo multiplicada pela energia liberada
na fissdo e o coeficiente de difusdo) para dois grupos de energia e o fator de multiplicacéo
efetivo. Os resultados obtidos indicaram que a utilizagdo de redes neurais artificiais para a
determinacdo da concentracdo critica de Boro apresentou bons resultados quando comparados
com 0s processos iterativos de alta complexidade computacional utilizados no Cadigo de Fisica
de Reatores. Além disso, foi verificado que a Rede de Base Radial obteve melhor desempenho

quando comparada com as redes de multiplas camadas.

SOUZA, 2005 [5] em seu trabalho desenvolve um modelo de correlacdo para
monitorar o Fator de Pico da Densidade de Poténcia para ser implementado no sistema de
protecdo no reator do LABGENE (Laboratorio de Geracao de Energia Nucleoelétrica). Para tal,
no trabalho € apresentada uma metodologia baseada em redes neurais do tipo Perceptron de

Multiplas Camadas e Rede de Base Radial para estimar em tempo real o Fator de Pico de



Poténcia. Foram fornecidos a rede os seguintes dados de entrada: diferencas de poténcia axial
e por quadrante e as posic¢Oes das barras de controle. Os resultados obtidos indicaram que 0
fator de pico de poténcia possui uma consideravel correlacdo com a posicdo das barras de
controle e com a diferenca de poténcia por quadrante. Além disso, o erro relativo obtido na
estimativa do Fator de Pico variou entre 0,19% e 0,67%, e ambas as redes utilizadas

apresentaram resultados semelhantes.

PIROUZMAND e DEHDASHTI, 2015 [6] em seu trabalho desenvolvem um modelo
computacional baseado em redes neurais do tipo Perceptron de Mdultiplas Camadas para
predizer em tempo real os pardmetros neutronicos de um reator VVER-1000, como a
Distribuicdo de Poténcia Axial e Radial relativas e o Fator de Pico de Poténcia. Os resultados
obtidos mostraram que os parametros neutrénicos mencionados podem ser determinados
através de uma rede neural tendo os seguintes dados de entrada: posicao das barras de controle,
nivel de poténcia, temperatura de entrada do refrigerante, concentracéo de &cido bdrico, dias
efetivos de operacdo do reator e o sinal obtido dos detectores de néutrons ex-core (externo ao

nucleo).

FILHO et al.,, 2013 [7] em seu trabalho desenvolvem uma rede neural do tipo
Perceptron de Mdltiplas Camadas para prever dois parametros importantes que sao utilizados
no problema da otimizacdo de recargas: concentracdo de Boro e Fator de Pico de Poténcia.
Foram desenvolvidos trés modelos de rede: uma para prever somente a concentracdo de Boro,
uma para prever somente o Fator de Pico de Poténcia e uma para prever ambos 0s parametros.
Como parametro de entrada, foi fornecido aos trés modelos de rede neural o fator de
multiplicacdo de cada um dos Elementos Combustiveis que compunham um quarto do nucleo
do reator analisado. Os resultados obtidos indicaram que as redes obtiveram um &timo
desempenho durante a fase de treinamento e foram capazes de obter resultados semelhantes ao
Caodigo de Fisica de reatores utilizado para validar os resultados. Além disso, foi verificado que
a rede utilizada para prever ambos os parametros foi a que se provou a melhor opg¢éo, pois

diminuiu o tempo de treinamento e simplificou os valores de saida.



Capitulo 3

Fundamentacao Teorica

Neste capitulo serdo abordados os conceitos tedricos dos seguintes parametros
nucleares: fator de multiplicacdo, concentracdo de Boro sollvel e Fator de Pico de Poténcia
Radial. Em seguida, sera apresentado o problema da otimizacdo de recargas de reatores
nucleares e a sua relacdo com a concentracdo de Boro e o Fator de Pico. Por fim, serdo
abordados os conceitos tedricos que serdo levados em consideracdo para o desenvolvimento

das arquiteturas de rede neural.

3.1 Fator de Multiplicacao

O principal objetivo ao se projetar um reator nuclear consiste em manter uma reagéo
em cadeia sustentavel, de maneira a alcangar um equilibrio entre as taxas de fuga e absor¢éo de
néutrons com a taxa de geracdo de néutrons através da fissao nuclear. Dessa forma, temos uma
reacao em cadeia autossustentavel, de maneira que os néutrons gerados via fissdo possam ser
moderados e termalizados, gerando novas fissdes nucleares e assim sucessivamente, mantendo
sustentavel a reacdo em cadeia e a producdo de energia via fissdo.

Nesse contexto, surge a definicdo do Fator de Multiplicacdo Efetivo, ou kefr, que serve
de indicativo do estado de criticalidade do reator. Matematicamente, o fator de multiplicacéo
pode ser calculado como sendo a razéo entre 0 numero de néutrons na geragao atual (n) pelo

numero de néutrons na geracao anterior (n — 1), como pode ser observado na equacgéo 3.1:

Numero de néutrons na gerag¢do n

(3.1)

efl " Nimero de néutrons na geragdo n-1

Com isso, dependendo do valor do fator de multiplicacéo efetivo de um reator, existem

trés estados possiveis:



e Reator em estado subcritico (ket < 1): 0 nUmero de néutrons decresce de uma
geracdo para a outra, de maneira que os mecanismos de perda de néutrons superam
os de ganho, necessitando de uma fonte externa de néutrons para se manter
estacionario. Dessa forma, a tendéncia do reator é desligar, caso o nimero de
néutrons continue diminuindo ao longo das geracoes;

e Reator em estado critico ou estacionario (keft = 1): 0 numero de néutrons permanece
constante de uma geracao para a outra. Isso significa que a reacdo em cadeia esta
sustentavel, que corresponde ao estado desejado para um reator nuclear durante a
operacéo;

e Reator em estado supercritico (ke > 1): 0 nimero de néutrons cresce de uma
geracdo para a outra, de maneira que os mecanismos de ganho de néutrons superam
os de perda. Isso significa que a reacdo em cadeia estd descontrolada, e caso se
mantenha nesse estado, a tendéncia &€ que ocorram picos de poténcia e a
necessidade de que os sistemas de resfriamento de emergéncia do nucleo entrem
em operacdo. Além disso, neste caso é recomendavel o desligamento rapido do

reator (SCRAM) para ndo comprometer a integridade do nucleo.

Empiricamente, o fator de multiplicacdo efetivo ndo pode ser calculado através da
equacdo 3.1, pois ndo é possivel determinar a populacdo de néutrons em uma determinada
geragdo sem conhecer o valor de ketr, da mesma forma que néo seria possivel calcular ket sem
conhecer a populacdo de néutrons [8]. Na pratica, o valor de ket € determinado através da
solucdo numérica da Equacdo de Transporte de Néutrons utilizando a formulagdo de
Multigrupos de Energia para problemas independentes do tempo.

Outras formas de se determinar o valor de ket podem ser observadas a seguir. A
primeira como sendo a razdo entre a taxa de producdo de néutrons via fissdo pela taxa de

néutrons perdidos via captura e fuga:

Taxa de produgdo de néutrons no reator (fissdo)
k= (3.2)

Taxa de perda de néutrons no reator (absor¢ado e fuga)

Uma outra maneira é através da formula dos seis fatores. De modo geral, o nucleo de
um reator térmico é composto pelo combustivel nuclear (material fissil, U-235, e material fértil,
U-238), material absorvedor de néutrons, material estrutural, refrigerante e moderador. Caso
tratemos o reator como uma mistura homogénea e uniforme, é possivel determinar o fator de

multiplicacdo com base na sua composi¢do e geometria, através de uma analise probabilistica
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relativa a trajetoria de vida do néutron dentro do nucleo do reator. Com isso, a formula dos seis

fatores se d& através dessa andlise probabilistica, e pode ser dada pela equagéo 3.3:

k=ep,.p D, (3.3)

onde ¢ é o fator de fissdo rapida, pnr € a probabilidade de n&o fuga para néutrons rapidos, pe é
a probabilidade de escape da ressonancia, pnit € a probabilidade de nédo fuga para néutrons
térmicos, fi é o fator de utilizagdo térmica e # o fator de reproducao térmica. De maneira geral,
esses parametros podem ser definidos pelas equagdes a seguir:

__ Numero de néutrons rapidos produzidos pela fissdo em todas as energias

Numero de néutrons rapidos produzidos na fissdo térmica
_ Numero de néutrons rapidos que ndo fogem do nucleo do reator (3.5)
p nfi Numero de néutrons rapidos produzidos pela fissdo em todas as energias '
__ Numero de néutrons que atingem as energias térmicas (3.6)
P, Numero de néutrons rapidos que comegam a se moderar '
__ Numero de néutrons térmicos que permanecem no reator apos fuga térmica (3.7)
p nft Numero de néutrons térmicos existentes no reator antes da fuga térmica ’
f_ b __ Numero de néutrons térmicos absorvidos no combustivel (3.8)
I X, Niamero de néutrons térmicos absorvidos em todos os materiais
__ Numero de néutrons rapidos produzidos por fissoes térmicas (3.9)

t Numero de néutrons térmicos absorvidos no combustivel

A equacdo 3.3 demonstra que o fator de multiplicacédo é determinado pela composicao
do reator e geometria. Para o caso de um reator de dimensao infinita (no caso, suficientemente
grande para que os efeitos de fuga de néutrons sejam desprezados), temos que a probabilidade
de ndo fuga dos néutrons térmicos e dos néutrons rapidos é igual a 1. Nesse caso em especifico,
denotamos o fator de multiplicacdo como sendo o fator de multiplicacéo infinito, ou k., onde a
probabilidade de fuga dos néutrons de todas as faixas de energia é nula, ficando assim com a

equacao 3.10:
ke =&p f, (3.10)

A formula de seis fatores é bastante util porque fornece informacdes sobre os varios
mecanismos envolvidos nas reacdes em cadeia da fissdo nuclear e também para ilustrar as
tendéncias na variagdo dos pardmetros no design do ndcleo [8]. Como exemplo, temos que,

mesmo o fator de fissdo rapida (&) e o fator de reproducéo térmica (#t) serem constantes uma
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vez que o combustivel foi escolhido (sdo valores intrinsecos a ele), a utilizagdo térmica (fi) e a
probabilidade de escape da ressondncia (pe) podem variar consideravelmente ao alterar a

proporcéo da densidade do combustivel para a densidade do moderador.

3.2 Concentracao de Boro Soluvel

Em reatores PWR, o &cido borico ¢é adicionado ou removido do refrigerante do reator
para influenciar a reatividade durante periodos de variagOes sutis de reatividade, onde ndo héa a
necessidade, por exemplo, da movimentacao as barras de controle, como durante a operagdo a
plena poténcia. Esse processo é realizado pois o Boro é um 6timo absorvedor de néutrons
térmicos e, ao se injetar acido borico no refrigerante, o Boro, ao passar pelo ndcleo do reator,
acaba por absorver o excesso de néutrons, diminuindo assim a reatividade.

Dessa forma, as barras de controle sdo usadas para realizar o controle da reatividade
para 0 caso de haver a necessidade de um desligamento rapido do reator (Trip) ou para
compensar a variacdo da reatividade devido a mudancas bruscas de temperatura do combustivel
ou do refrigerante. J& o acido bérico é utilizado para manter a criticalidade do reator durante
transientes do Xen6nio e Samario e para compensar as variacdes de criticalidade durante a
queima do combustivel.

Conforme mencionado, para a absorcdo de néutrons térmicos (energia média de 0,025
eV) é utilizado o isétopo do Boro 10 (sB°), que possui uma consideravel se¢do de choque
microscopica de absorcdo, ca = 3840 barns (1 barn = 102% m?). Para néutrons rapidos (energia
média de 1 MeV), o Boro ja possui uma se¢do de choque bem menor (10 vezes menor), e,
para o caso dos reatores PWR, ¢ utilizada a agua desmineralizada para moderar os néutrons
rapidos, ou seja, para diminuir a energia dos néutrons através de sucessivas colisdes até se
tornarem néutrons térmicos, podendo assim sustentar a reagcdo em cadeia [8].

Em uma usina nuclear como Angra 1, existem diversos sistemas responsaveis pelo
controle da concentracdo de boro no refrigerante, tanto em situacdes de operagéo normal quanto
durante transientes operacionais, como o Sistema de Injecio de Boro e Agua Desmineralizada
e o Sistema Suplementar de Injecao de Boro [9].

Com relagfo ao Sistema de Injecdo de Boro e Agua Desmineralizada, as principais

funcdes do sistema sdo balancear o excesso de reatividade do reator juntamente com as barras



de controle, e manter o reator subcritico, frio e sem pressdo, mesmo sem as barras de controle.
Com isso, esse sistema é responsavel por reduzir a concentracdo de boro no refrigerante durante
a fase de partida da usina e aumentar a concentracdo de boro no refrigerante durante o
resfriamento operacional da usina, assim como compensar 0 envenenamento do ndcleo do
reator causado por produtos de fissdo que também sdo absorvedores de néutrons, como o
Xenonio [9, 10].

3.3 Fator de Pico de Poténcia Radial

O Fator de Pico de Poténcia Radial (Fxy) € um pardmetro que esta diretamente ligado
a seguranca do reator. Por definicdo, ele pode ser determinado através da razao entre a poténcia
maxima do reator em um determinado instante de tempo pela poténcia média considerando o
arranjo de Elementos Combustiveis, como pode ser observado na equagéo 3.11:

Poténcia maxima
9™ Poténcia média (3.11)
sendo a poténcia média a média aritmética do mapeamento de poténcia de cada Elemento
Combustivel.

Por meio de detectores no interior do nucleo, € possivel realizar um mapeamento de
densidade de poténcia, obtendo assim uma grade contendo as poténcias geradas por cada
elemento combustivel.

Dessa forma, o Fxy é uma grandeza utilizada para expressar bidimensionalmente o
limite de seguranca imposto pelas especificacBes técnicas das usinas nucleares.

A determinacao do fator de pico de poténcia pelos sistemas relacionados a protecdo do
reator é de vital importancia para que se possa aumentar a seguranca do reator, diminuindo
assim a margem de incerteza associada aos limites de protecdo [5]. Além disso, 0
monitoramento do fator de pico durante a fase de operacéo a plena poténcia da usina auxilia na
determinacéo da poténcia maxima do reator, acima até do valor nominal pré-estabelecido, assim
como no controle da poténcia durante transientes causados pelo envenenamento do nucleo com

Xendnio (como na fase de partida), em que a distribuicdo de poténcia se torna assimétrica.
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3.4 O Problema da Otimizacao de Recargas

Pode ser definido como ciclo de operacéo de uma usina nuclear, o final de um periodo
de tempo em que a queima do combustivel fissil no nlcleo atinge um valor em que ndo é mais
possivel manter o reator em estado critico produzindo energia a poténcia nominal.

Dessa forma, surge entdo a necessidade de se repor uma determinada quantidade de
Elementos Combustiveis em posicBes estratégicas no nucleo de tal forma que se otimize a
queima e a duracdo do proximo ciclo de operacao. Esse processo da-se o nome de Problema da
Otimizacdo de Recargas de Reatores Nucleares, e consiste na determinacdo do posicionamento
dos Elementos Combustiveis no reator, satisfazendo restricbes quanto a queima maxima do
combustivel, ao valor maximo do Fator de Pico de Poténcia Radial e levando em consideragédo
as regras de simetria que os Elementos Combustiveis devem obedecer no nicleo [11, 12].

Conforme pode ser observado na fig. 3.1, que representa uma vista topo de um ndcleo
com 121 Elementos Combustiveis, caso ndo houvesse nenhuma restricdo quanto a posicdo dos
mesmaos, teriamos 121! possibilidades de rearranjar novos Elementos Combustiveis no ndcleo,

0 que corresponderia a 8 - 10°% arranjos possiveis.

% N

Figura 3.1: Modelo de um ndcleo com 121 Elementos Combustiveis, contendo as linhas de

simetria [11]

Ao se considerar as regras de simetria do nucleo, as limitacGes relacionadas a queima

do combustivel e ao Fator de Pico de Poténcia mencionadas e a funcdo objetivo desejada para
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0 problema de otimizagdo, esse valor de 121! pode cair drasticamente. Por exemplo, uma das
opcOes de eixo de simetria que pode ser considerada na recarga € a regra do quarteto, como

pode ser observada na fig. 3.2:

Figura 3.2: Esquema de um quarteto de um nucleo com 121 Elementos Combustiveis [11]

Nesse caso, considerando somente um quarto do nucleo e espelhando a distribuigéo de
Elementos Combustiveis para as demais regides, hd uma reducdo drastica na complexidade
computacional do problema, que agora passa a considerar 37 Elementos Combustiveis.

Além das regras de simetria, também ¢é considerada uma funcdo objetivo para a
otimizacdo do problema, que depende basicamente do que se deseja obter no proximo ciclo de
operacgdo: maximizar a duracédo do ciclo (adocao de esquema baixa-fuga) ou minimizar o fator
de Pico de Poténcia Radial do Nucleo (adogdo de esquema out-in) [12].

O esquema baixa-fuga, como mencionado, tem como principal objetivo maximizar o
tempo de duracdo do ciclo, e consiste em inserir Elementos Combustiveis novos em posicdes
mais internas (centrais) do nucleo e colocando os Elementos Combustiveis mais depletados na
periferia (contorno do ndcleo). Esse esquema de recarga tem a vantagem de reduzir a fuga de
néutrons, de maneira a aumentar a reatividade e a taxa de fissdo. Esse esquema também aumenta
a durabilidade do vaso do reator, pois reduz a chance de fuga de néutrons rapidos para o vaso
do reator. Por outro lado, a adogdo de um esquema de baixa-fuga acarreta elevados picos de
poténcia e, para contornar essa situacdo, sdo utilizados venenos queimaveis (como o acido
borico, silicato de boro ou gadolinio) para manter os valores de poténcia em niveis aceitaveis

[11]. Além disso, esse esquema de recarga esta diretamente ligado com a concentragdo de acido
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borico planejada para ser injetada no refrigerante ao longo do ciclo [9]. Isso ocorre porque,
como o 4cido borico é utilizado no controle sutil da reatividade do reator, quanto maior o tempo
de duracao do ciclo, maior devera ser a quantidade de acido borico programada para ser injetada
no inicio do ciclo.

J& o esquema out-in, como mencionado, tem como principal objetivo minimizar o
Fator de Pico de Poténcia Radial (Fxy), e isso é realizado ao substituir os Elementos
Combustiveis da periferia do ndcleo por novos. Dessa forma, 0os maiores valores de poténcia
estardo localizados nas periferias do nucleo, enquanto os Elementos Combustiveis centrais
terdo uma menor reatividade, gerando um gradiente de fluxo de néutrons no sentido do centro
do nucleo, garantindo assim uma maior seguranca do reator. Geralmente, é adotado como

maximo limite para Fxy o valor de 1,435 [11].

3.5 Redes Neurais Artificiais

Nas Gltimas décadas, uma area da computacdo que tem se desenvolvido em larga
escala é a Inteligéncia Artificial (IA). De maneira geral, a Inteligéncia Artificial € um conceito
macro, e pode ser definida como uma ciéncia destinada a fazer com que maquinas pensem e
ajam como seres humanos.

Uma questdo interessante e que vale ser comentada € como a Inteligéncia Acrtificial se
distingue do conhecimento humano: uma vez que 0 nosso conhecimento pode ser classificado
como adaptavel, com enfoque amplo, baseado no senso comum, criativo, dificil de transferir e
documentar e até mesmo imprevisivel, o conhecimento artificial se caracteriza por ser
inflexivel, com enfoque restrito, totalmente técnico, consistente, facil de transferir e documentar
e de limitada capacidade de generalizacao [13].

Uma subarea dentro da Inteligéncia Artificial ¢ o Aprendizado de Maquina, ou
Machine Learning, que foca em permitir que as maquinas sejam capazes de executar tarefas
sem uma programacdo explicita, ou seja, que aprendem e interagem de uma maneira que vai
além da sua programacgdo base. Ainda dentro do Aprendizado de Maquina existe um caso
particular, denominado Aprendizado Profundo, ou Deep Learning, que corresponde a uma
classe de algoritmos de Aprendizado de Maquina que compdem as chamadas Redes Neurais

Artificiais.
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As Redes Neurais Artificiais sdo algoritmos que buscam modelar abstra¢des de alto
nivel de dados utilizando um grafo (conjunto de objetos e das relages existentes entre eles)
com varias camadas de processamento, compostas de diversas transformacdes lineares e néo-
lineares. De uma maneira mais simples, uma Rede Neural pode ser definida como um modelo
computacional capaz de aprender e reconhecer padrdes.

Na maioria dos casos, uma rede neural pode ser representada como véarias camadas de
neurdnios interconectados, que podem computar valores de entrada, realizar ponderacdes e
transformacdes dos dados nas camadas internas, ou ocultas, e gerar resultados na camada de

saida. Um esquema simplificado de uma rede neural pode ser visualizado na fig. 3.3:

Input layer Layer of Layer of
of source hidden output
nodes neurons neurons
(a) (b) (c)

Figura 3.3: Esquema de uma rede neural totalmente conectada, com uma camada oculta: (a)
Camada de entrada, (b) Camada oculta, e (¢) Camada de saida [13]

Durante o processo de estruturacdo de uma rede neural, séo levados em consideragéo
diversos fatores, que estdo relacionados tanto ao problema que se deseja resolver, quanto a
estabilidade da fase de treinamento da rede. Dentre esses fatores, podemos relevar:

e O numero de camadas que compdem a rede e o tipo de camada em si;
e As fungdes de ativagao dos neurdnios de cada camada;
e O algoritmo de otimizacéo utilizado para atualizar os pesos neuronais;

e A taxa de aprendizado da rede;

14



e A(s) métrica(s) utilizada(s) para medir o desempenho da rede;

Ap0s definidos todos os aspectos da rede, é necessério treina-la, para que ela possa ser
capaz de reconhecer padrdes e ampliar sua capacidade de generalizacdo. Durante o treinamento,
a rede atualiza os valores dos pesos de cada neurdnio e, apds cada iteracédo, vai aprendendo com
os dados que sdo fornecidos a ela. Além da fase de treinamento, podem ser mencionadas
também as fases de validacdo e teste.

A fase de validacdo é uma etapa opcional, que é realizada concomitantemente com o
treinamento, onde a rede realiza o aprendizado através dos dados de treinamento ao mesmo
tempo em que testa sua capacidade de generalizagdo com dados que n&o influenciam nos pesos
neuronais, chamados de dados de validagdo. Dessa forma, é possivel observar durante o
treinamento se a rede esta sendo capaz de identificar padrdes em dados que ela nunca havia
visto.

A fase de teste é realizada ap0s o treinamento e validacdo da rede, e € nessa fase que
se verifica se a rede é capaz de predizer os resultados através de dados até entdo inéditos para
ela. Assim como os dados de validacdo, os dados de teste ndo influenciam nos pesos da rede.

Como as redes neurais fazem parte da classe de algoritmos estocasticos, é valido
ressaltar que, mesmo mantendo inalterados tanto a arquitetura da rede quanto os dados, a cada
vez que é realizado um novo treinamento é bastante improvavel que a rede va apresentar
resultados iguais aos de treinamentos anteriores. Dessa forma, dependendo da complexidade do
problema é interessante realizar o treinamento da mesma arquitetura de rede diversas vezes e
considerar o resultado consolidado previsto como a média aritmética dos resultados obtidos
pela rede em cada treinamento distinto.

3.5.1 Neuroénios Artificiais

Um neurdnio artificial pode ser definido como a unidade béasica de processamento de
informagdes de uma rede neural. Entre cada par de neurénios em uma rede neural existe uma
conexdo, tambeém chamada de sinapse, que possui um peso atrelado a ela, chamada de peso
sinaptico [13], que por sua vez é utilizado pela rede para armazenar o conhecimento adquirido.
Dessa forma, durante o treinamento da rede esses pesos sdo constantemente atualizados,

propiciando o aprendizado da rede.
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Sendo assim, uma rede neural é formada por um conjunto de sinapses, de maneira que
cada uma apresenta um peso proprio, que pode ser tanto um valor positivo quanto negativo.

Um modelo de neurénio artificial pode ser observado na fig. 3.4:

Activation

function
. . h (
- Jutnut
[nput utput

o(r) —

Summing
junction

Synaptic
weights

Figura 3.4: Modelo de um neurénio artificial genérico [13]

A partir da fig. 3.4, algumas consideragdes podem ser realizadas sobre como um sinal
é interpretado por um neurdnio artificial: primeiramente, um sinal x; na entrada da sinapse i e
conectada ao neurdnio k é multiplicado pelo peso sindptico wyi. Em seguida, esse sinal passa
por uma juncao para resumir os sinais de entrada, que sdo ponderados pelos respectivos pesos
sinapticos do neurénio. Por fim, € utilizada uma funcéo de ativacéo para limitar a amplitude da
saida do neurénio, realizando também uma transformacédo nos dados na saida do neurdnio, a
depender da funcéo.

Um neur6nio artificial também pode apresentar um vies (bias) aplicado, que na fig.
3.4 e representado por bk. O viés tem o intuito de aumentar (bx > 0) ou diminuir (bx < 0) o valor
liquido que ira entrar na funcéo de ativacdo, e é importante no processo de auxiliar a rede a ndo

estagnar em um minimo local.

3.5.2 Camadas

As Redes Neurais Artificiais sdo compostas por conjuntos de neurdnios que podem ser
separados em diferentes camadas. Uma camada consiste basicamente em uma funcdo de

ativacdo que recebe uma informacao na entrada e devolve uma informagéao na saida.
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Dentre os diversos tipos de camadas mencionados na literatura, foram utilizados neste

trabalho trés tipos em particular: as camadas Densa, Convolucional e LSTM.

3.5.2.1 Densa

Uma camada Densa pode ser definida como uma camada em que 0s neurdnios estdo
densamente conectados, ou seja, a camada estd profundamente conectada com a camada
anterior, e esse tipo de camada é utilizada com o intuito de alterar a dimens&o da informacéo de

saida, atraves de um produto matriz-vetor [14], conforme pode ser observado na equagéo 3.12:

api; v Qp][*1 a11X1 + QX3 + 0+ A Xy
P : = : (3.12)
Am1  ° Gmnl 1 Xn Am1X1 T AmeXz + 0+ QppXp
Além disso, essa camada implementa a operacdo dada pela equacéo 3.13:
Saida = Ativagdo (Entrada - Kernel) + Viés) (3.13)

onde “Saida” corresponde ao valor de saida do neur6nio que faz parte desta camada, “Ativacdo”
é a funcdo de ativacdo aplicada que é passada como argumento, “Kernel” é uma matriz de pesos
criada pela camada, e “Viés” é um vetor de vieses criado pela camada.

Como neste trabalho foi utilizada a biblioteca Keras para a estruturacdo das redes
neurais utilizadas, é valido ressaltar 0os argumentos possiveis que podem ser definidos pelo
usuario durante a inicializacdo da camada Densa presente na API. Esses argumentos também
sdo chamados de hiperparametros, pois sao valores que impactam diretamente no aprendizado

da rede e que ndo sdo alterados pela rede durante o processo de treinamento. S&o eles:

e NuUmero de neurdnios de saida: define a dimensionalidade do vetor de saida da
camada;

e Funcdo de ativacdo: define a funcdo que é usada para a transformacédo dos valores
de entrada dos neur6nios da camada. Por padrdo, € aplicada uma funcéo de ativagéo
linear do tipo f(x) = x, ou seja, ndo é realizada nenhuma transformacao nos dados de

saida. As demais fungdes de ativacdo serdo comentadas posteriormente;
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e Usar viés: define se a camada deve adicionar o vetor de viés dentro da funcéo de
ativacdo ou néo;
¢ Inicializagdo do Kernel: matriz que define os valores iniciais dos pesos;

¢ Inicializacdo do Viés: define os valores iniciais do vetor de vieses.

Dessa forma, a camada Densa é geralmente utilizada como a camada de saida de uma
rede neural, de maneira que ela recebe o sinal ja tratado ap0s passar por todas as outras camadas

e realiza uma dimensionalizacao dos dados para o formato de saida desejado.

3.5.2.2 Convolucional

Uma camada Convolucional é uma camada que recebe uma imagem de entrada e
realiza uma convolucdo espacial sobre essa imagem, de maneira a atribuir uma importancia a
varios aspectos, objetos e caracteristicas na imagem, sendo assim capaz de diferenciar uma
imagem de outra. Esta camada cria um kernel de convolucdo que é mesclado com a entrada da
camada para produzir um tensor com os valores de saida, onde o kernel é uma matriz que se
move sobre os dados de entrada, executa o produto interno com a sub-regido de dados de entrada
e obtém como saida a matriz contendo os resultados dos produtos internos realizados.

O tratamento realizado nas imagens por uma camada Convolucional é feito
considerando gque a imagem € uma grade contendo uma unica dimensao espacial ou temporal
de dados (para imagens 1D), uma grade de pixels (para imagens 2D) ou uma grade de voxels
(para imagens 3D). Dessa forma, para o primeiro caso a camada possui 2 dimensdes (nimero
de dados de entrada e o tamanho da sequéncia), para 0 segundo caso a camada possui 3
dimensGes (altura da imagem, largura da imagem e canais de cor) e para o terceiro caso a
camada possui 4 dimensdes (dimensédo espacial 1, dimensdo espacial 2, dimensédo espacial 3 e
numero de canais de cor).

Para imagens em preto e branco, o numero de canais de cor € igual a 1, e a imagem
corresponde a uma Unica matriz contendo o valor de cada pixel que a compde. Ja para imagens
coloridas, o numero de canais de cor ¢ igual a 3, representando o sistema RGB (Red - Vermelho,
Green - Verde e Blue - Azul). Neste caso, a imagem corresponde a trés matrizes, cada uma

contendo a intensidade de cada uma das trés tonalidades de cor [15].
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Com isso, um exemplo de uma Rede Neural Convolucional pode ser visualizada na
fig. 3.5. Essa é uma rede neural especializada em identificar caracteres com base na imagem do
mesmo [13]. Como pode ser observado, essa rede recebe uma imagem de 28 pixels x 28 pixels
e alterna entre camadas convolucionais e técnicas de subamostragem com extracao de aspectos
importantes da imagem, a fim de que ela obtenha caracteristicas importantes que a permitam
assimilar uma determinada imagem com o caractere que a representa. Dessa forma, apds passar
por todas as transformacdes, na Ultima camada a rede possui 26 neur6nios, cada um responsavel

por indicar se a imagem recebida corresponde a um dos 26 possiveis caracteres.

INPUT Feature maps Feature maps Feature maps Feature maps OUTPUT
28 % 28 4@24 x 24 4@12 x 12 12@8 X 8 12@4 X 4 26@1 x 1
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Figura 3.5: Exemplo de uma Rede Neural Convolucional [13]

Assim como foi realizado para a camada Densa, é valido ressaltar os principais
hiperparametros que podem ser definidos durante a inicializacdo de uma camada Convolucional
(nesse caso uma Convolucional 2D), utilizando a API Keras:

e Numero de filtros: define a dimensionalidade do vetor de saida da camada;

e Tamanho do Kernel: define a altura e largura da janela de convolugédo
bidimensional;

e Deslocamento: define o deslocamento da convolugéo ao longo da altura e largura da
imagem;

e Preenchimento: define se os dados de entrada devem ser preenchidos
uniformemente com zeros ap0os o deslocamento da convolugéo;

e Formato dos dados de entrada: caso a camada Convolucional em questdo seja a
primeira, deve ser informado a rede o formato esperado dos dados recebidos pela

camada.
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3.5.2.3 LSTM

As Redes Neurais Recorrentes, diferentemente das Redes Neurais “tradicionais”,
recebem como dados de entrada ndo apenas a informacao transmitida pela camada anterior, mas
também se retroalimentam através de informacdes de iteragdes anteriores [16]. Conforme a fig.
3.6, pode ser observada a diferenca basica entre uma Rede Neural Recorrente e uma Rede

Neural do tipo Feed-Forward:

Recurrent Neural Network Feed-Forward Neural Network

Figura 3.6: Comparag&o entre uma Rede Neural Recorrente e uma Rede Neural do tipo Feed-
Forward [16]

A camada LSTM (HOCHREITER e SCHMIDHUBER, 1997) [17], sigla para Long
Short-Term Memory, surgiu como uma necessidade para as arquiteturas de Redes Neurais
Recorrentes no final do seculo XX, onde aprender a armazenar informacdes em intervalos de
tempo prolongados através da retropropagacdo recorrente levava até entdo muito tempo. As
redes LSTM seguem a arquitetura de Redes Neurais Recorrentes, e surgiram para contornar
esse problema, de forma que elas buscam otimizar o fluxo de gradiente durante a fase de
treinamento, permitindo assim que ela aprenda padrées de grandes sequéncias de dados.

A capacidade da camada LSTM de armazenar informagGes a longo prazo se da através
de células, responsaveis por reter informacdes, e por portbes (gates), responsaveis pela
manipulagcdo da memoria.

As informagdes que passam pela camada LSTM sdo tratadas pelos portdes da seguinte

forma:
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e Portdo de Esquecimento (Forget Gate): responsavel por descartar ou manter as
informacdes com base no estado da célula anterior [15]. Ele recebe como entrada
as informagdes no momento atual e as informagfes no estado anterior, que séo
repassadas ao portdo e devidamente ponderadas pela matriz de pesos e recebem a
adicdo do vetor de vieses. O resultado passa por uma funcao de ativacao sigmoidal,
que retorna um valor entre zero e um. Se para um determinado estado de célula a
saida for mais proxima de zero, a informacéo € descartada e caso for mais proxima
de um, a informacdo € mantida no estado atual;

e Portdo de Entrada (Input Gate): responsavel pelo armazenamento de informacdes
Uteis no estado atual da célula. Primeiramente, a informacao passa por uma funcéo
sigmoidal que define os valores a serem mantidos e descartados. Aplicando uma
funcdo tangente hiperbdlica nessas mesmas informacoes de entrada, é retornado
um vetor com valores no intervalo [-1, 1], que contém os valores possiveis a serem
adicionados ao estado da célula. Dessa forma, o Portdo de Esquecimento realiza a
operacdo de descartar as informacGes menos importantes, enquanto os valores
possiveis sdo adicionados e sofrem uma ponderacdo com base nos resultados
obtidos pela aplicacdo das fun¢des sigmoidal e tangente hiperbdlica no Portdo de
Entrada;

e Portdo de Saida (Output Gate): responsavel por extrair informac@es Uteis do estado
atual da célula para serem apresentadas como uma saida, além de decidir qual sera
0 proximo estado interno. Primeiro, as informacdes passam por uma funcéo
sigmoidal. A seguir, o estado atualizado da célula passa por uma funcéo tangente
hiperbolica. Os resultados obtidos sdo multiplicados para determinar quais
informacdes serdo repassadas para a proxima célula e quais informacges o estado

interno deve repassar adiante.

3.5.3 Funcoes de Ativacao

Uma funcéo de ativacdo pode ser definida como sendo uma funcdo utilizada para a
transformacéo dos valores de entrada dos neurénios em uma determinada camada. Elas séo

responsaveis por introduzir uma néo linearidade as redes neurais [18], de maneira a permitir
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que elas possam aprender a correlacdo entre os valores de entrada e saida. Dentre as fungdes de
ativagdo citadas na literatura, vale ressaltar as seguintes funcGes que foram utilizadas e as que

ja foram mencionadas neste trabalho: Linear, ReLU, Sigmoide e Tangente Hiperbolica.

3.5.3.1 Linear

A funcdo de ativacdo Linear, também chamada de Funcdo Identidade, néo realiza
nenhuma transformacdo nos dados de entrada, de maneira que a ativacdo é proporcional a
entrada. Dessa forma, essa fungéo ndo realiza nenhuma alteracdo na juncdo realizada para
resumir os sinais de entrada, ou seja, ela retorna o proprio valor que é passado a ela.

Matematicamente, ela é representada pela equacéo 3.14:
fx) =x (3.14)

Graficamente, a funcdo de ativacdo Linear tem um comportamento representado pelo

gréfico da fig. 3.7:

fx) =x

=1 0 1

Figura 3.7: Representacéo grafica de uma funcéo de ativacdo Linear
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3.5.3.2 ReLLU

A funcdo de ativacdo RelLU, ou Rectified Linear Unit (Unidade Linear Retificada),
corresponde a uma variagdo da funcéo linear tradicional. A funcdo ReLU possui uma fungéo
derivada e permite a retropropagacdo a0 mesmo tempo em que a torna computacionalmente
eficiente, pois 0s neurénios s6 sdo ativados se a saida da transformacao linear néo for negativa.
Com ela, é possivel construir redes neurais profundas sem que ocorra a dissipacao do gradiente.
Além disso, ela acelera a convergéncia da rede para o minimo global da funcéo de erro utilizada,
devido a sua capacidade de ndo saturar o aprendizado da rede. Matematicamente, ela é

representada pela equacao 3.15:
f(x) = max(0,x) (3.15)

Graficamente, a funcdo de ativacdo ReL.U tem um comportamento representado pelo

gréfico da fig. 3.8:

f(x) = max(0,x)

=il 0 1

Figura 3.8: Representacédo grafica de uma funcéo de ativacdo ReLU

Um dos problemas relacionados a utilizacdo da funcdo ReLU é o chamado Problema
da Morte dos Neurénios da ReLU. Esse problema ocorre devido ao fato da derivada da funcao

ReLU ser zero para todo valor de entrada negativo, vide fig. 3.9, fazendo com que o gradiente
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se torne nulo. Devido a isso, durante o0 processo de retropropagac¢ao, 0S pesos e vieses para

alguns neurdnios nunca mais sdo atualizados, sendo chamados de neur6nios mortos.

fX)=1vx=0

fx)=0vx<0

0 1

-1 0 il

Figura 3.9: Representacéo grafica da derivada de uma funcédo de ativacdo ReLU

Outro fator que pode levar a morte dos neurdnios ReLU é quando ha um enorme
gradiente passando pelas camadas da rede, que ocorre principalmente durante o inicio da fase
de treinamento e/ou quando a taxa de aprendizado da rede é suficientemente alta para causar
grandes distorcdes no aprendizado. Nesse caso, 0 neurdnio pode acabar assumindo um alto peso
negativo e um viés elevado associados a ele, fazendo com que o gradiente que passa por esse

neurdnio sempre seja nulo, independentemente do valor de entrada.

3.5.3.3 Sigmoide

A funcéo de ativacdo Sigmoidal ou Logistica realiza a transformacéo de qualquer valor
real como valor de entrada para um valor dentro do intervalo [0, 1] na saida. Quanto maior o
valor de entrada (mais positivo), mais préximo o valor de saida serd de um. Por outro lado,
quanto menor o valor de entrada (mais negativo), mais perto a saida sera de zero.

Matematicamente, ela é representada pela equacéo 3.16:
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(3.16)

Graficamente, a funcdo de ativacdo Sigmoide tem um comportamento representado
pelo gréafico da fig. 3.10:

= 5=

=2 0 =)

Figura 3.10: Representacdo grafica de uma funcgdo de ativacdo Sigmoide

Uma questdo interessante relacionada com a utilizacdo da funcdo Sigmoide é o
chamado Problema da Perda de Gradiente, ou Problema da Dissipacéo de Gradiente (Vanishing
Gradient Problem, em inglés). Esse problema consiste em uma situagdo em que uma rede neural
profunda se torna incapaz de realizar o processo de retropropagacao, ou seja, de atualizar o0s
pesos e vieses dos neurdnios a partir da camada de saida no sentido das primeiras camadas
internas. Dessa forma, é dito que o sinal de erro durante a retropropagacéo diminui ou aumenta
de maneira exponencial em funcao da profundidade da rede.

Isso ocorre porque a derivada da funcdo Sigmoide assume valores sempre menores
gue um, e seu valor maximo é assumido em x = 0, vide fig. 3.11, onde a derivada vale 0,25.
Dessa forma, uma rede neural profunda contendo somente funcdes de ativacdo Sigmoidal ira
apresentar valores de gradiente cada vez menores ao longo das camadas durante a
retropropagacéo, até alcangar um valor que, independentemente da taxa de aprendizado da rede,

tornaria a rede incapaz de atualizar quaisquer pesos e vieses, ficando completamente estagnada.
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Figura 3.11: Representacdo grafica da derivada de uma funcéo de ativacdo Sigmoide

Como pode ser observado na fig. 3.11, os valores da derivada da fun¢do Sigmoide séo
significativos apenas para valores de entrada proximos de zero (geralmente dentro do intervalo
-3 <x < 3), e fora desse intervalo a derivada rapidamente tende a zero. Isso significa que para
valores fora desse intervalo a funcéo tera gradientes muito pequenos, e a medida que o valor do
gradiente se aproxima de zero a rede se torna incapaz de aprender e sofre do Problema da Perda

de Gradiente.

3.5.3.4 Tangente Hiperbdlica

A funcdo de ativacdo Tangente Hiperbolica realiza a transformacéo de qualquer valor
real como valor de entrada para um valor dentro do intervalo [-1, 1] na saida. Quanto maior o
valor de entrada (mais positivo), mais proximo o valor de saida sera de um, enquanto quanto
menor o valor de entrada (mais negativo), mais perto a saida sera de menos um.

Matematicamente, ela € representada pela equacédo 3.17:

X X

e* —e”
fl) =

—_— A
e* + e™* @17

Graficamente, a funcdo de ativacdo Tangente Hiperbolica tem um comportamento

representado pelo grafico da fig. 3.12:
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Figura 3.12: Representacdo grafica de uma funcdo de ativagcdo Tangente Hiperbolica

Utilizar a funcdo Tangente Hiperbdlica traz como vantagem, por exemplo, o fato da
saida da funcéo ser centralizada no zero, diferentemente da funcdo Sigmoide, que ndo possui
uma saida simétrica em torno do zero (o que tende a dificultar o aprendizado da rede, tornando-
a mais instavel). Dessa forma, se torna mais facil realizar um mapeamento dos valores de saida
da camada como sendo fortemente negativos (mais préximos de -1), neutros (proximos de 0)
ou fortemente positivos (mais proximos de 1). Essa centralizacdo dos dados facilita o
aprendizado para a camada seguinte.

Assim como a funcdo Sigmoide, a funcdo Tangente Hiperbdlica também enfrenta o
Problema da Perda de Gradiente, pois sua derivada s6 assume valores significativos para valores
de entrada préoximos de zero (nesse caso, geralmente dentro do intervalo -2 <x <2), e fora desse
intervalo a derivada rapidamente se aproxima de zero. Além disso, o gradiente da funcédo
Tangente Hiperbdlica é muito mais ingreme quando comparado com a funcdo Sigmoide, vide
fig. 3.13.

Dessa forma, surge um questionamento interessante de qual é a melhor funcéo dentre
as duas a ser utilizada. Na pratica, a funcdo Sigmoide € geralmente usada como funcéo de saida
em modelos de classificagdo, onde 0 objetivo € determinar a probabilidade de um determinado
evento ocorrer (como no caso da fig. 3.5, onde o objetivo era classificar imagens que
representavam caracteres). Como a probabilidade de um evento acontecer estd dentro do
intervalo [0, 1], a fungdo Sigmoide se encaixa perfeitamente, pois limita a saida de cada

neurdnio a esse intervalo numérico.
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Figura 3.13: Representacgdo gréfica da derivada de uma funcdo Tangente Hiperbdlica

Por mais que tanto a fungdo Sigmoide quanto a Tangente Hiperbdlica enfrentem o
Problema da Perda de Gradiente, a funcdo Tangente Hiperbolica € centrada no zero, e os valores
dos gradientes ndo estao restritos a somente valores positivos como ocorre na Sigmoide. Com
isso, a ndo linearidade da Tangente Hiperbdlica acaba sendo preferivel em relacdo a ndo
linearidade da Sigmoide, principalmente quando se trata de funcdes de ativacdo em camadas
internas de redes neurais profundas, onde dependendo da complexidade da rede pode ser dificil

manter o gradiente durante a retropropagacao.

3.5.4 Algoritmos de Otimizacao

As redes neurais aprendem por intermédio de uma funcéo de perda, ou funcao objetivo
[18]. Essa fungéo é responsavel por dizer a rede o quédo proximas estdo as predicoes realizadas
por ela em relagéo aos dados reais durante a fase de treinamento, ou seja, indica a performance
da rede em um determinado instante do treinamento, ou época (epoch, em inglés).

Uma época significa treinar a rede neural com todos os dados de treinamento por um
ciclo, de modo que, em uma época, a rede € alimentada com todos os dados uma unica vez.
Uma época é composta por uma ou mais bateladas (batch, em inglés), onde os dados séo

passados em lotes para a rede neural. Além disso, a fase de treinamento pode possuir varias
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épocas, onde neste caso a rede neural € alimentada com os mesmos dados mais de uma vez,
fazendo com que a cada iteracdo seja definido um valor de perda relacionado com o quanto a
rede aprendeu ou desaprendeu em relacdo a época anterior.

Contudo, somente com a funcdo de perda a rede ndo é capaz de atualizar os pesos e
vieses de cada neurdnio, sendo necessario assim a atuacao de um algoritmo de otimizagdo para
atualizar o aprendizado da rede.

O algoritmo de otimizacdo € responsavel por ajustar os pesos, vieses e a taxa de
aprendizado de uma rede neural de maneira a minimizar os erros relacionados as predicdes da
rede, dessa forma maximizando a acuracia. Sendo assim, ao final de cada época a rede define
um valor de erro com base na fun¢do de perda definida. Essa perda é interpretada pelo algoritmo
de otimizacdo, que é responsavel por atualizar os parametros da rede. Esse processo é repetido
para cada época até se encerrar a fase de treinamento.

Neste trabalho, foram estruturados e treinados diversas tipologias de redes neurais,
testando, inclusive, diferentes algoritmos de otimizacdo propostos na literatura. Dentre eles,
pode-se ressaltar o algoritmo Adam e suas variantes AMSGrad e Adam Retificado, o algoritmo
COCOB e o0 algoritmo Lookahead.

3.5.4.1 Adam

O algoritmo Adam (KINGMA e BA, 2015) [19] € um algoritmo de otimizacdo baseado
em gradientes de primeira ordem de funcbes de perda estocasticas, com base em estimativas
adaptativas de momentos de ordem inferior (primeira e segunda ordem). De maneira geral, é
um algoritmo simples de implementar e funciona muito bem na maioria dos casos, além de ser
computacionalmente eficiente.

Sua variante AMSGrad (REDDI, KALE e KUMAR, 2018) [20] utiliza uma taxa de
aprendizado menor em comparagdo com o algoritmo Adam, além de ainda incorporar um lento
decaimento do efeito de gradientes passados na taxa de aprendizagem. A principal diferenca da
variante AMSGrad para o algoritmo Adam é que o AMSGrad preserva 0 maximo de todos 0s
quadrados dos gradientes, até o instante de tempo atual e usa esse valor maximo para normalizar
a meédia movel do gradiente, enquanto o algoritmo Adam utiliza os proprios valores dos

quadrados dos gradientes.
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Recentemente foi proposta uma nova variante do algoritmo Adam, o algoritmo Adam
Retificado (Rectified Adam, em inglés), ou RAdam ( LIU, JIANG, et al., em fase de elaboragéo)
[21]. Essa variante introduz um termo para retificar a variancia da taxa de aprendizagem

adaptativa do algoritmo Adam com base em derivaces.

3.5.4.2COCOB

O algoritmo de Apostas de Moedas Continuas (Continuous Coin Betting, em inglés),
ou simplesmente COCOB (ORABONA e TOMMASI, 2017) [22], consiste em um algoritmo
de otimizacdo que ndo utiliza a taxa de aprendizagem da rede como hiperparametro. Esse
algoritmo foi proposto, pois definir o melhor valor para a taxa de aprendizagem para 0 processo
de otimizacéo estocéstica dos parametros da rede, ainda é um dos principais gargalos durante a
etapa de aprendizagem da rede.

Dessa forma, o algoritmo COCOB corresponde a um procedimento de descida de
gradiente estocastico para redes profundas que ndo exige a defini¢do prévia de um valor para a
taxa de aprendizagem. Isso é feito ao reduzir o processo de otimizagdo a um jogo de apostas de
moedas, onde a convergéncia tedrica é comprovada para fungdes convexas e quase convexas e
na pratica é perceptivel a vantagem da utilizacao deste algoritmo quando comparado com outros

algoritmos populares de gradiente estocastico.

3.5.4.3 Lookahead

Tentativas recentes de melhorar os algoritmos de Descida de Gradiente Estocastico
podem ser categorizadas em duas abordagens: algoritmos de taxa de aprendizagem adaptativa,
como o algoritmo Adam, e algoritmos acelerados, como o Gradiente Nesterov Acelerado
(NAG). O algoritmo Lookahead (ZHANG, LUCAS, et al., 2019) [23] foi proposto para atuar
em conjunto com um outro algoritmo de otimizacdo, que é ortogonal a essas abordagens
mencionadas e atualiza iterativamente dois conjuntos de pesos. O algoritmo consiste em
escolher uma direcdo de busca olhando para frente na sequéncia dos chamados pesos rapidos

gerados pelo outro otimizador.
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O otimizador atualiza iterativamente dois conjuntos de pesos: as direcdes de busca
para pesos séo escolhidas pelo otimizador interno, enquanto os pesos lentos séo atualizados a
cada k passos com base nas direcGes dos pesos rapidos e os dois conjuntos de pesos sdo
sincronizados. Na prética, este algoritmo melhora a estabilidade de aprendizagem da rede e
reduz a variancia de seu otimizador interno, proporcionando melhores resultados durante a fase

de treinamento.

3.5.5 Funcao de Perda e Métricas

A funcdo de perda corresponde a uma funcao utilizada pela rede neural durante a fase
de treinamento para atualizar seus pesos e vieses. Por outro lado, a funcdo de métrica € uma
funcdo usada para julgar o desempenho da rede neural.

As funcgdes de métrica sdo semelhantes as funcbes de perda, exceto que os resultados
da avaliacdo de uma métrica ndo sdo considerados no treinamento do modelo para atualizar os
parametros da rede, sendo um meio por meio do qual o usuario pode verificar o aprendizado e
performance da rede ao longo das épocas.

Dentre as fungdes de métrica mencionadas na literatura, pode-se mencionar trés que
foram utilizadas neste trabalho para acompanhar a performance das redes: Erro Quadréatico
Médio, Erro Absoluto Médio e o Coeficiente de Determinacdo, sendo este ultimo a funcgéo

escolhida como func¢éo de perda durante o treinamento.

3.5.5.1 Erro Quadratico Médio

A métrica Erro Quadratico Médio (MSE) é usada, por exemplo, para verificar a
acuracia de modelos de regressdo, de maneira que é dado um maior peso aos maiores erros,

pois, conforme pode ser observado na equacédo 3.18, cada erro é elevado ao quadrado.

N
1
MSE = NZ(ei — 8, (3.18)

i=1
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onde N ¢ o nimero de medicdes, 8; é o valor previsto pela rede e 6; é o valor real da medida.

3.5.5.2 Erro Absoluto Médio

A métrica Erro Absoluto Médio (MAE) também é uma métrica utilizada em modelos
de regresséo e é calculada a partir da média dos erros absolutos, ou seja, é utilizado o mddulo
dos erros, evitando assim a obtencdo de um valor superestimado, j& que nesse caso o valor é
menos afetado por outliers (valores discrepantes). Matematicamente, o Erro Absoluto Médio

pode ser calculado através da equacédo 3.19:

MAE =

2|~

N
> 16: - 6 (3.19)
i=1

3.5.5.3 Coeficiente de Determinacao

O Coeficiente de Determinacdo, ou R2, é utilizado em modelos de regressdo para
fornecer uma medida de qudo bem os dados previstos pelo modelo correspondem as
observac0es reais, com base na proporgéo entre a soma dos quadrados residuais e a soma total
dos quadrados. O maior valor que o Coeficiente de Determinacdo pode assumir é um, que
corresponde ao caso em que todas as predi¢cbes do modelo sdo exatamente iguais aos valores
reais. Matematicamente, o Coeficiente de Determinacdo pode ser determinado pela equacédo
3.20:

N ~
6; — 6,)?

R2=1- Y S
(6; — 0)

(3.20)

i=1

onde 8 é a média aritmética das observacdes.
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Capitulo 4

Metodologia

Neste capitulo sera apresentado o problema proposto neste trabalho. Em seguida, sera
feita uma descrigdo dos dados utilizados para alimentar as redes neurais. Por fim, seréo
abordados todos os aspectos que foram considerados durante a estruturacdo das redes neurais
utilizadas, parametrizados pelo problema em si e pelo formato dos dados de entrada e o formato

esperado na saida.

4.1 Definicao do Problema

O Cddigo de Fisica de Reatores corresponde a um algoritmo computacional capaz de
determinar, dentre outros parametros, a concentracdo critica de Boro soltvel e o Fator de Pico
de Poténcia, de maneira que esses parametros sdo utilizados no periodo que antecede a recarga
para determinar a duracdo do préximo ciclo, assim como aspectos relacionados a seguranca da
usina.

Para o caso de Angra 1, a Westinghouse detém o c6digo ANC (Advanced Nodal Code,
em inglés), que é utilizado na determinacdo dos dois parametros mencionados [24]. Por mais
que esse algoritmo seja capaz de obter, com grande precisdo, os valores da concentracgdo critica
de Boro soluvel e do Fator de Pico de Poténcia, ele é bastante lento, apresentando uma grande
complexidade computacional. Isso ocorre porque o algoritmo deve simular inGmeras
configuracbes do nucleo levando em conta as condi¢cbes de simetria e seguranca ja
mencionados, buscando assim encontrar uma configuracdo 6tima com base na funcéo objetivo
do problema de otimizag&o.

Dessa forma, o problema proposto neste trabalho é determinar, com o auxilio de redes

neurais, os valores de concentracdo critica de Boro soltvel e do Fator de Pico de Poténcia Radial
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através do Fator de Multiplicacdo Infinito de 37 Elementos Combustiveis, correspondentes a
um quarto do ndcleo de um reator como o de Angra 1.

A rede neural treinada pode, por exemplo, auxiliar o especialista em recarga na
determinacdo do melhor arranjo de Elementos Combustiveis durante o planejamento do

préximo ciclo.

4.2 Dados Utilizados

Foram utilizados no total 11568 conjuntos de dados baseados nos dados do Cédigo de
Fisica de Reatores para o Ciclo 19 de Angra 1, de maneira que cada conjunto contém as
seguintes informacgdes: o valor do Fator de Multiplicacdo Infinito para cada um dos 37
Elementos Combustiveis, o valor da concentracéo critica de Boro soltvel, em ppm, e o valor
do Fator de Pico de Poténcia.

Dessa forma, os dados de entrada passados a rede correspondem aos Fatores de
Multiplicacdo Infinitos, conforme fig. 4.1, enquanto os valores de saida esperados

correspondem a concentracdo de Boro e o Fator de Pico.

0 7 14 20 26 31 35
1 8 15 21 27 32 36
2 9 16 22 28 33

3 10 17 23 29 34

4 11 18 24 30

5 12 19 25

6 13

Figura 4.1: Ordem padrdo dos 37 Elementos Combustiveis correspondentes aos dados de
entrada da rede neural

Como exemplo de configuracdes dos dados de entrada, estdo dispostas na fig. 4.2 trés
arranjos dos 37 Elementos Combustiveis no formato de um mapa de calor, parametrizado pelos
Fatores de Multiplicacdo Infinitos. Além disso, pode ser observado que ha um preenchimento
com zeros nas lacunas da figura onde ndo ha Elementos Combustiveis. Isso foi feito para gerar
uma matriz quadrada de Elementos Combustiveis, seguindo um formato 7x7, permitindo assim

tratar cada arranjo de Elementos Combustiveis como uma imagem para as camadas
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Convolucionais da rede interpretarem e obterem informacgdes importantes acerca da correlagao

entre os Fatores de Multiplicacdo e os valores esperados na camada de saida.

Ll
1.0
0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1
0.0

Figura 4.2: Mapa de calor de 3 configurac@es distintas de um quarto de nucleo, contendo o

Fator de Multiplicacdo Infinito para cada um dos Elementos Combustiveis

Além disso, a fim de se verificar a correlacdo entre todos os valores do conjunto de

dados, foi montado 0 mapa de calor da fig. 4.3, onde é possivel obter algumas conclusdes:

Os indices de 0 a 36 representam os valores dos Fatores de Multiplicacdo Infinitos
dos Elementos Combustiveis;

O indice 37 representa a concentracdo critica de Boro;

O indice 38 representa o Fator de Pico de Poténcia;

A correlacdo de um indice com ele mesmo é sempre 1;

O Elemento Combustivel de indice 0 ndo apresenta correlacdo com nenhum dos
outros parametros, ou seja, ele apresenta 0 mesmo valor de Fator de Multiplicacao
independentemente dos outros Elementos Combustiveis;

Os Elementos Combustiveis que apresentam as maiores correlacdes positivas com
a concentracao critica de Boro sdo os de indice 9, 10, 15, 17, 21 e 22;

Os Elementos Combustiveis que apresentam as maiores correlacdes negativas com
a concentracdo critica de Boro sdo os de indice 6, 13, 25, 30, 34, 35 e 36;

Os Elementos Combustiveis que apresentam as maiores correlagdes positivas com
o0 Fator de Pico de Poténcia s&o os de indice 9 e 15;

Os Elementos Combustiveis que apresentam as maiores correlagcdes negativas com

o Fator de Pico de Poténcia sdo os de indice 12 e 32;
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Figura 4.3: Mapa de calor contendo a correlagdo entre todos os parametros utilizados

Juntando as informacdes da fig. 4.3 com a fig. 4.4 e fig. 4.5, € possivel ter uma visdo
qualitativa da correlacdo entre cada Elemento Combustivel com a concentracdo critica de Boro

e o0 Fator de Pico de Poténcia.

NaN 0.0333 0.0074 0.1594 0.1955 0.0770 -0.3350
0.0333 0.0160 0.3705 0.4286 0.1792 -0.0754 -0.6118
0.0074 0.3703 0.2402 0.3830 0.1699 -0.1238
0.1594 0.4282 0.3831 0.0160 -0.0223 -0.5352
0.1955 0.1791 0.1699 -0.0224 -0.2855
0.0770 -0.0754 -0.1239 -0.5348
-0.3350 | -0.6121

Figura 4.4: Correlagéo entre os dados de Fator de Multiplicagéo Infinito de cada Elemento
Combustivel com a concentragdo critica de Boro soltvel
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NaN -0.0869 -0.1135 0.0371 0.0228 -0.1043 0.1098
-0.0869 -0.0670 0.6087 0.1255 -0.0652 -0.3636 -0.0253
-0.1135 0.6089 0.0394 0.1518 -0.0913 -0.2228
0.0371 0.1251 0.1520 -0.0943 -0.2335 0.1271
0.0228 -0.0651 -0.0910 -0.2336 0.1628
-0.1043 -0.3637 | -0.2229 0.1269
0.1098 -0.0253

Figura 4.5: Correlacao entre os dados de Fator de Multiplicacdo Infinito de cada Elemento
Combustivel com o Fator de Pico de Poténcia

Os dados de entrada foram divididos em dois subconjuntos, de maneira que 90%
desses dados, correspondendo a 10411, foram utilizados para o treinamento das redes, enquanto
0s 10% restantes, correspondendo a 1157, foram utilizadas para testar a rede, permitindo assim

validar a performance da rede através de dados que ela nunca viu.

4.3 Arquiteturas das Redes Neurais

Desenvolvidas

Foram desenvolvidas duas arquiteturas de rede neural similares, uma responsavel por
prever a concentracao critica de Boro solUvel e uma responsavel por prever a Fator de Pico de
Poténcia. Dessa forma, considerando todos os aspectos relacionados a definicdo do problema
proposto e o formato dos dados, a rede recebe como dados de entrada uma matriz 7x7 (7 pixels
de altura por 7 pixels de largura) e tem como saida o valor do parametro fisico desejado.

Atab. 4.1 mostra a estrutura de camadas da rede responsavel por prever a concentracao
critica de Boro soluvel. Essa rede apresenta algumas variantes das camadas ja mencionadas
neste trabalho, como a camada ConvLSTM2D (SHI, CHEN, et al., 2015) [25], onde tanto as
transformacdes nos dados de entrada quanto as transformaces recorrentes sao convolucionais.
Também possui, intercaladas com cada camada ConvLSTM2D, camadas de
BatchNormalization, que aplicam uma transformacdo que mantém a media dos dados de saida
proxima de zero e o desvio padrdo proximo de um. Apds a aplicacdo dos conjuntos
ConvLSTM2D + Normalizacdo, é aplicada a camada AveragePooling3D, que realiza uma
subamostragem dos dados de entrada ao longo de suas dimensdes espaciais (profundidade,
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altura e largura) ao considerar o valor médio sobre uma janela de entrada (de tamanho pré-

definido) para cada canal da entrada. Apds a extracdo das informagdes mais importantes por

essa camada, € utilizada uma camada Reshape, que serve para redimensionar os dados. Ao

passar por essa camada, os dados que antes correspondiam a uma imagem bidimensional, se

tornam unidimensionais.

Tabela 4.1: Arquitetura da rede neural responsavel por prever a concentracéo critica de Boro

soltvel
Camada Funcéo de Ativacédo Formato de Saida

Input - 1,7,7,1
ConvLSTM2D ReLU 1,7,7,64
BatchNormalization - 1,7,7,64
ConvLSTM2D RelLU 1,7,7,64
BatchNormalization - 1,7,7,64
ConvLSTM2D RelLU 1,7,7,64
BatchNormalization - 1,7,7,64
ConvLSTM2D ReLU 1,7,7,64
BatchNormalization - 1,7,7,64
ConvLSTM2D RelLU 1,7,7,64
BatchNormalization - 1,7,7,64
AveragePooling3D - 1,7,7,64

Reshape - 448

LSTM Rel-_U; Sigmoide para 256

ativacdo recorrente
LSTM ReII_U; Sigmoide para 64
ativacdo recorrente
Dense Linear 1

Ao analisar a tab. 4.1, pode ser observado que os dados que s&o passados para a

primeira camada ConvLSTM2D possuem um formato (1, 7, 7, 1), onde esses valores

correspondem, respectivamente, ao nimero de passos temporais (intervalo de tempo a ser

considerado pelos portdes da LSTM), altura e largura da imagem e namero de filtros da imagem

(como a imagem de entrada é preto e branca, ha apenas 1 canal de cor).
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Ja a tab. 4.2 mostra a estrutura de camadas da rede responsavel por prever o Fator de

Pico de Poténcia. Essa rede apresenta as mesmas camadas que a apresentada na tab. 4.1, sendo

a unica diferenca o numero de filtros aplicados em trés conjuntos de ConvLSTM2D +

Normalizagéo, onde foi optado por aumentar o numero de filtros de 64 para 96. Isso se deve ao

fato de ser mais complicado para a rede determinar o Fator de Pico com base somente nos

Fatores de Multiplicacdo pois, conforme fig. 4.5, pode ser observado que as correlagdes néo

sdo tdo evidentes quanto as da fig. 4.4. Dessa forma, algumas alteracdes nos hiperparametros

da rede podem auxiliar no processo de aprendizado, permitindo assim resultados satisfatorios.

Tabela 4.2: Arquitetura da rede neural responsavel por prever o Fator de Pico de Poténcia

Camada Funcdo de Ativacédo Formato de Saida
Input - 1,7,7,1
ConvLSTM2D ReLU 1,7,7,64
BatchNormalization - 1,7,7,64
ConvLSTM2D RelLU 1,7,7,96
BatchNormalization - 1,7,7,96
ConvLSTM2D RelLU 1,7,7,96
BatchNormalization - 1,7,7,96
ConvLSTM2D ReLU 1,7,7,96
BatchNormalization - 1,7,7,96
ConvLSTM2D RelLU 1,7,7,64
BatchNormalization - 1,7,7,64
AveragePooling3D - 1,7,7,64
Reshape - 448
LSTM Rel-_U; Sigmoide para 256
ativagdo recorrente
LSTM Rel-_U; Sigmoide para 64
ativacdo recorrente
Dense Linear 1

Além das arquiteturas das redes, é importante ressaltar os algoritmos de otimizagao

utilizados para promover o aprendizado delas. Foram utilizados trés algoritmos neste trabalho:

Adam Retificado, COCOB e Lookahead, a fim de se verificar qual impactaria mais o
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aprendizado. Nas tabs. 4.3, 4.4 e 4.5 é possivel verificar os parametros definidos para cada
algoritmo de otimizacdo. Vale ressaltar que os parametros utilizados foram 0os mesmos para as

duas redes neurais desenvolvidas.

Tabela 4.3: Parametros definidos para o algoritmo de otimizacdo Adam Retificado

Parametros Adam Retificado
Taxa de aprendizado inicial 1-10°3
Funcéo de perda R2

Meétrica(s) MSE; MAE

Variante AMSGrad Sim

Numero de épocas 30

Rotinas (Callbacks) Reducéo da taxa de aprendizado no Plato;

Agendamento da taxa de aprendizagem

As rotinas (callbacks, em inglés) sdo argumentos que podem ser passados ao algoritmo
de otimizacdo para alterar a taxa de aprendizado com base em um evento especifico. Neste
trabalho foram utilizadas duas rotinas: Reducdo da taxa de aprendizado no Platd, onde a rede
diminui a taxa de aprendizado ap6s ficar um determinado nimero de épocas sem apresentar
uma variacao significativa na perda, e 0 Agendamento da taxa de aprendizagem, onde a rede
diminui a taxa de aprendizagem com base em valores definidos pelo usuario. As rotinas foram
definidas para o algoritmo Adam Retificado e Lookahead.

O algoritmo COCOB nao utiliza rotinas pois ndo apresenta taxa de aprendizagem,
onde no lugar desta é utilizado um parametro alpha, que tem o efeito de restringir o valor dos

parametros do algoritmo durante as primeiras iteragoes.

Tabela 4.4: Pardmetros definidos para o algoritmo de otimizacdo COCOB

Parametros COCOB
Alpha 1000
Funcéo de perda R?
Meétrica(s) MSE; MAE
Numero de épocas 30
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Para o algoritmo Lookahead, s&o considerados também os pardmetros, como o
otimizador interno, que corresponde ao otimizador original que sera usado para calcular e
aplicar os gradientes, o periodo de sincronizacdo, que habilita 0 mecanismo Lookahead ao
defini-lo com um valor positivo e o tamanho dos passos lentos, que representa a taxa para

atualizar os pesos lentos.

Tabela 4.5: Parametros definidos para o algoritmo de otimizacdo Lookahead

Parametros Lookahead

Taxa de aprendizado inicial 1107

. . Adam Retificado (com variante
Otimizador interno

AMSGrad)
Funcéo de perda R?
Meétrica(s) MSE; MAE
Periodo de sincronizacéo 6
Tamanho dos passos lentos 0,5
NUmero de épocas 30

) Reducéo da taxa de aprendizado no Plato;
Rotinas (Callbacks)

Agendamento da taxa de aprendizagem
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Capitulo 5

Resultados e Discussoes

Neste capitulo serdo apresentados os resultados obtidos pelas duas redes neurais para
cada um dos algoritmos de otimizacdo abordados. A fim de minimizar os efeitos estocasticos
sobre o treinamento de cada rede, os dados passados para as redes durante o treinamento néo
foram embaralhados, permitindo uma melhor comparacéo entre os resultados finais.

Inicialmente, serdo apresentados os resultados obtidos durante a fase de treinamento
das redes, como a progressdo das métricas e funcdo de perda ao longo das épocas.

Por fim, serdo apresentados os resultados obtidos na etapa de teste, onde serd feita uma
comparacdo entre os modelos através das métricas R2, MAE e MSE com os dados de teste,
assim como pelo erro percentual minimo e maximo das predicGes realizadas pelas redes em

relacdo aos dados reais.

5.1 Treinamento

O treinamento das redes se deu conforme ja mencionado anteriormente, seguindo o0s
parametros definidos para os algoritmos de otimizacdo e as arquiteturas das redes neurais
estabelecidas.

As figs. 5.1, 5.2 e 5.3 mostram a progressdo da funcdo de perda e das métricas
utilizadas pela rede responsavel pela previsao da concentracéo critica de Boro soltvel ao longo
das épocas para cada algoritmo de otimizacéo.

A tab. 5.1 realiza um comparativo entre o valor do R?, MSE e MAE ao final do

treinamento com cada algoritmo de otimizacgdo para essa mesma arquitetura de rede.
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Figura 5.1: Progressdo da funcdo de perda e métricas da rede responsavel por prever a
concentracdo de Boro durante o treinamento utilizando o algoritmo de otimizacdo Adam
Retificado: (a) R?, (b) MSE, e (c) MAE

0.95 0.035
0.004
0.90
0.030

0.85 0.003
0.025
0.80
0.002
0.75 0.020
0.70
0.001 0.015
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0.010
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Figura 5.2: Progressao da funcdo de perda e métricas da rede responsavel por prever a
concentracdo de Boro durante o treinamento utilizando o algoritmo de otimizacdo COCOB:
(@) R?, (b) MSE, e (c) MAE

0.025

1.00 0.07
0.75
0.020 0.06
0.50
0.05
0.25 0.015
000 0.04
0.010
-0.25 0.03
-0.50
0.005 0.02
-0.75
0.01
~1.00 0.000
0 5 10 15 20 25 30 0 s 10 15 20 25 30 0 5 10 15 20 25 30
(a) (b) (©)

Figura 5.3: Progressao da fungéo de perda e métricas da rede responsavel por prever a
concentracéo de Boro durante o treinamento utilizando o algoritmo de otimizacdo Lookahead:
(@) R?, (b) MSE, e (c) MAE
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Tabela 5.1: Resultados obtidos pela rede responsavel por prever a concentragéo critica de
Boro soltvel ao final da etapa de treinamento (apds Ultima época)

Modelo R? MSE MAE
Adam Retificado 0,9975 2,9431 - 10° 0,0042
COCOB 0,9811 2,2370 - 10 0,0108
Lookahead 0,9940 7,0674 - 10° 0,0050

As figs. 5.4, 5.5 e 5.6 mostram a progressao da perda e das métricas utilizadas pela
rede responsavel pela previsdo do Fator de Pico de Poténcia ao longo das épocas para cada
algoritmo de otimizacao.

A tab. 5.2 realiza um comparativo entre o valor do R?, MSE e MAE ao final do

treinamento com cada algoritmo de otimizacgdo para esta mesma arquitetura de rede.

0.00040
0.012

0.010 0.00035

0.80

i 0.00030
0.75
0.006 0.00025
0.70
0.004 0.00020
0.65
9002 0.00015
0 S 10 15 20 25 30 (] 5 10 15 20 25 30 o 5 10 15 20 25 30
(a) (b) (c)

Figura 5.4: Progressao da funcdo de perda e métricas da rede responsavel por prever o
Fator de Pico de Poténcia durante o treinamento utilizando o algoritmo de otimizagcdo Adam
Retificado: (a) R?, (b) MAE, e (c) MSE

0.00200

0.75 0.016
0.00175

0.50 0.014
0.00150

0.25 0.012
0.00125

0.00 0.010
0.00100

-0.25
e 0.00075
-0.50 0.006 0.00050
-0.75 0.004 0.00025
0.0 25 50 7.5 10.0 125 0.0 25 50 7.5 10.0 12.5 0.0 25 50 1.5 10.0 125
(a) (b) (c)

Figura 5.5: Progressao da funcdo de perda e métricas da rede responsavel por prever o
Fator de Pico de Poténcia durante o treinamento utilizando o algoritmo de otimizagéo
COCOB: (a) R, (b) MAE, e (c) MSE
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Figura 5.6: Progressdo da funcéo de perda e métricas da rede responsavel por prever o
Fator de Pico de Poténcia durante o treinamento utilizando o algoritmo de otimizacéao
Lookahead: (a) R?, (b) MAE, e (c) MSE

Tabela 5.2: Resultados obtidos pela rede responsavel por prever o Fator de Pico de Poténcia

ao final da etapa de treinamento (ap6s ultima época)

Modelo R? MSE MAE
Adam Retificado 0,8648 1,4557 - 10* 0,0016
COCOB 0,8504 1,6106 - 10* 0,0035
Lookahead 0,8647 | 1,4563-10* 0,0016

5.2 Teste

Com as redes neurais treinadas, foram realizadas as predi¢6es utilizando os dados de

teste, que correspondem a dados que as redes até entdo nunca haviam visto. A tab. 5.3 mostra

os resultados obtidos com os 1157 dados de teste para cada uma das redes utilizadas para prever

a concentracdo critica de Boro solivel, onde estdo dispostos os algoritmos de otimizacéo, as

métricas R2, Erro Quadratico Médio e Erro Absoluto Médio, e 0s erros percentuais minimos e

maximos obtidos pelos modelos com os dados de teste.

Os erros percentuais foram calculados conforme a equagéo 5.1:

6
Erro (%) =

45

0
100

(5.1)



sendo @ o valor previsto pela rede e @ o valor real. Dessa forma, através de um loop €é possivel

obter os erros relativos para cada predicdo realizada.

Tabela 5.3: Resultados obtidos com os dados de teste pela rede responsavel por prever a
concentracgdo critica de Boro soltvel

Modelo R2 MSE MAE Erromin (%) Erromax (%)
Adam Retificado | 0,9968039 | 1,779 - 10° | 0,0033277 | 0,00062462 2,639296
COCOB 0,9848878 | 8,412- 10 | 0,0073253 | 0,00074936 6,049154
Lookahead 0,9940593 | 3,307 - 10° | 0,0045155 | 0,0009812 5,098374

Com os resultados obtidos pela tab. 5.3, é possivel observar que a rede utilizando o
algoritmo de otimizagdo Adam Retificado foi a que apresentou os melhores resultados para
todos os parametros analisados. Dessa forma, a fim de se verificar a performance da rede, estéo
dispostos na fig. 5.7 as comparacdes entre todos 0s 1157 valores reais e previstos por essa rede.

O eixo horizontal representa o indice de cada um dos conjuntos de dados (0 a 1156), e 0 eixo

vertical representa a concentragdo critica de Boro, em ppm.
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Figura 5.7: Grafico de dispersdo comparando os valores reais e previstos pelo melhor
modelo de concentracdo de Boro para cada conjunto de dados

Além disso, com os dados obtidos pela predi¢cdo do melhor modelo é possivel construir
o grafico da fig. 5.8, que corresponde a um grafico de dispersdo comparando os valores
previstos com os valores reais. O eixo horizontal corresponde aos valores previstos pela rede,

enquanto o eixo vertical corresponde aos valores reais. Dessa forma, quanto mais a relacdo
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entre a previsdo e o real se aproximar de uma funcéo do tipo f(x) = x (representada pela linha

diagonal cinza no grafico), melhor é o modelo de regresséo.
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Figura 5.8: Gréfico de dispersao dos valores reais e previstos pelo melhor modelo de
concentracdo de Boro

Os erros percentuais obtidos para cada predicdo da concentracdo de Boro estdo
dispostos na fig. 5.9. O eixo horizontal representa o indice de cada um dos conjuntos de dados

(0a1156), e o eixo vertical representa o erro percentual da predicéo para determinado conjunto.
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Figura 5.9: Grafico de dispersédo contendo os erros percentuais obtidos pelo melhor modelo
de concentragdo de Boro
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A tab. 5.4 mostra os resultados obtidos com os 1157 dados de teste para cada uma das

redes utilizadas para prever o Fator de Pico de Poténcia, onde estdo dispostos os algoritmos de

otimizacdo, as métricas R?, Erro Quadratico Medio e Erro Absoluto Médio, e 0s erros

percentuais minimos e maximos obtidos pelos modelos com os dados de teste.

Tabela 5.4: Resultados obtidos com os dados de teste pela rede responsavel por prever o
Fator de Pico de Poténcia

Modelo R2 MSE MAE Erromin (%) Erromsx (%)
Adam Retificado | 0,99493955 | 3,289 - 10° | 0,001307 | 0,0020849 7,75196
COCOB 0,9379958 | 4,030 - 10° | 0,004999 | 0,0004352 11,05518
Lookahead 0,99161135 | 5,452 - 10° | 0,001756 | 0,0005769 9,9508

Com os resultados obtidos pela tab. 5.4, é possivel observar que, assim como a rede

utilizada para predicdo da concentragdo de Boro, a rede utilizando o algoritmo de otimizacéao

Adam Retificado foi a que apresentou os melhores resultados para todos os parametros

analisados, exceto 0 Erromin (%). Contudo, como ela apresentou, dentre as trés, o0 menor erro

percentual maximo, ela foi a melhor candidata a melhor modelo. Dessa forma, a fim de se

verificar a performance da rede, estdo dispostos na fig. 5.10 as comparagdes entre todos os 1157

valores reais e previstos por essa rede. O eixo horizontal representa o indice de cada um dos

conjuntos de dados (0 a 1156), e o eixo vertical representa o Fator de Pico de Poténcia.
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Figura 5.10: Gréfico de dispersdo comparando os valores reais e previstos pelo melhor

modelo de Fator de Pico de Poténcia para cada conjunto de dados
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Além disso, com os dados obtidos pela predigdo do melhor modelo é possivel construir
o grafico da fig. 5.11, que corresponde a um gréfico de dispersdo comparando os valores
previstos com os valores reais. O eixo horizontal corresponde aos valores previstos pela rede,

enguanto o eixo vertical corresponde aos valores reais.
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Figura 5.11: Grafico de dispersdo dos valores reais e previstos pelo melhor modelo do
Fator de Pico de Poténcia

A partir da fig. 5.11, é possivel perceber que a maior dificuldade da rede foi prever os
valores de Fator de Pico de Poténcia mais baixos, mais especificamente abaixo de 1,6. Isso se
confirma ao comparar este mesmo grafico com o gréafico da fig. 5.10, onde é possivel observar
gue as maiores discrepancias entre 0s valores previstos sao 0s para 0s menores Fatores de Pico.
Isso se deve principalmente ao fato de que, dos 11568 dados originais, apenas 823 deles,
correspondendo a 7,11% do total, s&o arranjos de Elementos Combustiveis com Fator de Pico
de Poténcia menor que 1,6. Dessa forma, ao realizar a distribui¢do dos dados entre treinamento
e teste, é possivel que uma pequena fragdo dessas observacdes tenha ido para os dados de
treinamento, pequena o suficiente para fazer com que a rede tivesse menos dados desse tipo de
configuracdo para se basear.

Os erros percentuais obtidos para cada predicdo do Fator de Pico de Poténcia estéo
dispostos na fig. 5.12. O eixo horizontal representa o indice de cada um dos conjuntos de dados
(0 a1156), e o eixo vertical representa o erro percentual da predicdo para determinado conjunto.
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A partir da anélise dessa figura, é possivel perceber que a grande maioria dos erros é menor ou
igual a 1%. Mais especificamente, das 1157 predicdes, 985 delas s&o menores que 1%,
representando 85,13% do total.

0 200 400 600 800 1000 1200

Figura 5.12: Gréfico de dispersdo contendo os erros percentuais obtidos pelo melhor
modelo de Fator de Pico de Poténcia
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Capitulo 6

Conclusboes e Propostas para Trabalhos

Futuros

O presente trabalho aborda como redes neurais artificiais sdo capazes de aprender
correlacdes entre dados com base em diversas observacdes e seus correspondentes dados de
saida, ndo necessitando, dessa forma, um conhecimento prévio de solucdes analiticas ou
numericas do problema a ser tratado. Neste capitulo serdo apresentadas as conclusdes obtidas
deste trabalho e dos aspectos aqui abordados, assim como sugestdes de trabalhos futuros.

6.1 Conclusoes

As redes neurais desenvolvidas apresentaram bons resultados para prever a
concentracdo critica de Boro sollvel e o Fator de Pico de Poténcia com base somente no Fator
de Multiplicacdo Infinito dos Elementos Combustiveis. Dessa forma, esses algoritmos se
provaram ser possiveis ferramentas para auxiliar o especialista em recarga durante o
planejamento do proximo ciclo de uma usina.

Foi possivel perceber também que, através de graficos de correlacdo entre as variaveis
do problema, o Fator de Multiplicagdo Infinito dos Elementos Combustiveis apresenta maior
influéncia na concentracdo de Boro do que no Fator de Pico de Poténcia (figs. 4.4 e 4.5).

Além disso, os resultados obtidos mostraram que Redes Neurais Recorrentes
Profundas sdo capazes de aprender com longas sequéncias de dados e, ao combinar essa
caracteristica, com as técnicas de subamostragem das Redes Convolucionais, é possivel extrair
caracteristicas Unicas que sdo aprendidas pela rede e auxiliam na determinacdo dos valores de

saida.
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6.2 Sugestoes para Trabalhos Futuros

Para trabalhos futuros, podem ser feitas as seguintes sugestdes:

e Testar outras arquiteturas de redes neurais, utilizando diferentes camadas, funcées de
ativacéo e algoritmos de otimizagao;

e Considerar outros parametros do reator como variaveis do problema, como a posicao
dos bancos de barras de controle parcialmente inseridos no ndcleo, a diferenca de
poténcia por quadrante do reator e as secOes de choque;

e Considerar a queima do combustivel durante o ciclo;

e Considerar Elementos Combustiveis com diferentes tipos de enriquecimento para

incorporar a mudanca de ciclo de operagéo.
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Apéndice A
Bibliotecas Utilizadas

from keras.models import Sequential

from Kkeras.layers import LSTM, Dense, Reshape, BatchNormalization, ConvLSTM2D,
AveragePooling3D

from keras.callbacks import ReduceLROnPIlateau, LearningRateScheduler

import tensorflow_addons as tfa

from tensorflow.keras.utils import plot_model

%matplotlib inline

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

from mpl_toolkits.axes_grid1l import AxesGrid

from sklearn.preprocessing import MinMaxScaler

from sklearn.metrics import mean_squared_error, r2_score, mean_absolute_error
from sklearn.model_selection import train_test _split

from seaborn import heatmap

keras.__version__ =2.6.0

tfa. __version _ =0.15.0
pd.__version_ =1.3.0
np.__version__ =1.21.2
matplotlib.__ version_ =3.4.2
sklearn.__version__ =0.24.2

seaborn.__version__ =0.11.1
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Apéndice B

Codigo da Rede Neural para Obtencao da

Concentracao de Boro

modelo = Sequential()

modelo.add(ConvLSTM2D(filters = 64, kernel_size = (3,3), input_shape = (1, 7, 7, 1), padding
= 'same’, activation = "relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 64, kernel_size = (3,3), padding = 'same’, activation =
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 64, kernel_size = (3,3), padding = 'same’, activation =
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 64, kernel_size = (3,3), padding = 'same’, activation =
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 64, kernel_size = (3,3), padding = 'same’, activation =
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(AveragePooling3D(pool_size = (2,2,2), strides = (1,1,1), padding = 'same"))
modelo.add(Reshape((-1, 64 * 7)))

modelo.add(LSTM(256, activation = 'relu’, return_sequences = True))

modelo.add(LSTM(64, activation = "relu"))

modelo.add(Dense(1))
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Apéndice C

Codigo da Rede Neural para Obtencao do

Fator de Pico de Poténcia Radial

modelo = Sequential()
modelo.add(ConvLSTM2D(filters = 64, kernel_size = (3,3), input_shape = (1, 7, 7, 1), padding
= 'same’, activation = "relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 96, kernel_size = (3,3), padding = 'same’, activation
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 96, kernel_size = (3,3), padding = 'same’, activation
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 96, kernel_size = (3,3), padding = 'same’, activation
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(ConvLSTM2D(filters = 64, kernel_size = (3,3), padding = 'same’, activation
‘relu’, return_sequences = True))

modelo.add(BatchNormalization())

modelo.add(AveragePooling3D(pool_size = (2,2,2), strides = (1,1,1), padding = 'same"))
modelo.add(Reshape((-1, 64 * 7)))

modelo.add(LSTM(256, activation = 'relu’, return_sequences = True))
modelo.add(LSTM(64, activation = "relu"))

modelo.add(Dense(1))
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