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Neste trabalho, utilizamos uma rede neural artificial que visa prever o fator de 

multiplicação efetivo, 𝑘𝑒𝑓𝑓, em diferentes configurações do núcleo do reator Biblis. Para 

isso, resolvemos numericamente a equação da difusão de nêutrons multigrupo, em 

geometria cartesiana bidimensional que fornece o fator de multiplicação efetivo para cada 

configuração do núcleo do reator Biblis. Foi desenvolvido um programa que visa gerar 

diferentes configurações/combinações dos diferentes tipos de materiais (combustível 

nuclear) que compõem o núcleo do reator Biblis. Dentre essas configurações, algumas 

foram utilizadas para treinar a rede neural artificial, com a intenção de que em uma nova 

configuração do núcleo do reator Biblis, a rede neural artificial consiga prever o fator de 

multiplicação efetivo, 𝑘𝑒𝑓𝑓. Para isso, utilizamos métodos de aprendizado de máquina, que 

visam fazer as máquinas a pensarem como seres humanos usando redes neurais artificiais. 

O modelo de rede neural desenvolvido para determinar o 𝑘𝑒𝑓𝑓 leva em consideração 

o arranjo dos elementos combustíveis, utilizando indicadores como coeficiente de 

determinação (R²), erro quadrado médio (MSE) e erro absoluto médio (MAE) para 

treinamento e teste, e a rede neural usa a função de perda para atualizar seus pesos de 

neurônios e, desta forma, estimar o mais próximo possível a previsão em relação ao valor 

real. 
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In the present study, an artificial neural network was employed to predict the 

effective multiplication factor, 𝑘𝑒𝑓𝑓, for various configurations of the Biblis reactor core. 

To achieve this, the multigroup neutron diffusion equation was solved numerically in a 

two-dimensional Cartesian geometry, which provided the effective multiplication factor 

for each Biblis reactor core configuration. A program was developed to generate diverse 

combinations of the different types of materials, nuclear fuel, that constitute the Biblis 

reactor core. From these configurations, some were utilized to train the artificial neural 

network, with the intention of enabling the network to predict the effective multiplication 

factor, 𝑘𝑒𝑓𝑓, for a novel Biblis reactor core configuration. To accomplish this, machine 

learning techniques were employed, which aimed to emulate human cognition via artificial 

neural networks. 

The developed neural network model employed to determine 𝑘𝑒𝑓𝑓, considers the 

arrangement of fuel elements, and utilizes indicators such as the coefficient of 

determination (R²), mean squared error (MSE), and mean absolute error (MAE) for training 

and testing. The neural network employs the loss function to update its neuron weights 

and estimate the prediction as closely as possible to the actual value. 
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1. Introdução 

 
A medida que a sociedade vem se preocupando mais com o meio ambiente, a 

necessidade de mudanças nos sistemas de geração de energia, visando reduzir 

significativamente a emissão de gás carbônico (𝐶𝑂2) na atmosfera, passou a ser um debate 

central da atualidade e tecnologias alternativas de geração – como hidrelétricas, eólicas, solares, 

maremotrizes, nucleares, entre outras – receberam incentivos. A Figura 1.1 mostra que, em 

2018, os reatores nucleares representaram apenas 10,4% da geração global de eletricidade, de 

acordo com o relatório Electricity Information publicado pela Agência Internacional de Energia 

(AIE) – [1]. 

 

Figura 1.1 – Contribuição das diferentes fontes de eletricidade 

 
Dentre as diferentes tecnologias utilizadas para a geração de energia elétrica, podemos 

destacar a energia nuclear, pois emite pouco 𝐶𝑂2 em todo o processo de frabricação do 

Elemento Combustível (EC), cuja operação é classificada como limpa (sem emissão de 𝐶𝑂2). 

É importante lembrar que a área construída numa instalação nuclear é pequena quando 

comparada com seus pares renováveis. Existem atualmente 447 reatores de potência em 

operação no mundo e mais de 60 em construção. A Europa tem 207 reatores nucleares e está 

construindo mais 7 reatores. Há um total de 82 reatores de potência no Japão, Coréia e China, 

e 123 em operação na América do Norte (EUA, Canadá e México) – [2]. 

 

A América do Sul tem apenas 5 usinas em operação, sendo duas no Brasil, Angra I e II, 

sendo que Angra III está em construção, com data prevista para finalização em 2027 e está 65% 
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concluída e três usinas localizada na Argentina: Atucha I e II e Embalse. A Eletronuclear é a 

responsável por administrar as usinas brasileiras, que juntas geram cerca de 2 GWe, que 

correspondem a 3,12% da produção de energia elétrica produzina no Brasil – [3,4]. 

 

Considerando todos os reatores em operação no mundo, há uma produção de 

aproximadamente 400 GWe, de acordo com a Agência Internacional de Energia Atômica 

(AIEA) – [5], muitos países estão considerando a introdução da energia nuclear para aumentar 

a produção de energia confiável e limpa. Espera-se que a capacidade global de energia nuclear 

atinja 792 GWe até 2050, quase o dobro do produzido hoje. Destes 400 GWe atuais, algo 

próximo a 282 GWe advém dos Reatores de Água Pressurizada (PWRs) – como: Biblis, Angra 

I e II. 

 

A popularização do reator PWR vem do seu núcleo utilizar água leve e desmineralizada 

como refrigerante e moderador de nêutrons. Isto é, que a água leve possui caráter dual e tem 

baixo custo de produção. Entretanto, o mesmo utiliza-se do isótopo físsil de urânio (235𝑈), 

levemente enriquecido, como combustível nuclear, material finito na natureza e atualmente com 

reservas suficientes para suprir de 60 a 100 anos de operação das usinas existentes no mundo, 

considerando o cenário de maior expansão até 2035. Logo, com essa evolução, espera-se que a 

procura aumente e o preço do material encareça. Na Figura 1.2, é possível analisar o preço do 

Urânio em US$/grama desde 2018, registrando um aumento de quase três vezes do seu valor – 

[6]. 

 

Figura 1.2 – Valor de mercado histórico do Urânio (US$/g) 

 

Sendo assim, o avanço na criação de modelos computacionais que possam acelerar o 

entendimento e avaliação dos processos é de suma importância, tanto para determinar a vida 

útil de um reator,  quanto para sua segurança. 
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1.1 Motivação e Objetivo do Trabalho 

 
O objetivo deste trabalho é desenvolver uma arquitetura de redes neurais artificiais 

capaz de prever, com precisão e rapidez, o fator de multiplicação efetivo, 𝑘𝑒𝑓𝑓 , em diferentes 

configurações do núcleo do reator Biblis. Para isso, resolveu-se numericamente a equação da 

difusão de nêutrons multigrupo, em geometria cartesiana bidimensional que fornece o fator de 

multiplicação efetivo para cada configuração do núcleo do reator Biblis. Utilizou-se, como 

input de dados, as diferentes configurações do núcleo do reator Biblis. Já os valores do 𝑘𝑒𝑓𝑓 

calculados foram utilizados como output para a construção da rede neural artificial. 

 

 
1.2 Estruturação dos Capítulos 

 
Este trabalho está dividido em seis capítulos. A seguir, apresenta-se um breve resumo 

dos tópicos citados em cada um deles: 

 

• O primeiro capítulo introduz os tópicos abordados, assim como, cita a motivação 

e objetivo do presente trabalho; 

 

• No segundo capítulo pode-se verificar os fundamentos teóricos deste trabalho, 

iniciando-se com a apresentação do reator Biblis, passando pela explicação das 

variáveis aplicadas na rede neural e finalizando com sua explicação; 

 

• O terceiro capítulo apresenta a modelagem computacional e sua metodologia 

utilizada na resolução do problema proposto neste trabalho; 

 

• No quarto capítulo está presente o resultado obtido pela implementação da 

modelagem; 

 

• No quinto capítulo encontra-se a conclusão deste trabalho; 

 
• No sexto capítulo são apresentados as propostas de trabalhos futuros. 

 
Os anexos, que englobam os códigos computacionais escritos na linguagem Python, 

além das bibliotecas utilizadas nos mesmos: 

 

• Anexo A – Apresentação das bibliotecas utilizadas neste trabalho; 
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• Anexo B – Apresenta o código da rede neural densa para a determinação do fator 

de multiplicação do reator Biblis. 
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2. Fundamentos Teóricos 

 
Este capítulo apresentará os conceitos teóricos sobre reatores nucleares do tipo PWR, 

fator de multiplicação efetivo, fissão nuclear, teoria da difusão de nêutrons multigrupo, bem 

como os conceitos utilizados para a construção de uma rede neural artificial. 

 

 
2.1 Reator Nuclear Biblis 

 
A usina Nuclear de Biblis ficou conhecida dessa forma por estar localizado na cidade 

Biblis, estado de Hesse na Alemanha. A usina nuclear possui duas unidades A e B e iniciaram 

suas operações em 1974 e 1976, respectivamente – [7]. Ambas as unidades totalizavam uma 

geração de aproximadamente 2,5 GWe e são do tipo PWR (reator de água pressurizada). Essa 

quantidade de energia gerada se iguala a 7,58% da produção gerada no Brasil em 2022. 

 

Em março de 2011, o então ministro do Meio-Ambiente da Alemanha determinou, de 

forma considerada ilegal, o encerramento das operações das unidades A e B da planta de Biblis 

e a RWE Power AG, empresa que operava as unidades, não teve o direito de resposta, tendo que 

desligar os reatores imediatamente, respeitando os procedimentos de segurança. Por fim, ambos 

os reatores não foram mais ligados, visto que futuramente houve uma determinação política 

(Atomausstieg), que buscava reduzir a produção de energia nuclear no país. 

 

 
2.2 Pressurized Water Reactor – PWR 

 
Atualmente, o reator de água pressurizada é o tipo de reator nuclear mais utilizado no 

mundo, pois corresponde a mais de 50% das usinas nucleares em operação ao redor do mundo. 

Um reator PWR possui três circuitos de água – primário, secundário e terciário ou de água de 

circulação, em que a água de cada um não se misturam entre si – [8]. O seu fator de 

atratatividade é a utilização da água desmineralizada, ou seja, água em que seus sais minerais 

são removidos. Por possuir circuitos independentes, somente a água do circuito primário tem 

contato direto com a radioatividade. Além disso, esse tipo de reator utiliza o urânio levemente 

enriquecido (235𝑈) como combustível nuclear. 

 

O processo de geração de energia por um reator nuclear – [9] (Figura 2.1) se inicia com 

a fissão nuclear do urânio enriquecido, sendo controlada no interior do vaso do reator. Desta 
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forma, a água é aquecida até 325°C sem se transformar em vapor no circuito primário. Para isso 

ser possível, a água deve permanecer no estado líquido, necessitando de um pressurizador que 

eleva a pressão até 157 bar. A água aquecida do circuito primário é bombeada através das 

tubulações, passando pelos geradores de vapor – circuito secundário – onde ocorrem as trocas 

de calor até se transformar em vapor. 

 

A expansão do vapor resultante do contato da água do secundário com as tubulações do 

primário aciona as pás da turbina, cujo eixo está acoplado ao eixo do gerador, que em 

movimento produz eletricidade. Essa eletricidade é levada para a subestação próxima à usina, 

colocada na tensão adequada e transmitida para o sistema de distribuição. 

 

Por fim, o vapor que acionou as pás das turbinas é conduzido até o condensador, onde 

volta para o estado líquido, sendo outra vez bombeado para os geradores de vapor. É nesse 

momento que há o contato com o circuito terciário, pois a água utilizada para refrigeração do 

condensador é descarregada no mar a uma temperatura, por volta de, 10° C acima da água do 

mar. No entanto, considerando as correntes marítimas, o vento, a chuva e a grande massa de 

água que é o mar, num raio de aproximadamente 200 m, a água já está na temperatura ambiente, 

sem prejuízos para a fauna e da flora do local. 

 

Figura 2.1 – Esquema de geração de energia num reator nuclear do tipo PWR 

 
 

2.2.1 Fissão Nuclear 

 
Para o entendimento sobre fissão nuclear, é necessário iniciar com o conceito de matéria 

– [10]. A matéria é composta por átomos, do qual um átomo é formado por um núcleo central 
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e elétrons que o orbitam. Este núcleo é composto por prótons e nêutrons, sendo o número de 

prótons igual ao de elétrons, devido ao fato da matéria ser eletricamente neutra. O que difere 

um elemento de outro é o número de nêutrons, prótons e elétrons. 

 

É importante destacar que, antes da descoberta do nêutrons, era muito difícil extrair 

energia de um átomo. Isso se deve a repulsão coulombiana entre núcleos carregados. A 

descoberta do nêutron em 1932, levou a busca de novos elementos químicos artificiais com 

número de massa superior ao 238𝑈, conhecidos como transurânicos. Como o nêutron não possui 

carga, Lei de Coulomb não atua no nêutron. Logo, reações nucleares induzidas por nêutrons 

resultaram na descoberta da fissão nuclear em 1938 - Fritz Strassmann, Lise Meitner e Otto 

Hahn. Posteriormente, verificou-se que os elementos físseis como 235𝑈 são mais propensos a 

sofrerem fissão com nêutrons de baixas energias. Por esse motivo, dentre outros, o isótopo 235𝑈 

do urânio, é utilizado nos reatores PWR. Assim, a fissão nuclear ocorre através da colisão do 

nêutron com o núcleo alvo 235𝑈, conforme mostra a Figura 2.2, que se divide em dois novos 

átomos conhecidos como produtos de fissão, gerando 2 a 3 novos nêutrons além de liberar uma 

quantidade significativa de energia em torno de 200 MeV – [11]. Com isso, os novos nêutrons 

gerados na fissão nuclear poderam induzir novas reações de fissão nuclear no urânio, 

produzindo mais nêutrons no núcleo do reator, tornando assim a reação em cadeia 

autossustentável. 

Figura 2.2 – Esquema de fissão nuclear 

 
A fim de controlar a reação em cadeia, utiliza-se por exemplo o Boro como mecanismo 

de controle, por possuir alta propriedade de captura nêutrons. Os elementos com essas 

características são chamados de “absorvedores de nêutrons” e são utilizados nos reatores 
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nucleares como elementos de controle, em forma de barras (Carbeto de Boro – 𝐵4𝐶) em reatores 

BWR ou dissolvidos no moderador (Ácido bórico – 𝐻3𝐵𝑂3) em reatores PWR. 

 
 

2.3 Fator de Multiplicação 

 
Como mencionado anteriormente, a fissão nuclear gera de 2 a 3 nêutrons em cada evento 

de fissão. Com isso, os novos nêutrons poderam induzir novas reações de fissão nuclear 

produzindo mais nêutrons no núcleo do reator, de tal modo que essa reação em cadeia possa ser 

autossustentável. Assim, visando a segurança e confiabilidade do reator nuclear, é desejável 

pelos operadores das usinas nucleares que a reação em cadeia seja controlada, não aumentando 

nem diminuindo ao longo do tempo – [12]. Supondo que se pode calcular, de alguma forma, a 

quantidade de neutrôns nos processos de fissões do reator, é possível chegar na seguinte 

equação: 

Número de nêutrons numa geração 
𝑘 ≡ 

Número de nêutrons numa geração anterior (2.1) 

 
onde 𝑘 é o fator de multiplicação definido sendo a razão do número de nêutrons em duas 

gerações sucessivas de eventos de fissão. 

 

Se uma geração tem o mesmo número de nêutrons que a geração anterior, então 𝑘 = 1 e 

o reator está crítico, que é a condição ideal para operação de uma usina nuclear. Se 𝑘 < 1 implica 

que o reator está subcrítico, ou seja, o número de nêutrons numa determinada geração é menor 

que o número de nêutrons da geração anterior. Agora, se o número de nêutrons numa geração 

aumenta em relação a geração anterior, então 𝑘 > 1 e o reator está supercrítico. A potência do 

reator muda apenas quando o reator é subcrítico, em que a potência reduzirá, ou supercrítico, 

em que a potência aumentará. Manter a potência do reator em um valor especificado é uma 

função que deve ser executada pelo sistema de controle do reator. 

 
< 1 (Subscrítico) 

𝑘 {= 1 (Crítico) 
> 1 (Supercrítico) 

 
(2.2) 

 

O fator de multiplicação representa um balanço entre os mecanismos de produção de 

nêutrons (fissão nuclear) e mecanismo de remoção de nêutrons (absorção e fuga espacial) no 

núcleo do reator. A condição de operação de um reator nuclear é conhecida como condição de 

criticalidade, onde 𝑘 = 1. Sob a condição de criticalidade, o balanço entre os mecanismos de 
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produção e remoção de nêutrons é dado por: 
 

 

Fuga + Absorção = Produção. (2.3) 
 

 

2.4 Equação de Difusão de Nêutrons Multigrupo 

 
A equação da difusão de nêutrons multigrupo em geometria cartesiana bidimensional é 

dada por: 
 

𝜕 𝜕 
∑ − (𝐷𝑔(𝑥, 𝑦) 𝜙𝑔(𝑥, 𝑦)) + Σ𝑟𝑔(𝑥, 𝑦)𝜙𝑔(𝑥, 𝑦) = 

𝜕𝑢 𝜕𝑢 
𝑢=𝑥,𝑦 

 
2 2 

𝜒𝑔 
∑ Σ𝑠𝑔𝑔′(𝑥, 𝑦)𝜙𝑔′(𝑥, 𝑦) + 

𝑘 
∑ 𝜈Σ𝑓𝑔′(𝑥, 𝑦)𝜙𝑔′(𝑥, 𝑦) , 𝑔 = 1, 2 

𝑔𝘍=1 
𝑒𝑓𝑓 

𝑔𝘍=1 
𝑔′≠𝑔 

 

 
(2.4) 

 

onde 𝜙𝑔(𝑥, 𝑦) é o fluxo de nêutrons do grupo 𝑔 de energia, 𝐷𝑔 (𝑥, 𝑦) o coeficiente de difusão do 

grupo 𝑔, Σ𝑟𝑔(𝑥, 𝑦) a seção de choque macroscópica de remoção do grupo 𝑔, Σ𝑠𝑔𝑔′(𝑥, 𝑦) a seção 

de choque macroscópica de espalhamento do grupo 𝑔′ → 𝑔, 𝜈Σ𝑓𝑔′(𝑥, 𝑦) o produto do número 

médio de nêutrons emitido na fissão pela seção de choque macroscópica de fissão do grupo 𝑔′, 

𝜒𝑔 o espectro de fissão de nêutrons do grupo 𝑔 e 𝑘𝑒𝑓𝑓 o fator de multiplicação efetivo – [13, 14]. 

 
A equação (2.4) foi resolvida de forma numérica usando o método de integração 

centrado na malha – [15], que fornece como resultado os fluxos médios em cada malha para 

cada grupo de energia, a distribuição de potência em cada elemento combustível e o fator de 

multiplicação efetivo. Os resultados serviram de base para a construção da rede neural artificial. 

 

 
2.5 Redes Neurais Artificiais 

 
O campo da computação que vem crescendo massivamente é a Inteligência Artificial 

(IA). De um modo geral, a inteligência artificial é um conceito macro que pode ser definido 

como a ciência que visa fazer as máquinas pensarem e agirem como humanos, sendo uma 

subárea o Aprendizado de Máquina, ou Machine Learning. As redes neurais artificiais fazem 

parte dessa subárea, visto que focam em realizar tarefas e solucionar problemas sem que haja 

uma programação explícita, ou que aprendam e interajam de uma maneira que vai além da sua 
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programação base. Ou seja, são modelos computacionais que buscam aprender e reconhecer 

padrões que, depois de treinados, retornam o que o operador deseja com alta acurácia. 

 

Os precursores do estudo à respeito de redes neurais artificiais foram Warren McCulloch 

e Walter Pitts – [16], ambos estadunidenses, que em 1943 publicaram no Bulletin of 

Mathematical Biophysics, o trabalho A Logical Calculus of the Ideas Immanent in Nervous 

Activity (Cálculo Lógico de Ideias Inerentes a Atividade Nervosa, em tradução livre). Neste 

artigo, foi modelado como devem funcionar os neurônios a partir de uma rede neural simples 

com circuitos elétricos. No entanto, somente 30 anos depois, foi criada a primeira rede neural 

multicamada, pelo engenheiro de computação japonês Kunihiko Fukushima. Com o passar do 

tempo, houve uma mudança de foco no objetivo da abordagem da rede, passando a ser um 

sistema para resolver diversos problemas específicos. Logo, essa se tornou a motivação deste 

presente trabalho: treinar uma rede neural artificial de multicamadas a fim de prever o fator de 

multiplicação efetivo para uma dada configuração do núcleo do reator Biblis, tomando como 

referência os resultados obtidos pela solução numérica da equação de difusão de nêutrons 

multigrupo bidimensional. 

 

Uma rede neural artificial é composta por unidades de tratamento, sendo conectadas por 

vias de comunicação que estão interligadas a um determinado peso. Portanto, essas unidades 

realizam operações a partir dos dados de entrada de suas conexões. Ou seja, são aquelas nas 

quais os neurônios estão interconectados entre si e são arquitetados em duas ou mais camadas 

(layers) de processamento, sendo o mínimo de layers igual à um. Na Figura 2.3, é possível 

verificar um esquema de uma rede neural artificial com três layers: 

 

Figura 2.3 – Esquema de uma rede neural conectada com três camadas ocultas (camada de entrada; 

camadas ocultas 1,2 e 3; camada de saída) 
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“Redes Neurais Multicamadas são aquelas nas quais os neurônios estão estruturados em duas ou 

mais camadas (layers) de processamento” Goodfellow, Ian. 

 

A partir da Figura 2.3, é possível resumir da seguinte forma: 

 
• Camada de entrada: onde o esquema é apresentado à rede; 

 
• Camadas intermediárias ou ocultas: a maior parte do processamento é feita por 

meio de conexões ponderadas; podem ser consideradas como extratores de 

características; 

 

• Camada de saída: onde o resultado final é feito e apresentado. 

 
Já o processo de arquitetura de uma rede neural deve levar em consideração alguns 

potenciais fatores, que se relacionam com o problema que se deseja resolver, além da 

estabilidade na fase de treinamento da rede. Portanto, é possível declarar os seguintes fatores: 

 

• A quantidade de layers que compõem a rede; 

 
• Tipo de layers; 

 
• As funções de ativação dos neurônios de cada layer; 

 
• Cada função é multiplicada por um número ou peso indicando seu efeito na saída 

da unidade, ou seja, deve-se determinar o algoritmo de otimização que atualiza 

esse peso; 

 

• Taxa de aprendizado da rede; 

 
• Métricas para se medir o desempenho e precisão da rede neural (pode-se 

verificar, na Figura 2.3, um exemplo de rede neural que apresenta 8 neurônios de 

entrada, 3 camadas ocultas com 9 neurônios cada e a camada de saída com 4 

neurônios). 

 

Após arquitetada a rede neural, é definido todos os aspectos  da rede a partir da 

necessidade do problema proposto, e de suma importância o treinamento da mesma, para que 

seja capaz de reconhecer padrões e ampliar sua capacidade de desenvolvimento. Durante esse 

processo, a rede vai se atualizando com os dados e se aperfeiçoando. Logo, a tendência é que 
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com uma maior quantidade de dados no treinamento, melhor a precisão no retorno das 

informações (outputs). 

 

Subsequente a fase de treinamento, há as fases de validação e de teste. A fase de 

validação pode ser opcional e no mesmo período da fase de treinamento ou logo após, com o 

objetivo de validar se a rede está sendo capaz de entender, processar e identificar padrões, 

retornando dados certeiros a partir de inputs novos. 

 

Por fim, após a fase de treinamento, segue a validação da rede, e é nesse estágio que a 

rede é validada para prever resultados de dados não divulgados anteriormente. Assim como os 

dados de validação, os dados de teste não afetam os pesos da rede. 

 

É importante pontuar como as redes neurais fazem parte da classe dos algoritmos 

estocásticos, pois, cada vez que um novo treinamento é realizado, mesmo que a estrutura da 

rede e os dados sejam mantidos constantes, é improvável que a rede apresente os mesmos 

resultados do treinamento anterior. 

 

 
2.5.1 Neurônios Artificiais 

 
A unidade básica ou nó das redes neurais é denominada por neurônio artificial, que tem 

como inspiração o neurônio biológico. A definição de neurônios é: células presentes no sistema 

nervoso, interconectadas, que processam e transmitem sinais químicos ou então, impulsos 

nervosos. Os neurônios artificiais foram desenvolvidos para captar múltiplos sinais que chegam 

até os dendritos e são integrados no corpo da célula. Com a aglomeração de sinais no corpo da 

célula excedendo um certo limite, um sinal de saída é emitido. Entre cada neurônio há uma 

conexão, que pode ser denominada como sinapse, que possui um peso atrelado a ela, sendo este 

o peso sináptico. Esse coeficiente de peso visa armazenar o conhecimento adquirido pelo 

neurônio. Assim, em uma rede neural que possui diversos neurônios, cada um deve ter seu 

coeficiente de peso próprio, não sendo padronizado (Figura 2.4). 
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Figura 2.4 – Ilustração de um neurônio artificial genérico 

 
Analisando a Figura 2.4 podemos entender como é adquirido um sinal pela rede neural: 

o sinal chega na entrada da sinapse x1 e é multiplicado pelo coeficiente de peso, ou então peso 

sináptico wk1. Em seguida, esse sinal passa por uma função de somatório que reúne todos os 

sinais de outros neurônios, multiplicados pelos seus próprios pesos. Ele então segue para a 

função de ativação para limitar o tamanho da saída do neurônio, podendo se transformar nos 

dados de saída, dependendo da função. 

 

Com o objetivo de ajustar o modelo dos neurônios devido a vieses que a rede pode ter, 

é necessário inserir o conceito de bias (bk), que ajuda a manter a linearidade da função, sendo 

uma taxa de ajuste constante, aumentando ou diminuindo o valor líquido que entrará na função 

de ativação. 

 

 
2.5.2 Camadas (Layers) 

 
Uma rede neural artificial consiste em um conjunto de neurônios que podem ser 

divididos em diferentes camadas, tendo a possibilidade de serem ocultas ou não. Uma camada 

consiste basicamente em uma função de ativação que recebe informações em uma entrada e 

retorna informações em uma saída. Dentre os diferentes tipos de camadas citados na literatura, 

há três tipos que serão detalhados em particular neste trabalho: camadas densas, camadas 

convolucionais e camadas recorrentes. 

 

 
2.5.2.1 Redes Neurais Densas 

 
As redes neurais densas são redes que possuem layers densas. Elas podem ser definidas 

como uma rede que possua neurônios profundamente conectados. Dessa forma, os nêuronios 

de uma camada estão densamente conectados aos neurônios de outra camada. Este tipo de 
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camada é usado para alterar a dimensão da informação de saída através do produto matriz-vetor 

como mostrado na equação (2.5): 

 
 

𝑎11 ⋯ 𝑎1𝑛 𝑥1 𝑎11𝑥1 + 𝑎12 𝑥2 + ⋯ + 𝑎1𝑛𝑥𝑛 

[ ⋮ ⋱ ⋮   ] [ ⋮ ] = [ ⋮ ⋱ ⋮ ]. 
𝑎𝑚1 ⋯ 𝑎𝑚𝑛 𝑥𝑛 𝑎𝑚1𝑥1 + 𝑎𝑚2𝑥2 + ⋯ + 𝑎𝑚𝑛𝑥𝑛 

 
(2.5) 

 

A camada densa de uma rede neural é dada por: 
 
 

Output = Função de Ativação ( Input × Kernel) + Bias (2.6) 
 

 

onde “Output” corresponde ao valor de saída do neurônio que faz parte da camada, “Função de 

Ativação” é determinada e aplicada como parâmetro, "Kernel" é a matriz de peso criada pela 

camada e "Bias" é o viés criado pela camada. 

 

Como é possível verificar no Anexo B deste estudo, foi utilizado, para realizar a 

experimentação da rede neural, a linguagem de programação Python, com o recurso da 

biblioteca Keras – [17]. Esta é uma das mais populares entre os cientistas por possibilitar a 

utilização do recurso de TensorFlow ou Theano, sendo o principal destaque entre seus pares a 

rapidez para atingir a prototipação. Nela é possível a aplicação da camada densa, que tem 

diversos hiperparâmetros a serem passados que impactam diretamente no aprendizado da rede. 

Por esse motivo, é importante a explicação de cada um deles: 

 

• Quantidade de neurônios de entrada: define a dimensão do vetor de entrada; 

 
• Quantidade de neurônios de saída: define a dimensão do vetor de saída; 

 
• Função de Ativação: função que define os valores de entrada para os neurônios 

da camada de transformação (posteriormente, será comentado o possível uso de 

cada uma delas e o melhor caso para aplicação, mas em geral a mais utilizada é 

a função “ReLu”); 

 

• Bias: define se a camada deve adicionar um valor de viés dentro da função de 

ativação como forma de complementação da função; 

 

• Kernel: fornecer para a camada uma matrix que define os valores iniciais dos 

pesos. 
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2.5.2.2 Redes Neurais Convolucionais (RNCs) 

 
As redes neurais convolucionais foram estabelecidas em 1998, a partir do artigo 

“Gradient-based learning applied to document recognition“, de Yann LeCun, Léon Bottou, 

Yoshua Bengio e Patrick Haffner. Em muitas bibliografias encontram-se como CNN, do inglês 

Convolutional Neural Network ou ConvNet – [18], e sendo definida como um algoritmo capaz 

de capturar uma imagem de entrada e atribuir importância através de pesos e viéses, 

possibilitando a diferenciação de uma imagem e outra. Atualmente esse tipo de rede neural se 

popularizou para a utilização de classificação de imagens e detecção de objetos, além de seu 

pré-processamento ser muito menor do que outros algoritmos de classificação. 

 

À respeito do reconhecimento e classificação de imagens, normalmente a camada de 

entrada é uma matriz tridimensional de altura, largura e profundidade determinada pela 

quantidade de canais de cores. Podemos enumerar como um o canal de cores de imagens preto 

e branco, e três canais de cores para imagens coloridas – “RGB - Red, Green and Blue”, no 

português vermelho, verde e azul. Na Figura 2.5, temos uma exemplificação: 

 

Figura 2.5 – Exemplificação de reconhecimento de uma Rede Neural Convolucional 

 
Assim, as imagens alvinegras correspondem a uma única matriz contendo o valor de 

cada pixel que a compõe. Já para as coloridas, visto que são três canais de cores, corresponde à 

três matrizes, cada uma contendo a sua intensidade. 

 

Já a camada convolucional presente nesse tipo de rede, cria um kernel de convolução 

que, junto com a camada de entrada, produz um tensor com valores de saída. Esse kernel é uma 

http://yann.lecun.com/exdb/publis/pdf/lecun-98.pdf
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0 0 0 0 0 0 0 

0 1 0 0 0 0 0 

0 1 0 0 0 0 0 

0 1 0 0 0 0 0 

0 1 0 0 0 0 0 

0 0 1 1 1 0 0 

0 0 0 0 0 0 0 

 

matriz que é deslocada sobre os dados de entrada, realizando um produto interno com uma 

subregião dos dados de entrada e obtém como saída uma matriz contendo os resultados do 

produto interno realizado. Ou seja, a convolução opera como um filtro (kernel), que são os seus 

pesos aleatórios, que exergam pequenos quadrados e vai deslizando por toda a imagem 

reconhecendo os traços mais acentuados. A profundidade da saída é igual a quantidade de filtros 

aplicados, sendo assim, quanto mais profundas forem as camadas das convoluções, mais 

detalhados serão os traços identificados. A Tabela 2.1 mostra a representação da leitura de uma 

rede neural convolucional. 

 

Tabela 2.1 – Representação da leitura de uma rede neural convolucional 

Representação em Pixel Visualização da curva detectada 

 

 

Sendo assim, alguns parâmetros cruciais para entendimento e estruturação de uma rede 

neural convolucional são: 

 

• Quantidade de filtros: é a dimensionalidade do vetor de saída da chamada; 

 
• Tamanho do Kernel: é a altura e largura da janela de convolução bidimensional; 

 
• Deslocamento: é o “deslizamento” da convolução ao longo da altura e largura 

da imagem; 

 

• Preenchimento: define se os dados de entrada devem ser preenchidos 

uniformemente com zeros após o deslocamento da convolução; 

 

• Formato dos dados de entrada: caso a camada convolucional em questão seja a 

primeira, deve ser informado à rede o formato esperado dos dados recebidos pela 

camada. 
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2.5.2.3 Redes Neurais Recorrentes (RNRs) 

 
O segundo tipo de rede neural são as recorrentes, que usam informações sequenciais. 

Elas podem ser denominadas como LSTM (Long Short-Term Memory – Memória de Longo 

Prazo, em tradução livre do inglês) [19], em que diferentemente das redes convolucionais, as 

entradas de uma rede recorrente não dependem umas das outras, então elas recebem como dados 

de entrada não apenas informações transmitidas pela camada anterior, mas também se 

retroalimentam através de informações de interações anteriores. As principais aplicações para 

uma RNR são: previsão e aplicação de séries temporais, análise de sentimento, previsões e 

outras aplicações de texto – [20]. 

 

A Figura 2.6 ilustra a diferença entre as duas redes neurais citadas: 
 
 

Figura 2.6 – Esquema comparativo de redes neurais recorrentes (esquerda) e Feed-Forward (direita) 

 
As camadas LSTM surgiram no final do século 20 como uma necessidade para 

arquiteturas de redes neurais recorrentes, quando aprender a armazenar informações em 

intervalos de tempo prolongados por meio de retropropagação recursiva levava muito tempo. 

Assim, as redes LSTM seguem a arquitetura das redes neurais recorrentes e surgiram para 

solucionar esse problema, pois buscam otimizar o fluxo do gradiente durante a fase de 

treinamento, permitindo aprender padrões a partir de grandes sequências de dados. 

 

A capacidade das camadas LSTM de armazenar informações de longo prazo se dá por 

meio de células, responsáveis por reter as informações, e portas (gates), responsáveis por 

manipular a memória. 

 

As informações que passam pela camada LSTM são processadas por três portas da 

seguinte forma – [21]: 

 

• Portão do Esquecimento (Forget Gate): responsável por descartar ou  reter 
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informações com base no estado da célula anterior. Recebe como entrada a 

informação do momento atual e a informação do estado anterior, que é passada 

para a porta e ponderada adequadamente pela matriz de pesos e recebe a soma 

do vetor bias. O resultado é passado por uma função de ativação sigmoidal que 

retorna um valor entre 0 e 1. Se para um determinado estado da célula a saída 

for mais próxima de 0, a informação é descartada, se for mais próxima de 1, a 

informação é mantida no estado atual; 

 

• Portão de Entrada (Input Gate): responsável por armazenar informações úteis 

sobre o estado atual da célula. Primeiro, a informação é passada por uma função 

sigmoidal que define quais valores manter e quais descartar. Aplicando a função 

tangente hiperbólica à mesma informação de entrada, retorna um vetor com 

valores no intervalo [-1, 1] contendo os possíveis valores a serem adicionados 

ao estado da célula. Com isso, o portão anterior realiza a operação de descartar 

as informações menos relevantes, enquanto os valores possíveis são adicionados 

e sofrem uma ponderação com base nos resultados obtidos pela aplicação das 

funções sigmoidal e tangente hiperbólica no Input Gate; 

 

• Portão de Saída (Output Gate): responsável por extrair as principais e relevantes 

informações do estado atual da célula para serem apresentadas como uma saída, 

além de decidir qual será o próximo estado interno. Assim como no Portão de 

Entrada, inicialmente as informações passam pela função sigmoidal para serem 

direcionadas para a função tangente hiperbólica. Por fim, os resultados obtidos 

são multiplicados para determinar quais informações serão repassadas para a 

próxima célula e quais do estado interno serão levadas adiante. 

 

 
2.6 Funções de Ativação 

 
As funções de ativação servem para trazer não-linearidades ao sistema, para que a rede 

consiga aprender qualquer tipo de funcionalidade. Ou seja, essas funções permitem que apenas 

pequenas mudanças nos pesos ou bias causem uma pequena alteração na saída, sendo esse um 

dos aspectos mais relevantes para que uma rede neural aprenda a se comportar com os dados 

de entrada, levando-os até a saída – [22] conforme mostra a Figura 2.7. 
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Figura 2.7 – Esquema de uma rede neural artificial com uma função de ativação 

 
Assim, a função de ativação é mais uma camada matemática no processamento, que faz 

a transformação linear ou não, ao longo do sinal de entrada tornando a rede neural capaz de 

aprender e executar tarefas mais complexas. Resumidamente, uma rede neural sem função de 

ativação é apenas um modelo de regressão linear. 

Há diversos tipos de funções de ativação – [22], como sigmoide e tangente hiperbólica, 

mas a mais indicada para redes convolucionais é a Relu por ser mais eficiente 

computacionalmente, sem grandes diferenças de acurácia quando comparada a outras funções. 

 

 

2.6.1 Função de Ativação Binária 

 
O primeiro tipo de função de ativação é o binário, que significa que o neurônio deve ser 

ativado ou não. Simplificando seria algo do tipo, se o valor de Y estiver acima de uma valor 

limite determinado, ative o neurônio. Caso contrário, mantenha-o desativado. 

Matematicamente, a função binária é retratada da seguinte forma: 
 

𝑓(𝑥) = 1, 𝑥 ≥ 0 
{ 

𝑓(𝑥) = 0, 𝑥 < 0 
(2.7) 

 

Esse tipo de ativação é o mais simples, e normalmente é utilizada quando é desejado 

dizer sim ou não para alguma classe. 

 
2.6.2 Função de Ativação Linear 

 
A função de ativação linear não realiza nenhuma transformação nos dados de entrada, 

de forma que a ativação é proporcional à entrada. Consequentemente, ela retorna o próprio valor 

https://en.wikipedia.org/wiki/Sigmoid_function
https://en.wikipedia.org/wiki/Rectifier_(neural_networks)
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que é passado a ela, visto que a derivada da função linear é uma constante. 

 
Matematicamente, a função linear é retratada da seguinte forma: 

 

𝑓(𝑥) = 𝑥. (2.8) 

 

Já graficamente, a função de ativação linear é representada pela Figura 2.8: 
 
 

Figura 2.8 – Representação gráfica de uma função de ativação linear 

 

 

2.6.3 Função de Ativação ReLu 

 
A função de ativação ReLu, vinda do inglês Rectified Linear Unit (Unidade Linear 

Retificada), é uma retificação da função linear previamente comentada. Essa função é a mais 

utilizada em redes neurais ultimamente. Primeiramente, ela é não linear, o que facilita o 

processo de copiar os erros passados e ter várias camadas de neurônios ativados pela função, 

alimentando a retropropagação. Além disso, essa função não ativa todos os neurônios presentes 

na rede de uma só vez. Com a sua utilização, é possível a construção de redes neurais profundas 

sem que ocorra a dissipação do gradiente, devido a sua capacidade de não saturar o aprendizado 

da rede. 

 

Matematicamente, a função ReLu é retratada da seguinte forma: 
 

𝑓(𝑥) = máx(0, x). (2.9) 

 

Graficamente, a função de ativação ReLu é representada pela Figura 2.9: 
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Figura 2.9 – Representação gráfica de uma função de ativação ReLu 

 

 
2.6.4 Função de Ativação Leaky ReLu 

 
A função de ativação Leaky Relu nada mais é que uma função melhorada da ReLu. Esta 

apresentava o problema chamado de “Morte de Neurônios” que, devido ao fato da derivada da 

função ser zero para todos os valores negativos, consequentemente os gradientes se tornavam 

nulos. Logo, durante o processo de retropropagação, os pesos e vieses para alguns neurônios 

nunca mais eram atualizados, o que os tornavam “mortos”. 

Matematicamente, para solucionar essa questão, foi definida a seguinte equação: 
 

𝑓(𝑥) = 𝑎𝑥, 𝑥 𝑥 < 0 
{ 

𝑓(𝑥) = 𝑥, 𝑥 𝑥 > 0 
(2.10) 

Sendo assim, ilustrado no gráfico abaixo (Figura 2.10), foi substituída a linha horizontal 

por uma linha não zero e não horizontal para remover o gradiente zero da equação: 

 

Figura 2.10 – Representação gráfica de uma função de ativação Leaky ReLu 
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2.6.5 Função de Ativação Sigmoide 

 
A função de ativação sigmoide, assim como as anteriores, é não linear. A principal 

característica que torna essa equação muito utilizada, é o fato dos dados de saída sempre estarem 

dentro do intervalo de 0 a 1. Ou seja, quanto maior for o valor real de entrada, mais próximo 

eles estarão de 1 no valor de saída. O contrário ocorre quando menor for o valor real de entrada, 

ficando mais próximo de 0 no valor de saída. 

Matematicamente, a função Sigmoide é retratada da seguinte forma: 
 

1 
𝑓(𝑥) = . 

1 + 𝑒−𝑥 

(2.11) 

Graficamente, a função de ativação sigmoide é representada pela Figura 2.11: 

 

Figura 2.11 – Representação gráfica de uma função de ativação sigmoide 

 
No entato, a função sigmoide não é totalmente perfeita, sendo possível mencionar o 

“Problema da Perda de Gradiente” ou “Problema de Dissipação de Gradiente” (originário do 

termo inglês Vanishing Gradient Problem). Esta adversidade inclui casos em que as redes 

neurais profundas não podem realizar o processo de retropropagação, ou seja, não podem 

atualizar os pesos e vieses dos neurônios da camada de saída para a primeira camada interna. 

Portanto, diz-se que o sinal de erro durante a retropropagação diminui ou aumenta 

exponencialmente, dependendo da profundidade da rede. 

Isso acontece porque a derivada da função sigmoide sempre assume um valor menor 

que 1, e seu valor máximo é assumido em x = 0, onde a derivada é 0,25 (Figura 2.12). Portanto, 

uma rede neural profunda contendo apenas funções de ativação sigmoidal mostrará valores de 

gradiente cada vez menores ao longo das camadas durante a retropropagação, até chegar ao 
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valor que, independente da taxa de aprendizado da rede, a tornaria incapaz de atualizar 

quaisquer pesos e vieses, ficando completamente estagnada. 

 

Figura 2.12 – Correlação entre a função de ativação sigmoide e a sua derivada 

 
Desta forma, os valores que derivam da função de ativação sigmoidal são significativos 

apenas entre -3 e 3 e fora deste intervalo eles ficam próximos de zero. Assim, valores para além 

do intervalo citado terão gradientes muito pequenos, dificultando o aprendizado da rede e 

apresentando o Problema de Perda de Gradiente. 

 

 

2.6.6 Função de Ativação Tangente Hiperbólica 

 
A função de ativação tangente hiperbólica é muito parecida com a função de ativação 

sigmoide, pois seus valores de saída sempre retornarão em um intervalo padrão. No entanto, 

diferente da sigmoidal, para qualquer valor real de entrada, o valor de saída estará no intervalo 

ditado de -1 a 1. Neste caso, quanto maior positivamente for o valor de entrada, mais próximo 

o valor de saída será de 1, enquanto quanto menor negativamente for o valor de entrada, mais 

perto a saída de -1. 

Matematicamente, a função tangente hiperbólica é retratada abaixo: 
 

𝑒𝑥 − 𝑒−𝑥 

𝑓(𝑥) = . 
𝑒𝑥 + 𝑒−𝑥 

(2.12) 

Graficamente, a tangente hiperbólica é representada pela Figura 2.13: 
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Figura 2.13 – Representação gráfica de uma função de ativação tangente hiperbólica 

 
Analisando a Figura 2.14, é possível identificar a proximidade citada entre as funções 

sigmoidal e tangente hiperbólica. No entanto, utilizar esta última traz como vantagem o fato da 

saída da função ser centrada no zero, diferente da sigmoide que não possui essa saída simétrica 

em zero, dificultando o processo de aprendizagem da rede. 

 

Figura 2.14 – Comparação entre a função de ativação sigmoide e a tangente hiperbólica 

 
No entanto, a função tangente hiperbólica também apresenta o Problema da Perda de 

Gradiente, pois sua derivada só assume valores significativos para valores de entrada próximos 

de zero, geralmente dentro do intervalo de [-2,2], e fora dele a derivada fica próxima a zero 

(Figura 2.15). 

 

Figura 2.15 – Comparação entre a função de ativação tangente hiperbólica e sua derivada 
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2.7 Algoritmos de Otimização 

 
As redes neurais aprendem por meio de funções de perda ou funções objetivo. Essas 

funções são responsáveis por informar à rede, durante a fase de treinamento, o quão próximas 

suas previsões estão dos dados reais, ou seja, o desempenho da rede em um determinado 

momento de treinamento, ou epoch em inglês. 

Uma época (ou epoch, em inglês) significa treinar a rede neural por um ciclo com todos 

os dados de treinamento, de modo que a rede seja alimentada com todos os dados apenas uma 

vez em uma época. Uma época consiste em um ou mais lotes, onde os dados são passados para 

a rede neural em lotes. Além disso, a fase de treinamento pode ter várias épocas, caso em que 

a rede neural recebe os mesmos dados mais de uma vez, resultando na definição de um valor 

de perda em cada iteração que se correlaciona com o quanto a rede aprendeu ou não. 

No entanto, usar apenas a rede de funções de perda não é suficiente para atualizar os 

pesos e vieses de cada neurônio, sendo necessário assim a atuação de um algoritmo de 

otimização para atualizar o aprendizado da rede. Neste trabalho, foi utilizado o algoritmo Adam, 

que tem maior destaque entre os estudiosos do ramo. 

 

 

2.7.1 Adam 

 
O algoritmo de otimização Adam é um algoritmo estocástico da função de perda baseado 

em gradientes de primeira ordem, fundamentado na estimação adaptativa de momentos de baixa 

ordem, que em geral fica entre a primeira e a segunda ordem – [23]. É um algoritmo simples 

que, além de ser computacionalmente eficiente, implementa e funciona bem na maioria dos 

casos em que o mesmo é aplicado. 

 

 

2.8 Função de Perda e Métricas 

 
Há uma função que permite atualizar os pesos e viés da rede neural durante a sua fase 

de treinamento, esta pode ser apresentada como função de perda. Já a função métrica tem 

como objetivo avaliar o desempenho de uma rede neural. 

O conceito da função métrica é muito próximo à função perda, exceto quando se trata 

de resultados de avaliação da métrica. Estes não são considerados no treinamento da rede para 
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atualização dos parâmetros, que é uma forma do operador verificar o aprendizado e o 

desempenho da rede ao longo do tempo. 

As funções métricas mais utilizadas e citadas na literatura estão presentes nesse trabalho 

para acompanhar o desempenho da rede arquitetada, sendo elas: erro quadrático médio, erro 

absoluto médio e coeficiente de determinação. Neste trabalho, utilizou-se o coeficiente de 

determinação como a função de perda no processo de treinamento da rede neural estruturada. 

 

 

2.8.1 Erro Quadrático Médio 

 
O Erro Quadrático Médio (MSE) é uma métrica usada para verificar a precisão de um 

modelo de regressão para que mais peso seja dado aos maiores erros, pois cada erro é elevado 

ao quadrado, conforme podemos ver na equação abaixo: 

𝑁 
1 2 

𝑀𝑆𝐸  = ∑(𝜃̂𝑖  − 𝜃𝑖)  . 
𝑁 

𝑖=1 

 

(2.13) 

onde N é o número de medições, 𝜃̂𝑖  é o valor previsto pela rede e 𝜃𝑖 é o valor real da medida. 

 

 
2.8.2 Erro Absoluto Médio 

 
A métrica Erro Absoluto Médio (MAE) também é utilizada em modelos de regressão e 

é calculada a partir da média dos erros absolutos, ou seja, utilizando o módulo do erro, evita-se 

obter valores superestimados afetados por outliers. Matematicamente, o erro médio absoluto 

pode ser calculado da seguinte forma: 

𝑁 
1 

𝑀𝐴𝐸  = ∑|𝜃̂𝑖  − 𝜃𝑖|. 
𝑁 

𝑖=1 

 

(2.14) 

 

 
2.8.3 Coeficiente de Determinação 

 
O Coeficiente de Determinação (R²) é usado em modelos de regressão para medir o 

quão bem os dados previstos pelo modelo correspondem às observações reais, com base na 

razão entre a soma dos quadrados residual com a soma total dos quadrados. O valor máximo 

que o Coeficiente de Determinação pode assumir é 1, que corresponde ao caso em que todos os 

valores previstos pelo modelo são exatamente iguais aos valores reais. Matematicamente, o 
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coeficiente de determinação pode ser determinado como: 
 

𝑁 (𝜃̂ − 𝜃 
2 

1 
𝑅2 = 1 − ∑ 

𝑖 𝑖)  
= . 

(𝜃𝑖 − 𝜃𝑖 ̅ )2 𝑁 
𝑖=1 

 

(2.15) 

 

onde 𝜃𝑖 é a média aritmética das observações. 
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3. Metodologia 

 
Este capítulo apresentará a metodologia aplicada no problema proposto neste trabalho. 

A seguir, serão descritos os dados utilizados para alimentar a rede neural, além dos aspectos 

considerados durante o processo de estruturação e parametrização do problema. Por fim será 

exposto o formato dos dados de entrada e o esperado na saída. 

 

 
3.1 Apresentação do Problema 

 
O código “Difusão 2D2G” foi utilizado para resolver numericamente a equação (2.4), 

em malha fina de 0,963 cm sendo, Δx = Δy. Este programa foi desenvolvido em Fortran e 

fornece: o fluxo de nêutrons em cada grupo de energia, a distribuição de potência em cada 

elemento combustível e o fator de multiplicação efetivo. Neste trabalho será dado o foco 

somente na determinação do fator de multiplicação efetivo, 𝑘𝑒𝑓𝑓 . 

Embora o algoritmo possa obter os parâmetros citados com muita precisão, ele demora 

em média três minutos para realizar a execução e é computacionalmente complexo. Isso porque 

o algoritmo tem que simular um grande número de  testes de convergência até obter os 

resultados desejados, e caso não ocorra, após exceder o múmero máximo de iterações internas 

ou externas, ele encerra a simulação. 

 

Assim, o problema proposto neste trabalho consiste em calcular, com o auxílio de redes 

neurais artificiais convolucionais, o 𝑘𝑒𝑓𝑓 para cada configuração de combustível nuclear do 

núcleo do reator Biblis. Com a rede neural treinada e testada, ela será capaz de retornar as 

informações desejadas com maior rapidez e precisão. 

 

 
3.2 Dados Utilizados 

 
Inicialmente, foi gerado 2.000 configurações distintas do núcleo do reator Biblis – [24]. 

Para isso, foi utilizado o programa “Gera Núcleos” que realiza permutações do elemento 

combustível para gerar diferentes configurações do núcleo, para que nenhum dos 2.000 casos 

sejam iguais e o treinamento da rede se torne efetivo e real. Na Figura 3.1, é possível verificar 

as informações de input associada com a semente e a quantidade de núcleos: 
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Figura 3.1 – Gera diferentes configurações do núcleo do reator Biblis 

 
Pode-se dizer que a semente é uma variável para o programa retornar dados únicos, e a 

quantidade de núcleos é a porção de configuração de núcleos desejados. Com esses dois inputs 

determinados, basta iniciar o programa. Por fim, o output será a quantidade de núcleos 

desejadas em formato “.dat” na pasta onde está o executável. Ou seja, no caso deste trabalho, 

foram gerados 2.000 arquivos com extensão “.dat”, relevantes para o desenvolvimento da rede, 

visto que, dentro de cada um, há uma configuração distinta de combustíveis nucleares do núcleo 

do reator Biblis, que será usado como input para a rede neural. 

 

Após a obtenção dos 2.000 exemplares de núcleos do reator Biblis, utilizou-se esses 

arquivos como inputs para o código “Difusão 2D2G” que resolve numericamente a equação da 

difuão de nêutrons multigrupo, em geometria cartesiana bidimensional e malha fina, conforme 

mostra a Figura 3.2. 

 

Figura 3.2 – Executável da Solução Numérica da Equação da Difusão de Nêutrons 2D2G 

 
Cada execução levou em média 3 minutos. Logo, para os 2.000 casos, foi necessáro 

cerca de 4 dias de execução em um computador de processador Intel Core i5 – 8265U CPU de 

1.60 GHz. O executável retornava quatro arquivos como output, sendo eles: fatores de 

potência, 𝑘𝑒𝑓𝑓 , fluxo médio de nêutrons para cada grupo de energia e o tempo de execução. 

Neste presente trabalho, somente 𝑘𝑒𝑓𝑓 será usado como output para a rede neural arquitetada. 

 

Dessa forma, os dados de entrada passados à rede correspondem ao elemento 

combustível em um quarto do núcleo do reator Biblis, como pode ser verificado na Figura 3.3. 
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Os números de 1 até 7 correspondem aos diferentes tipos de elementos combustíveis que irão 

sofrer permutações utilizando o programa “Gera Núcleos” (Figura 3.1). O número 8 

corresponde as regiões de refletores de nêutrons. É importante destacar que as regiões de 

refletores de nêutrons permanecem sempre na mesma posição do núcleo. Logo, suas 

localizações permaneceram fixas no programa “Gera Núcleos”. 

 

Figura 3.3 – Configuração do núcleo do reator Biblis 

 
Já o dado de saída, corresponde ao valor do fator de multiplicação efetivo, 𝑘𝑒𝑓𝑓 . 

 
A configuração do núcleo do reator Biblis, para os diferentes tipos de combustíveis, 

forma uma matriz quadrada (8x8), permitindo o tratamento como uma imagem para as camadas 

convolucionais da rede neural artificial arquitetada. Sendo assim, os dados de entrada são 

divididos em dois subconjuntos: 90% destes dados (correspondentes a 1.800 exemplares) são 

utilizados para treinar a rede, enquanto os restantes 10% (correspondentes a 200) são utilizados 

para testar a rede, permitindo a sua validação. 

 

 
3.3 Arquitetura da Rede Neural Utilizada 

 
Foi desenvolvida uma arquitetura de rede neural, responsável por prever o fator de 

miltiplicação efetivo do núcleo do reator Biblis, a partir das diferentes configurações de 

elementos combustíveis no núcleo. Dessa forma, como visto anteriormente, a rede recebe como 

dado de entrada uma matriz (8x8), contendo a configuração do núcleo e tem como valor de 
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saída o 𝑘𝑒𝑓𝑓 . 

 
A Tabela 3.1 mostra que a estrutura da rede arquitetada é dada inicialmente pela 

primeira camada “Flatten” que converte a formatação de uma matriz em um simples array, 

visando passar os dados de uma forma mais simples para a rede. Ou seja, ela é usada para 

reduzir a dimensão da matriz para um vetor linha. Em seguida, a rede segue por três camadas 

ocultas densas (“Dense”), com função de ativação Rectified Linear Unit (“ReLu”) em cada uma 

delas e que reduzem a quantidade de nêuronios dados, saindo de 64 para 32 e finalizando com 

16. Por fim, é necessário passar para a rede a camada densa de output com a função de ativação 

linear. 

Tabela 3.1 – Arquitetura responsável por prever o 𝑘𝑒𝑓𝑓 
 

Camada Função de Ativação Formato de Saída 

Flatten - 1, 8, 8, 1 

Dense ReLu 64 

Dense ReLu 32 

Dense ReLu 16 

Dense Linear 1 

 
 

No aprendizado da rede, é importante ressaltar o algoritmo de otimização utilizado. Neste 

caso, foi adotado o algoritmo mais famoso e refinado para este tipo de estudo, que é conhecido 

como Adam. Na Tabela 3.2, é possível verificar os parâmetros passados para esse algoritmo. 

Tabela 3.2 – Parâmetros definidos para o algoritmo de otimização Adam 
 

Parâmetro Adam 

Função de perda R2 

Métricas MSE e MAE 

Quantidade de épocas 100 
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4. Resultados 

 
Neste capítulo, serão apresentados os resultados obtidos pela rede neural. Para 

minimizar os efeitos aleatórios no treinamento de cada rede, os dados passados para as redes 

durante o treinamento não foram embaralhados, permitindo uma melhor comparação dos 

resultados finais. Sendo assim, inicialmente, serão mostrados os resultados obtidos durante a 

fase de treinamento da rede, como a progressão das métricas e a função de perda por épocas, e, 

por fim, serão apresentados os resultados obtidos durante a fase de teste, onde o modelo será 

comparado com os dados de teste pelas métricas coeficiente de determinação (R²), erro 

absoluto médio (MAE) e erro quadrado médio (MSE), e a rede será comparada com os erros 

percentuais mínimos e máximos de previsões relativos ao dados reais. 

 

 
4.1 Treinamento e Teste da Rede Neural Utilizada 

 
O treinamento e teste da rede seguiu os parâmetros definidos para o algoritmo de 

otimização e a arquitetura da rede neural foi estabelecida conforme descrito anteriormente. Na 

Figura 4.1, é possível verificar a evolução da função perda – Adam – durante as épocas de 

treinamento e teste da rede neural responsável por prever o fator de multiplicação efetivo do 

núcleo do reator Biblis. Já na Figura 4.2, é possível analisar a evolução da métrica MAE durante 

suas épocas. 

 

Figura 4.1 – Progressão de perda (loss) durante as épocas de treinamento e teste da rede neural 

responsável por prever o fator de multiplicação efetivo. 
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Figura 4.2 – Progressão de métrica (MAE) durante as épocas de treinamento e teste da rede neural 

responsável por prever fator de multiplicação efetivo. 

 

Sendo assim, nas Figuras 4.1 e 4.2, é possível observar um padrão nos resultados. Os 

resultados obtidos nos testes são mais voláteis que os resultados utilizados na fase de 

treinamento. Isso é esperado, principalmente pela quantidade de dados que são passados em 

cada etapa. Como citado anteriormente, no treinamento foram 1800 casos, enquanto no teste 

apenas 200. No entato, em ambas as situações, com o aumento das épocas, a perda e a métrica 

MAE são reduzidas, entrando em uma tendênica de perda e chegando em valores muito 

próximos. 

 

Assim, a partir dos resultados obtidos pela rede, é possível verificar o seu desempenho. 

A Figura 4.3 compara a rede para todos os 2.000 valores reais e previstos, em teste e 

treinamento. 

 

Figura 4.3 – Gráfico de dispersão de valores reais e previstos para o fator de multiplicação efetivo 
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Para uma melhor análise, foi criado um gráfico de dispersão comparando esses valores. 

O eixo horizontal corresponde ao valor previsto pela rede e o eixo vertical corresponde ao valor 

real, obtido pela equação (2.4). Portanto, quanto mais próxima a relação entre previsão e real 

estiver de uma função do tipo 𝑓(𝑥) = 𝑥 (indicada pela linha diagonal), melhor será o modelo de 

regressão. 

 

Com isso, é notório que os dados reais e previstos estão em linha, visto que a mancha 

de dispersão acompanha a função linear desejada e que a escala apresentada é baixa. Logo, 

pode-se verificar que os resultados obtidos pela rede neural arquitetada estão dentro dos valores 

esperados. 

 

A Tabela 4.1 mostra a comparação dos resultados obtidos pela rede neural com os 

resultados obtidos pela solução numerica da equação (2.4). Para o cálculo do erro relativo 

percentual, tomou-se como referência a solução numérica da equação da difusão de nêutrons 

multigrupo, cuja fórmula é dada por: 

 

𝑘𝐷𝑖𝑓𝑢𝑠ã𝑜 − 𝑘𝑅𝑒𝑑𝑒 
   𝑒𝑓𝑓 𝑒𝑓𝑓  

𝐸𝑟𝑟𝑜(%) = | | × 100. 
𝑘𝐷𝑖𝑓𝑢𝑠ã𝑜 

𝑒𝑓𝑓 

(4.1) 

 

 
Tabela 4.1 - Comparação de resultados para o fator de multiplicação efetivo 

 

Configuração do Núcleo 𝒌𝑫𝒊𝒇𝒖𝒔ã𝒐 
𝒆𝒇𝒇 𝒌𝑹𝒆𝒅𝒆 

𝒆𝒇𝒇 Erro (%) 

1 1.078385289 1.0763247 0,191 

250 1.068673173 1.068716 0,004 

500 1.056623457 1.0713308 1,392 

750 1.062049943 1.0611 0,089 

1000 1.062923874 1.0704191 0,705 

1250 1.061098203 1.0740249 1,218 

1500 1.060341655 1.0629072 0,242 

1750 1.058221171 1.0654836 0,686 

2000 1.065479025 1.0609545 0,425 

 

 

 
Conforme podemos observar na Tabela 4.1, o erro máximo obtido pela rede neural na 

previsão do fator de multiplicação efetivo é inferior a 1,4%. Isso mostra que os resultados 

obtidos pela rede neural são bastante satisfatórios. 
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5. Conclusão 

 
Percebendo, assim, a importância das redes neurais nos momentos atuais, a rede 

desenvolvida apresentou bons resultados para previsão do fator de multiplicação efetivo (𝑘𝑒𝑓𝑓) 

em diferentes configurações de elementos combustíveis para um quarto de núcleo do reator 

Biblis. Desta forma, esses algoritmos se mostraram como possíveis ferramentas para auxiliar 

pesquisas futuras na área de Física de Reatores, além de otimizar com precisão o trabalho dos 

pesquisadores. 

 

Foi possível concluir também que, quanto mais configurações de elementos 

combustíveis para um quarto de núcleo do reator fossem passados à rede como dados de 

entrada, maior seria a sua amostragem para treinamento e teste, resultando em uma maior 

precisão nos resultados dos dados de saída. Outro fator que influencia nessa exatidão é a 

quantidade de épocas passada para a rede, uma vez que foi possível perceber, através dos 

gráficos de progressão (Figuras 4.1 e 4.2), que quanto maior a quantidade de épocas fornecidas, 

mais precisa a rede neural se apresentou durante as épocas de treinamento e teste. 

 

Ademais, os resultados obtidos mostram que redes neurais densas são capazes de 

aprender com longas sequências de dados e de extrair características únicas aprendidas pela 

rede, ajudando a determinar o valor de saída, em linha com o conceito de Machine Learning 

que envolve as redes neurais. 
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6. Trabalhos Futuros 

 
Com o objetivo de estender o anseio por redes neurais aplicadas em equações da área 

de física de reatores, ficam sugeridos temas para estudos futuros: 

 

• Aplicação da rede neural para outros outputs, como distribuição de potência e 

fluxo médio de nêutrons; 

 

• Análise criteriosa, do ponto de vista econômico e de tempo, dos resultados e da 

confiabilidade para a implementação da rede em estudos práticos. 
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Anexo A 

Bibliotecas Utilizadas 

 
import csv 

 

import numpy as np 

import tensorflow as tf 

import numpy as np 

import pandas as pd 

import matplotlib.pyplot as plt 

from pylab import plot, show 

 

np.   version = 1.22.4 
 

csv.   version = 1.0 
 

tf.   version = 2.11.0 
 

matplotlib.   version = 3.7.1 
 

keras.   version = 2.11.0 
 

pd.   version = 1.4.4 
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Anexo B 

Código da Rede Neural para Obtenção do Fator de Multiplicação 

Efetivo 

# Define the neural network model 

def eigenvalue_model(input_shape): 

model = tf.keras.models.Sequential([ 

tf.keras.layers.Flatten(input_shape=input_shape), 

tf.keras.layers.Dense(64, activation='relu'), 

tf.keras.layers.Dense(32, activation='relu'), 

tf.keras.layers.Dense(16, activation='relu'), 

tf.keras.layers.Dense(1) 

]) 
 

return model 
 

# 
 

train_matrices = data_certa[:1799] 

train_eigenvalues = autovalores[:1799] 

test_matrices = data_certa[1800:] 

test_eigenvalues = autovalores[1800:] 

# 

# Load the input matrices and their maximum eigenvalues 
 

X_train = np.array(train_matrices) # train_matrices is a list of 2000 8x8 numpy arrays 

X_train = X_train.reshape(-1,8,8) 

y_train = np.array(train_eigenvalues) # train_eigenvalues is a list of 2000 maximum 

eigenvalues 
 

X_test = np.array(test_matrices) # test_matrices is a list of 200 8x8 numpy arrays 

X_test = X_test.reshape(-1,8,8) 

y_test = np.array(test_eigenvalues) # test_eigenvalues is a list of 200 maximum eigenvalues 


