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“E naquele momento eu seria ca-

paz de jurar que éramos infinitos”

— As vantagens de ser inviśıvel,

Stephen Chbosky (1999).
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Este trabalho teve como objetivo otimizar o planejamento de manutenção e tes-

tes para o Sistema de Injeção de Alta Pressão (HPIS) em usinas nucleares PWR,

buscando minimizar simultaneamente o risco e o custo. A metodologia incluiu a

análise da convergência dos algoritmos Cuckoo Search (CS) e Multi-objective Cuc-

koo Search (MOCS) na aplicação a um modelo simplificado do HPIS, o MOCS ob-

teve uma solução eficiente em custos, com 18 paradas de manutenção, um risco de

0.005304 e custo de $381.54. Essa solução ofereceu uma alternativa mais vantajosa

em relação aos resultados do CS, que, para ńıveis de risco comparáveis, apresentavam

maior número de intervenções e custos mais elevados (por exemplo, 25 intervenções

com risco de 0.004033 e custo de $728.44; ou 51 intervenções com risco de 0.003204

e custo de $2152.45). Esta análise reforça a vantagem do MOCS em fornecer um

conjunto de soluções de trade-off mais eficaz para critérios conflitantes em sistemas

de alta segurança, permitindo ao tomador de decisão uma escolha mais informada.
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Abstract of Undergraduate Project presented to POLI/UFRJ as a partial fulfillment

of the requirements for the degree of Nuclear Engineer

OPTIMIZATION OF MAINTENANCE PERIODS FOR SIMPLIFIED MODEL

OF THE HIGH-PRESSURE SAFETY INJECTION SYSTEM IN A PWR

REACTOR, USING THE CUCKOO ALGORITHM

João Victor Gioseffi Maciel Alegrio Lopes

January/2025

Advisor: Andressa dos Santos Nicolau

Department: Nuclear Engineering

This study aimed to optimize the maintenance and testing planning for the

High-Pressure Injection System (HPIS) in PWR nuclear power plants, seeking to

simultaneously minimize risk and cost. The methodology included an analysis of the

convergence of the Cuckoo Search (CS) and Multi-objective Cuckoo Search (MOCS)

algorithms when applied to a simplified HPIS model, MOCS obtained a cost-efficient

solution with 18 maintenance outages, a risk of 0.005304, and a cost of $381.54.

This solution offered a more advantageous alternative compared to the results from

CS, which, for comparable risk levels, showed a higher number of interventions

and greater costs (for example, 25 interventions with a risk of 0.004033 and a cost

of $728.44; or 51 interventions with a risk of 0.003204 and a cost of $2152.45).

This analysis reinforces the advantage of MOCS in providing a more effective set

of trade-off solutions for conflicting criteria in high-security systems, allowing the

decision-maker a more informed choice..
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Caṕıtulo 1

Introdução

1.1 Motivação e objetivo

A busca por otimização de desempenho em sistemas industriais complexos, par-

ticularmente no setor nuclear, representa um desafio técnico e econômico de grande

relevância. Em usinas nucleares, onde a confiabilidade operacional é primordial, o

equiĺıbrio entre custos de manutenção, disponibilidade de sistemas e requisitos de

segurança constitui um problema complexo que demanda abordagens inovadoras.

O setor nuclear enfrenta atualmente o desafio de prolongar a vida útil de suas

instalações, originalmente projetadas para operar por 30 a 40 anos[1], para peŕıodos

que podem chegar a 80 anos. Essa extensão requer uma avaliação rigorosa da in-

tegridade dos Sistemas, Componentes e Estruturas (SCE), especialmente daqueles

relacionados à segurança. Tradicionalmente, o planejamento de manutenção desses

sistemas tem sido guiado por abordagens baseadas em Análise Probabiĺıstica de Se-

gurança (APS), que, embora eficazes, podem ser aprimoradas através da aplicação

de técnicas modernas de otimização[2, 3].

Este trabalho propõe a aplicação de dois algoritmos de otimização bioinspirados

— o Cuckoo Search (CS)[4] e sua variante multiobjetivo[5], oMulti-Objective Cuckoo

Search (MOCS) — para otimizar o planejamento de manutenção em sistemas cŕıticos

de usinas nucleares, especificamente no contexto do Sistema de Injeção de Alta

Pressão (HPIS) de Reatores de Água Pressurizada (PWR). O objetivo principal é

desenvolver uma metodologia que integre esses algoritmos com os prinćıpios da APS,

analisando o comportamento e a convergência das soluções obtidas em um problema
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multiobjetivo.

O Cuckoo Search, inspirado no comportamento de parasitismo de ninho de algu-

mas espécies de cucos, é tradicionalmente aplicado a problemas de otimização com

um único objetivo[6]. Já sua variante multiobjetivo, o MOCS, permite encontrar um

conjunto de soluções não-dominadas distribúıdas ao longo da Fronteira de Pareto,

possibilitando ao tomador de decisão escolher a alternativa mais adequada conforme

a prioridade estabelecida (por exemplo, menor risco ou menor custo).

A relevância deste trabalho se manifesta em três dimensões principais:

• Técnica: A análise da convergência do CS e do MOCS em um contexto nu-

clear contribui para compreender seu desempenho em problemas multiobjetivo,

destacando as diferenças no formato e na diversidade das soluções obtidas.

• Econômica: A metodologia proposta pode apoiar a seleção de alternativas

que atendam a restrições orçamentárias sem comprometer a segurança.

• Segurança operacional: O uso de um conjunto diversificado de soluções

favorece decisões mais informadas sobre manutenção e extensão da vida útil

de usinas nucleares.

1.2 Trabalhos Relacionados

Diversas pesquisas na área de otimização de sistemas nucleares vêm sendo con-

duzidas com o uso de algoritmos bioinspirados e técnicas de inteligência artificial.

Um dos primeiros trabalhos relevantes na área foi desenvolvido por Lapa, Pereira e

Mol, que aplicaram algoritmos genéticos combinados com análise probabiĺıstica de

segurança (PSA) para otimizar o cronograma de manutenção de sistemas de segu-

rança de uma usina nuclear do tipo PWR, visando maximizar a disponibilidade do

sistema por meio de poĺıticas de manutenção preventiva com intervalos não constan-

tes [7]. No campo da meta-heuŕıstica bioinspirada, Yang e Deb propuseram o CS em

2009[4], mais tarde, em 2013, expandido para problemas multiobjetivo no MOCS, o

qual tem sido aplicado com sucesso em diversos problemas de engenharia [5]. Com

base na abordagem padrão, diversas aplicações foram desenvolvidas por pesquisa-

dores brasileiros. Santos e Nicolau utilizaram o CS para resolver o problema de

2



identificação de acidentes em usinas nucleares, demonstrando sua eficácia na identi-

ficação de eventos postulados na usina de Angra 2 [6]. Souza e Nicolau integraram

o CS com o Particle Swarm Optimization (PSO) para lidar com o mesmo problema,

com foco adicional na geração de resposta “Não Sei” para eventos anômalos não

treinados[8, 9]. Além disso, Longen e Mattos, em colaboração com Nicolau, apli-

caram o algoritmo PSO para otimizar o planejamento de manutenções e testes de

componentes do Sistema de Injeção de Alta Pressão (HPSI) de um reator PWR,

buscando minimizar custos, aumentar a confiabilidade e reduzir a necessidade de

intervenções corretivas[10, 11]. Complementando essas iniciativas, Alegrio e Nicolau

propuseram uma ferramenta baseada em PSA e COA para otimizar o planejamento

de manutenção do sistema HPSI, obtendo ganhos expressivos em confiabilidade e

custo quando comparado ao PSO, com até 66,98% de melhora no desempenho e 21%

de economia no tempo computacional quando comparado ao algoritmo PSO[12].

Segundo nosso conhecimento, trata-se da primeira vez que o MOCS é aplicado

na área nuclear no HPIS, o que representa uma contribuição inédita neste campo.

Embora o MOCS tenha demonstrado desempenho promissor em problemas clássicos

de otimização em engenharia, sua utilização em sistemas de segurança nuclear, pla-

nejamento de manutenção ou identificação de falhas ainda não havia sido explorada,

reforçando a originalidade e relevância da presente aplicação.

1.3 Organização dos caṕıtulos

Este trabalho está organizado em cinco caṕıtulos:

• Introdução: Apresenta o contexto, objetivos e relevância da pesquisa.

• Fundamentação Teórica: Aborda conceitos de confiabilidade nuclear, APS

e os algoritmos CS/MOCS.

• Modelagem do Cuckoo Search em Funções de Teste da Literatura:

Detalha a modelagem do problema e a implementação computacional.

• Metodologia Proposta: Detalha a modelagem do cálculo de custo e confi-

abilidade do sistema de injeção de alta pressão simplificado.
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• Resultados e Discussão: Apresenta a análise de convergência e comporta-

mento das soluções obtidas pelos algoritmos CS e MOCS.

• Conclusões e Trabalhos Futuros: Sintetiza os achados, limitações e sugere

trabalhos futuros.

Através desta estrutura, o trabalho busca oferecer uma contribuição significativa

para o campo da otimização aplicada à manutenção de sistemas nucleares, explo-

rando o potencial do algoritmo do cuco e de sua variante multiobjetivo na resolução

de problemas complexos do setor.
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Caṕıtulo 2

Fundamentação teórica

2.1 Matriz elétrica X matriz energética (no

mundo e no Brasil)

A matriz elétrica brasileira é composta por diversas fontes de energia, renováveis

e não renováveis, e difere da matriz energética por se referir apenas à geração de

eletricidade. Em 2023, o Brasil apresentou uma matriz elétrica majoritariamente

renovável, com destaque para a fonte hidráulica, que representou 68,1% da geração,

seguida pelo gás natural com 9,1%. Enquanto a média mundial de fontes renováveis

na matriz energética era de cerca de 14%, no Brasil esse valor alcançou 49,1%. No

entanto, não há dados atualizados dispońıveis para uma comparação direta entre a

matriz elétrica brasileira e a produção mundial de eletricidade proveniente de fontes

renováveis[13].

Embora o Brasil adote uma abordagem mais sustentável para a produção de

energia, tanto elétrica quanto energética, em comparação com a média global — em

grande parte devido à menor emissão de gases de efeito estufa associada a fontes

renováveis —, a crescente demanda por energia impulsiona a busca por opções mais

robustas.

Nesse contexto, a energia nuclear surge como uma alternativa promissora para

complementar a demanda energética nacional e até mundial. Apesar de ser uma

fonte não renovável, ela se destaca pelos reduzidos impactos ambientais e pela alta

densidade energética que oferece.
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Atualmente, o Brasil conta com duas usinas nucleares em pleno funcionamento,

localizadas na Central Nuclear Almirante Álvaro Alberto, em Angra dos Reis, Rio

de Janeiro (Figura 2.1). Angra 1, cuja construção teve ińıcio em março de 1972,

começou sua operação comercial em janeiro de 1985, com uma capacidade de geração

elétrica bruta de 640 MW[14]. Angra 2, por sua vez, com 1.350 MW de potência

elétrica bruta, teve suas obras iniciadas em 1981 e foi conclúıda em 2001[15], ope-

rando comercialmente desde então. Ambas as usinas são do tipo Reator de Água

Pressurizada (PWR).

Figura 2.1: Central Nuclear Almirante Álvaro Alberto, Angra dos Reis, Rio de

Janeiro.[16]

A terceira usina nuclear brasileira, Angra 3, também do tipo PWR, está em

construção desde 1984 e terá uma potência instalada de 1.405 MW. Uma vez em

operação, somada às outras duas usinas, a Central Nuclear Almirante Álvaro Alberto

será capaz de gerar o equivalente a 60% do consumo do estado do Rio de Janeiro.

A previsão é que Angra 3 inicie sua operação comercial no final de 2027[17].
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2.2 Funcionamento de uma usina nuclear do tipo

PWR

Os reatores nucleares do tipo PWR (Pressurized Water Reactor, ou Reator de

Água Pressurizada) operam com dois sistemas independentes: um primário e um

secundário. A caracteŕıstica central desses reatores é o uso de água resfriada sob

alta pressão no circuito primário, o que impede seu aquecimento.

No circuito primário, encontram-se componentes essenciais como o núcleo do

reator, onde ocorre a fissão nuclear. O sistema de resfriamento, que inclui bombas

para circular o ĺıquido refrigerante e resfriar o núcleo, geradores de vapor que trans-

ferem o calor do primário para o secundário (produzindo vapor), e um pressurizador

para controlar a pressão do circuito. Além disso, há sistemas de segurança que mo-

nitoram os parâmetros operacionais da usina para garantir uma operação segura, e

o prédio de contenção, que atua como uma das barreiras de proteção de segurança.

O circuito secundário, por sua vez, é composto por turbinas, geradores, condensa-

dores e bombas de alimentação, sendo comum tanto em usinas termelétricas quanto

nucleares. Esse esquema pode ser visualizado na Figura 2.2.

Figura 2.2: Esquema dos componentes principais de uma usina nuclear PWR.[18]

A operação de um reator PWR se inicia com a geração de calor por meio de

reações de fissão no núcleo, onde o combust́ıvel nuclear (geralmente urânio enri-

quecido) é bombardeado por nêutrons de alta velocidade. Isso forma um isótopo

instável que se fragmenta em novos elementos radioativos, iniciando uma reação em

7



cadeia que libera calor. O calor resultante aquece a água do circuito primário. Essa

água quente, sem se misturar com a do circuito secundário (pois a água do primário

é radioativa), transfere seu calor, transformando a água do secundário em vapor.

Esse vapor, por sua vez, impulsiona uma turbina, que gera eletricidade.

2.2.1 Segurança em usinas nucleares do tipo PWR

Para assegurar que nenhum material radioativo escape da planta, tanto em si-

tuações de operação normal quanto em caso de acidentes, a indústria nuclear exige

padrões de segurança elevad́ıssimos, com critérios rigorosos aplicados desde o projeto

e construção até a operação das usinas[19].

Diversos fatores são considerados para prevenir a ocorrência de acidentes. Isso

inclui a previsão de margens de segurança no design de sistemas e componentes,

a seleção cuidadosa dos materiais, uma garantia de qualidade impecável em to-

das as fases — construção, comissionamento e operação da usina. Há também

um monitoramento minucioso ao longo de toda a vida útil da usina, por meio de

inspeções periódicas, além da manutenção constante dos sistemas e componentes.

A instrumentação e o monitoramento das condições operacionais são de alto ńıvel

e confiáveis, e o treinamento dos operadores é realizado de forma eficaz. Com tudo

isso, fica claro que a segurança da instalação e das comunidades vizinhas a uma

central nuclear é meticulosamente planejada para que os riscos sejam minimizados.

A segurança em uma central nuclear se apoia em três pilares fundamentais:

prevenção, proteção e mitigação de acidentes. A prevenção busca evitar que

condições acidentais se estabeleçam, garantindo a segurança ao seguir estritamente

as exigências de projeto, fabricação e operação. Na proteção, parte-se do pressuposto

de que acidentes podem ocorrer em qualquer fase, desde o projeto até a operação.

Por isso, a planta é equipada com sistemas e dispositivos de segurança — como o

Sistema de Resfriamento de Emergência do Núcleo (SREN)[20], que impede a fusão

do combust́ıvel e a liberação de produtos de fissão após um acidente de perda de

refrigerante — com o objetivo de proteger os trabalhadores, o público e o meio am-

biente. Por fim, a mitigação visa adicionar uma camada extra de segurança para

eventos altamente improváveis, com o intuito de conter as consequências caso um

acidente ocorra.
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Entre os dispositivos de segurança ativos, destacam-se sistemas como o Sistema

de Proteção do Reator (SPR), que monitora continuamente as condições operaci-

onais e, ao detectar qualquer anomalia, dispara automaticamente medidas de se-

gurança, incluindo o desligamento rápido do reator por meio da inserção total das

barras de controle (absorvedoras de nêutrons). Além disso, o Sistema de Isolamento

da Contenção não apenas realiza a vedação hermética da contenção, entre outros

disposivos, conta com filtros especiais que retêm part́ıculas radioativas, impedindo

a liberação de material contaminado para o ambiente externo.

Outro sistema essencial é o Suprimento de Energia Elétrica, que garante ali-

mentação elétrica aos sistemas cŕıticos através de geradores a diesel, assegurando

o funcionamento mesmo em caso de falha na rede externa. Por fim, o Sistema de

Resfriamento de Emergência do Núcleo (SREN) entra em ação para remover o ca-

lor residual do reator após seu desligamento, sendo vital em situações como um

Loss-of-Coolant Accident (LOCA), onde há perda do fluido refrigerante[20].

Conforme a literatura[21], um LOCA resulta em condições operacionais anor-

mais, como a queda de pressão no sistema primário e um aumento de pressão no

edif́ıcio de contenção. Essas alterações são detectadas pelos instrumentos de con-

trole, que por sua vez ativam o SREN.

O LOCA (Loss-of-coolant accidents, ou Acidente de Perda de Refrigerante) é um

evento hipotético considerado no projeto de usinas nucleares, classificado como um

acidente de base de projeto. Isso significa que a instalação deve possuir sistemas de

segurança capazes de mitigá-lo, garantindo a integridade das barreiras de contenção e

limitando as consequências a ńıveis aceitáveis de radiação e danos ao meio ambiente.

Esse tipo de acidente ocorre quando há uma perda de refrigerante do núcleo do

reator a uma taxa superior à capacidade de reposição do sistema. Uma redução

significativa no volume de refrigerante compromete a remoção eficiente de calor do

núcleo, elevando o risco de superaquecimento do combust́ıvel nuclear.

O Sistema de Resfriamento de Emergência do Núcleo (SREN) foi projetado para

assegurar a proteção do núcleo em diferentes cenários, incluindo um acidente de

perda de refrigerante (LOCA). Em caso de LOCA, o sistema é acionado automati-

camente, injetando água borada no núcleo do reator. Essa ação visa repor o volume

de refrigerante perdido, evitando a descobertura das varetas de combust́ıvel e, con-
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sequentemente, impedindo seu superaquecimento e posśıvel derretimento devido à

falta de resfriamento adequado.

O Sistema de Injeção de Segurança (SIS), que faz parte do SREN e normalmente

se encontra em modo de espera (stand by), é acionado ao detectar um LOCA. Esse

sistema garante a injeção de água para repor o refrigerante perdido, consequente-

mente desacelerando a reação em cadeia e removendo o calor do núcleo, já que o

LOCA é resultado da perda de refrigerante a uma taxa maior do que a capacidade

de reposição do sistema de compensação.

O SIS pode ser dividido em Sistema de Injeção a Baixa Pressão (Low Pressure

Safety Injection System, ou LPIS), que assegura uma injeção de maior volume de

água, e Sistema de Injeção de Alta Pressão (High Pressure Safety Injection System,

ou HPIS), que opera em emergências por um peŕıodo mais curto quando o circuito

primário ainda mantém altos ńıveis de pressão e temperatura.

O HPIS também atua automaticamente em situações não acidentais, como em

caso de baixa pressão no pressurizador, alta pressão na contenção, ou anomalias no

fluxo ou pressão na linha de vapor.

2.3 Confiabilidade

A confiabilidade é definida como a probabilidade de um sistema ou componente

funcionar sem falhas por um determinado peŕıodo t. Em outras palavras, representa

a probabilidade de que o sistema sobreviva ao longo desse intervalo de tempo[22]. O

cálculo da confiabilidade de um componente é intrinsecamente ligado à sua taxa de

falha, λ(t), que indica a frequência de falhas esperada do componente em um dado

tempo t. A confiabilidade pode ser expressa conforme a Equação 2.1[22]:

R(t) = exp

(
−
∫ t

0

λ(t′)dt′
)

(2.1)

Quando a taxa de falha, λ(t′), é considerada constante ao longo do tempo, a

Equação 2.1 se simplifica para a Equação 2.2:

R(t) = exp(−λt) (2.2)

O comportamento da taxa de falha dos componentes ao longo do tempo é fre-
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quentemente comparado à forma de uma banheira, o que é conhecido como ”curva

da banheira”, conforme ilustrado na Figura 2.3.

Figura 2.3: Curva da banheira[23]

Durante o peŕıodo de vida útil dos componentes, a taxa de falha é considerada

constante, e os tempos até a falha seguem uma distribuição exponencial. Isso implica

que, se o componente está em seu peŕıodo de vida útil, sua probabilidade de falhar

ou operar permanece inalterada. No entanto, nos peŕıodos de mortalidade infantil

(também chamado de ”falhas iniciais”) e de envelhecimento (ou ”desgaste”), as taxas

de falha não são constantes, exigindo a utilização de distribuições probabiĺısticas

capazes de modelar esses comportamentos variáveis. As distribuições mais comuns

para esse fim incluem a normal, a lognormal e a de Weibull.

A distribuição normal, ou gaussiana, apresenta um comportamento de taxa de

falha bastante ŕıgido: é nula inicialmente e, a partir de um determinado ponto,

cresce de forma monotônica. Essa caracteŕıstica a torna adequada para descrever

o tempo de vida de certos materiais, como o revestimento de um fio encapado. A

distribuição lognormal está relacionada à distribuição normal e é apropriada para

cenários onde o tempo de falha está associado a uma elevada incerteza, resultando

em uma variância de distribuição que é uma grande fração do Tempo Médio Até a

Falha (MTTF)[24].

A distribuição de Weibull, por sua vez, é amplamente utilizada na engenharia de
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confiabilidade devido à sua flexibilidade. Ela pode representar taxas de falha decres-

centes, constantes ou crescentes. Para o desenvolvimento da metodologia abordada

neste trabalho, a distribuição de Weibull foi a escolhida. A expressão mais geral

para parametrizar a distribuição de Weibull é dada pela Equação 2.3:

R(t) = exp

[
−
(
t

θ

)m]
(2.3)

Onde:

m é o fator de envelhecimento; θ é a vida caracteŕıstica.

O comportamento da distribuição de Weibull pode modelar tanto a região de

mortalidade infantil (onde a taxa de falha é decrescente, com m < 0) quanto a região

de envelhecimento (onde há um aumento da taxa de falha, com m > 1). Quando

m = 1, a distribuição de Weibull se simplifica para a distribuição exponencial.

2.4 Cuckoo Search

O Cuckoo Search (CS) é um algoritmo de otimização meta-heuŕıstico bioins-

pirado, proposto por Yang e Deb em 2009[4], baseado no comportamento de re-

produção parasitária de algumas espécies de cucos. Esses pássaros, conhecidos como

parasitas de ninhada, não constroem seus próprios ninhos, mas depositam seus ovos

em ninhos de outras aves hospedeiras, deixando-as chocar e cuidar de seus filhotes.

Na natureza, os cucos evolúıram ao longo de milhões de anos, refinando sua es-

tratégia de parasitismo por meio da seleção natural. A fêmea do cuco é especialista

em imitar ovos de espécies hospedeiras, reproduzindo tamanho e cor de maneira

semelhante para enganar os hospedeiros. Ela consegue substituir um ovo no ninho

alheio em cerca de 10 segundos, migrando em seguida para outro ninho para de-

positar mais ovos. No entanto, esse processo nem sempre é bem-sucedido: o ovo

parasitário pode ser identificado e descartado, ou o filhote pode não se desenvolver

completamente.

Yang e Deb basearam-se nesse comportamento para desenvolver o CS e, poste-

riormente, sua versão multiobjetivo, o Multi-Objective Cuckoo Search (MOCS), em

2013[5]. O algoritmo combina o padrão de postura de ovos do cuco com a distri-

buição de voo de Lévy, criando uma estratégia eficiente para explorar o espaço de
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busca. Assim como na natureza, onde o cuco adapta suas táticas para maximizar

suas chances de reprodução, o algoritmo incorpora mecanismos que divergem parci-

almente do comportamento natural, ajustando-se melhor a problemas de otimização

computacional.

2.4.1 Cuckoo Search

O algoritmo CS segue as seguintes regras[4]:

••• Cada cuco deposita um ovo por vez em um ninho escolhido aleatoriamente.

• Os melhores ninhos, contendo ovos de alta qualidade (representando as me-

lhores soluções), são transferidos para as próximas gerações.

• Há um número fixo de ninhos hospedeiros, e o pássaro hospedeiro pode des-

cobrir um ovo parasita com uma probabilidade pa ∈ [0, 1]. Se o ovo for des-

coberto, ele pode ser descartado ou o ninho abandonado, e um novo ninho é

constrúıdo em um novo local. Essa caracteŕıstica evita que o algoritmo fique

preso em ótimos locais.

A eficiência do CS é frequentemente atribúıda ao uso de ”voos de Lévy”(Lévy

flights) na geração de novas soluções. Os voos de Lévy são um tipo de caminhada

aleatória onde os comprimentos dos passos são retirados de uma distribuição de Lévy,

que possui uma ”cauda pesada”. Isso significa que o algoritmo realiza muitos passos

pequenos e, ocasionalmente, saltos longos e aleatórios, o que auxilia na exploração

eficiente do espaço de busca e na capacidade de escapar de ótimos locais.

Uma população é formada por diversos ninhos que são representados pelo vetor

posição no espaço de busca, que representa uma posśıvel solução para o problema e

é definido como na equação 2.4:

Ninho = [x1, x2, x3, ..., xN ] (2.4)

Onde cadaXi representa uma variável do problema, e a avaliação do desempenho

de um ninho é avaliado por uma função objetivo como a equação 2.5

fo(Ninho) = fo(x1, x2, x3, ..., xN) (2.5)
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A evolução do algoritmo do Cuco é apresentada pela Equação 2.6 , onde Lévy

representa o Voo de Lévy e α é um parâmetro de escala.

Ninhot+1
i = Ninhoti + α× Levy(λ) (2.6)

O algoritmo do CS foi desenvolvido utilizando a linguagem de programação

Python (Versão 3.11) com o aux́ılio da biblioteca Numpy (Versão 1.24) para a ma-

nipulação de matrizes e operações matemáticas. A figura 2.4 traz o pseudo-código

do CS:
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Figura 2.4: Pseudo-Código do CS[8]

2.4.2 Voo de Lévy

O Voo de Lévy é um tipo de caminhada aleatória, cujo comprimento do passo é

determinado por uma distribuição de Lévy. Este padrão de movimento é observado

na natureza, por exemplo, no comportamento de busca por alimento de albatrozes

e outros animais. No contexto CS, a distribuição de Lévy é empregada para simu-

lar a seleção do local de aninhamento durante o processo de otimização, conforme
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proposto por Yang e Deb[4].

A distribuição de Lévy pode ser expressa de forma simplificada pela lei de

potência L(s) ∼ u−λ, com 1 < λ < L ≤ 3. Mais formalmente, a função de densidade

de probabilidade da distribuição de Lévy é dada pelas Equações 2.7 e 2.8:

L(s, γ, µ) =

√
γ

2π
exp

(
− γ

2(s− µ)

)
1

(s− µ)
3
2

(2.7)

L(s, γ, µ) = 0 (2.8)

onde γ representa um fator de escala para o problema em questão, e µ > 0 define o

valor mı́nimo para um passo.

O comprimento do passo S em um Voo de Lévy pode ser obtido a partir da

Equação 2.9:

S =
u

|v|
1
β

(2.9)

Nesta equação, u e v são variáveis aleatórias obtidas por meio de uma distribuição

normal, com u ∼ N(0, σ2
u) e v ∼ N(0, σ2

v). As variâncias σu e σv são descritas pelas

Equações 2.10 e 2.11, respectivamente:

σu =

Γ(1 + β) sin
(
πβ
2

)
Γ
[
(1+β)

2

]
β2

(β−1)
2


1
β

(2.10)

σv = 1 (2.11)

onde Γ denota a função Gamma.

Essencialmente, o Voo de Lévy envolve a geração de números aleatórios, a escolha

de uma direção de movimento aleatória e a determinação de um comprimento de

passo para o algoritmo. A Figura 2.5 ilustra visualmente um exemplo de Voo de

Lévy, partindo da origem e executando 50 passos consecutivos em um espaço de

busca bidimensional.

Este padrão de movimento é crucial para a capacidade de exploração do al-

goritmo, permitindo que ele execute tanto buscas locais detalhadas quanto saltos

globais para evitar mı́nimos locais e explorar eficientemente o espaço de soluções.
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Figura 2.5: Voo de Lévy em um espaço de busca bidimensional, partindo da origem

e executando 50 passos consecutivos[8].

2.4.3 Voo Aleatório

No contexto da otimização, o objetivo primordial é identificar o máximo ou o

mı́nimo global de uma função objetivo dentro de um determinado espaço de busca.

Frequentemente, em certas funções e problemas complexos, algoritmos de otimização

podem convergir para um ótimo local, que, embora seja uma boa solução em sua

vizinhança, não representa a melhor solução posśıvel para o problema em sua tota-

lidade.

Para mitigar o risco de aprisionamento em ótimos locais e fomentar uma ex-

ploração mais abrangente do espaço de busca, o CS incorpora um mecanismo de

”voo aleatório”. Este mecanismo consiste na avaliação de todos os ninhos (soluções

candidatas) por meio da função objetivo. Uma porção dos ninhos que apresen-

tam os piores valores de fitness (qualidade da solução) é selecionada e descartada.

Consequentemente, esses ninhos são substitúıdos por novas soluções geradas aleato-

riamente no espaço de busca[25].

Embora o descarte e a substituição aleatória de ninhos possam implicar um

aumento no custo computacional, essa estratégia é fundamental para auxiliar na

busca pelo fitness global. Ao introduzir continuamente novas soluções aleatórias, a

probabilidade de o algoritmo ficar confinado a um ótimo local é significativamente
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reduzida, promovendo uma exploração mais robusta e eficaz do espaço de busca.

2.4.4 MOCS

O algoritmo MOCS representa uma extensão do CS original, projetada para lidar

com problemas de otimização multiobjetivo. Para tal, o MOCS modifica as regras

do CS, incorporando a complexidade de múltiplos objetivos. As regras adaptadas

do MOCS são as seguintes[5]:

• Cada cuco deposita K ovos de uma vez em um ninho escolhido aleatoriamente.

O ovo k corresponde à solução para o k-ésimo objetivo.

• Os melhores ninhos, contendo ovos de alta qualidade (representando soluções

ótimas), são transferidos para as próximas gerações. Esta caracteŕıstica pro-

move o elitismo no algoritmo.

• Uma fração dos ninhos é abandonada com uma probabilidade pa ∈ [0, 1], e

um novo ninho com K ovos é constrúıdo. A geração desses novos ninhos pode

ser influenciada pelas similaridades ou diferenças entre os ovos existentes, e

alguma mistura aleatória pode ser empregada para promover a diversidade na

população.

A adaptação para múltiplos objetivos implica que um ninho agora é avaliado por

mais de uma função, ou seja, possui mais de uma ”função avaliadora”representada

por seus ovos. Consequentemente, não existe uma única ”melhor solução”global,

uma vez que um ninho pode ser superior em relação a um objetivo (F1) e inferior

em relação a outro (F2). Para lidar com essa caracteŕıstica, o MOCS emprega o

conceito de Fronteira de Pareto. A Fronteira de Pareto é o conjunto de soluções não

dominadas, onde nenhuma solução pode ser melhorada em um objetivo sem piorar

em pelo menos um outro objetivo. A identificação e manutenção de uma fronteira

de Pareto bem distribúıda são cruciais para a eficácia do algoritmo.

Adicionalmente, para evitar a concentração excessiva da população em um ponto

espećıfico da Fronteira de Pareto, o MOCS frequentemente utiliza o conceito de

Crowding Distance. Este mecanismo auxilia na manutenção da diversidade das

soluções na fronteira, promovendo uma cobertura mais uniforme. As novas soluções
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no MOCS são geradas através de uma combinação de Voo de Lévy e um processo

de voo aleatório, o que o diferencia da versão mono-objetivo do CS. Essa estratégia

h́ıbrida visa otimizar a exploração do espaço de busca[26].

O fluxograma do MOCS segue as etapas apresentadas no Algoritmo 2.6, com as

devidas adaptações para o tratamento multiobjetivo.
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Figura 2.6: Fluxograma do funcionamento do Algoritmo MOCS

20



2.4.5 Fronte de Pareto

A Frente de Pareto representa um conjunto de soluções ideais onde nenhum dos

objetivos pode ser aprimorado sem que pelo menos um dos outros objetivos seja

prejudicado. Isso significa que, em um pool de soluções, as soluções na Frente de

Pareto não são dominadas umas pelas outras, mas são superiores às demais soluções

no espaço de busca[5, 27, 28].

A Frente de Pareto possui as seguintes caracteŕısticas e conceitos:

• Não Dominância: Uma solução é considerada ”não dominada”se não houver

outra solução no espaço de busca que seja melhor ou igual em todos os objetivos

e estritamente melhor em pelo menos um objetivo.

• Conjunto de Soluções: A Frente de Pareto não é um único ponto, mas

sim um conjunto de soluções que oferecem diferentes trade-offs entre os obje-

tivos conflitantes. A seleção da solução final da Frente de Pareto depende da

preferência do tomador de decisão.

• Classificação da Frente de Pareto: A classificação da Frente de Pareto

pode ser usada para medir a adequação da solução. As soluções na primeira

Frente de Pareto (Rank 1) são as melhores. Após a remoção da primeira PF,

as soluções na nova frente estariam no Rank 2, e assim por diante, até que

toda a população seja classificada.

Em resumo, a Frente de Pareto é uma ferramenta essencial para lidar com a

complexidade inerente aos problemas de otimização multiobjetivo, fornecendo aos

tomadores de decisão um conjunto de soluções ótimas de trade-off que podem ser

analisadas e escolhidas com base em preferências e prioridades espećıficas.

2.4.6 Crowding Distance

O Crowding Distance tem como principal propósito estimar a densidade de

soluções em torno de um ponto espećıfico no espaço objetivo. Quanto maior a

Crowding Distance de uma solução, menos aglomerada ela está em relação às suas

vizinhas, o que a torna mais desejável para manter a diversidade do conjunto de

soluções da Frente de Pareto.
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O cálculo da Crowding Distance para um ponto i em uma frente de não-

dominância geralmente envolve os seguintes passos:

1. As soluções na frente são ordenadas para cada objetivo individualmente.

2. Para cada objetivo, a Crowding Distance dos pontos extremos (mı́nimo e

máximo) é definida como infinita (ou um valor muito grande), para garan-

tir que eles sejam sempre selecionados e a diversidade nas bordas da frente

seja mantida.

3. Para os pontos intermediários, a Crowding Distance de um ponto é calculada

como a média da distância dos seus vizinhos mais próximos em cada dimensão

do objetivo. Matematicamente, para um objetivo m e um ponto i, a Crow-

ding Distance para o ponto i pode ser calculada como a soma das diferenças

normalizadas entre os valores do objetivo dos pontos vizinhos i+ 1 e i− 1. A

equação para o cálculo da Distância de Aglomeração é apresentada em 2.12:

Crowding Distance(i) =
K∑

m=1

fm(xi+1)− fm(xi−1)

fmax
m − fmin

m

(2.12)

Onde fm(xi) é o valor do objetivo m para a solução xi, e fmax
m e fmin

m são os

valores máximo e mı́nimo do objetivo m na fronteira de Pareto para aquela frente,

respectivamente.

A utilização do Crowding Distance é crucial por várias razões:

• Manutenção da Diversidade: Permite que o algoritmo explore uma gama

mais ampla de trade-offs entre os objetivos, em vez de convergir para uma

pequena região da Frente de Pareto. Uma boa diversidade é essencial para

fornecer ao tomador de decisão múltiplas opções, representando diferentes

compromissos.

• Seleção Elitista: Em combinação com a classificação de não-dominância, o

Crowding Distance auxilia na seleção das melhores soluções para a próxima

geração, garantindo que tanto as soluções de alta qualidade (não-dominadas)

quanto as soluções diversas sejam preservadas.

22



• Tratamento de Conflitos: Contribui para resolver situações onde múltiplas

soluções são igualmente não-dominadas, priorizando aquelas que contribuem

mais para a diversidade do conjunto.

No contexto do MOCS, a Crowding Distance complementa a análise da Frente

de Pareto. Enquanto a Frente de Pareto estabelece a não-dominância das soluções,

o Crowding Distance avalia a densidade de soluções no espaço objetivo, permitindo

a ordenação e a identificação de um ’melhor ninho’ mais diversificado para guiar a

próxima população através dos voos de Lévy[26].

2.4.7 Voo Aleatório no MOCS

De acordo com a implementação em Matlab do algoritmo Cuckoo Search Multi-

objetivo (MOCS) desenvolvida por Yang, o processo de voo aleatório, ou exploração

do espaço de busca, é realizado de maneira espećıfica[26]. Este mecanismo ajusta

as variáveis de cada ninho com base em uma probabilidade de descoberta (Pa) e em

uma lógica de diferença entre soluções.

O algoritmo inicia selecionando aleatoriamente dois ninhos da população. Os

parâmetros da função de um ninho, X1, e os parâmetros de outro ninho, X2, são

utilizados para calcular um ”passo aleatório”. Este passo é determinado pela dife-

rença entreX1 eX2, multiplicada por um vetor de números aleatórios uniformemente

distribúıdos entre 0 e 1, com a mesma dimensão do problema (D). O cálculo do

passo aleatório é formalizado na Equação 2.13:

passo aleatorio = rand(D)× (X1 −X2) (2.13)

Onde rand(D) representa um vetor de D números aleatórios, uniformemente dis-

tribúıdos no intervalo [0, 1), e D é a dimensão do problema.

Após a determinação do passo aleatorio, este é aplicado à solução atual de cada

ninho na população. A nova posição (Xnovo) de um ninho é obtida somando o passo

aleatório à sua posição atual (Xatual), conforme ilustrado na Equação 2.14:

Xnovo = Xatual + passo aleatorio (2.14)

O processo de atualização dos ninhos no MOCS se baseia na diferença entre

soluções aleatoriamente selecionadas, permitindo que o algoritmo explore o espaço
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de busca de forma eficiente. A incorporação do termo estocástico rand(D) garante a

necessária aleatoriedade, enquanto a diferença entre as soluções X1 e X2 direciona a

busca para regiões promissoras, facilitando a convergência e mantendo a diversidade

na Frente de Pareto. Neste trabalho, a aplicação do voo aleatório foi adaptada em

relação à abordagem padrão: em vez de aplicar a lógica de diferença entre ninhos

aleatórios a toda a população, selecionou-se um número x de ninhos com base na

probabilidade de abandono (Pa). Esses ninhos selecionados foram completamente

reformulados, com todas as suas variáveis sendo alteradas, o que contribui para uma

exploração mais abrangente de novas regiões do espaço de busca. A principal dife-

rença entre o MOCS e o CS clássico reside justamente no tratamento das soluções:

enquanto o CS fornece uma única solução ótima, o MOCS gera uma Frente de

Pareto composta por um conjunto de soluções não-dominadas. Essa fronteira repre-

senta trade-offs ótimos entre objetivos conflitantes, permitindo ao decisor analisar

múltiplas alternativas equilibradas e escolher a mais adequada conforme critérios

espećıficos. A capacidade de manter e trabalhar com essa diversidade de soluções

é o que torna o MOCS particularmente adequado para problemas de otimização

multiobjetivo.
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Caṕıtulo 3

Modelagem do Cuckoo Search em

Funções de Teste da Literatura

3.1 Validação do Cuckoo Search

Um algoritmo de otimização é um procedimento computacional projetado para

encontrar a melhor solução (ou aproximações dela) para um problema espećıfico,

dentro de um conjunto de possibilidades e restrições. Esses algoritmos são am-

plamente aplicados em engenharia, economia e ciências aplicadas para maximizar

eficiência, minimizar custos ou melhorar desempenho. Eles podem ser classificados

em determińısticos (como o gradiente descendente) ou metaheuŕısticos (como al-

goritmos genéticos ou Cuckoo Search), sendo estes últimos especialmente úteis em

problemas complexos com múltiplas variáveis e soluções não lineares. No contexto

deste trabalho, o foco recai sobre algoritmos bioinspirados, como o Cuckoo Search

(CS) e sua variante multiobjetivo (MOCS), que simulam comportamentos naturais

— como o parasitismo de ninho de cucos e voos de Lévy — para explorar espaços

de busca de forma eficiente.

A validação, por sua vez, é uma etapa fundamental e indispensável antes da

aplicação de qualquer algoritmo em cenários práticos e problemas do mundo real.

Para este propósito, utilizam-se funções de teste consolidadas na literatura, que

apresentam máximos ou mı́nimos globais conhecidos. Esse recurso permite avaliar

de forma precisa a capacidade de busca, exploração e convergência dos algoritmos.

Assim, a aplicação do CS e do MOCS em funções como Esfera, Schaffer e Rastrigin
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constitui um passo essencial para comprovar sua robustez antes de avançar para

aplicações reais, como a otimização do planejamento de manutenção em sistemas

nucleares.

3.1.1 Função da Esfera Multidimensional

A Função Esfera é amplamente empregada na comunidade de otimização como

uma função de teste padrão devido às suas propriedades intŕınsecas que a tornam um

benchmark desafiador para diversos algoritmos. Trata-se de uma função cont́ınua em

todo o seu domı́nio, caracterizada por ser convexa e simétrica. A principal particu-

laridade da Função Esfera reside no fato de não possuir restrições quanto ao número

de variáveis de entrada (n), o que implica que sua complexidade computacional

aumenta proporcionalmente ao incremento da sua dimensão. Consequentemente, à

medida que n se eleva, o tempo de cálculo necessário para convergir à solução ótima

se estende[29].

A representação anaĺıtica da Função Esfera é dada pela Equação 3.1:

f(x) =
n∑

i=1

x2
i (3.1)

Onde x = (x1, x2, . . . , xn) é o vetor de variáveis de entrada e n representa a dimensão

do problema. A forma tridimensional da função pode ser visualizada na Figura 3.1.

A Função Esfera possui um único mı́nimo global, o que a torna ideal para testar

a capacidade de convergência de algoritmos. Este mı́nimo está localizado na origem

do sistema de coordenadas, ou seja, x = (0, 0, . . . , 0), onde o valor da função é

f(x) = 0.

26



Figura 3.1: Função Esfera Multidimensional

3.1.2 Função Schaffer

A função Schaffer é uma função de teste bidimensional (comumente referida

como Schaffer F6 em contextos de otimização) amplamente utilizada para avaliar

o desempenho de algoritmos de otimização devido à sua complexa paisagem de

fitness. Ela se caracteriza por apresentar múltiplos mı́nimos locais, o que a torna um

desafio significativo para algoritmos que podem facilmente ficar presos em soluções

subótimas. Apesar dessa multiplicidade de mı́nimos locais, a função Schaffer possui

um único mı́nimo global, que está convenientemente localizado na origem, x = (0, 0).

A representação anaĺıtica da função Schaffer é definida pela Equação 3.2:

f(x1, x2) = 0.5 +
sin2(

√
x2
1 + x2

2)− 0.5

(1 + 0.001(x2
1 + x2

2))
2

(3.2)

Onde x1 e x2 são as duas variáveis de entrada da função. A forma gráfica da função,

que ilustra a complexidade de sua superf́ıcie de otimização com múltiplos vales e

picos, pode ser observada na Figura 3.2.
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Figura 3.2: Função Schaffer

3.1.3 Função Rastringin

A função Rastrigin é uma função de teste clássica e amplamente utilizada na

otimização, conhecida por sua natureza desafiadora devido à sua elevada multimo-

dalidade. Ela é baseada na função Esfera, porém com a adição de um termo cosse-

noidal que introduz uma grande quantidade de mı́nimos locais dispersos por todo o

espaço de busca. Essa caracteŕıstica torna a função Rastrigin não-linear e multimo-

dal, dificultando a localização do mı́nimo global por algoritmos de otimização que

podem ser facilmente aprisionados em mı́nimos locais.

Similarmente à função Esfera, a complexidade da otimização da função Rastrigin

aumenta significativamente com o incremento da sua dimensão (n). Conforme n

se eleva, o tempo computacional necessário para encontrar a solução ótima cresce

consideravelmente.

A representação anaĺıtica da função Rastrigin é definida pela Equação 3.3:

f(x) =
n∑

i=1

(x2
i − 10 cos(2πxi) + 10) (3.3)

Onde x = (x1, x2, . . . , xn) é o vetor de variáveis de entrada e n representa a dimensão

do problema. A forma gráfica da função, que ilustra sua superf́ıcie ondulada e os
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múltiplos mı́nimos locais, pode ser observada na Figura 3.3. O mı́nimo global da

função Rastrigin está localizado na origem, x = (0, 0, . . . , 0), com um valor de

f(x) = 0.

Figura 3.3: Função Rastrigin

3.1.4 Resultados da Validação

Para a execução de todos os testes computacionais, foram estabelecidos

parâmetros espećıficos para o algoritmo de otimização. O tamanho do passo do

voo de Lévy foi configurado com um valor de α = 1.0 e o expoente de Lévy, β = 1.5.

A probabilidade de abandono, Pa, foi definida como 0.2. Adicionalmente, o processo

de otimização foi limitado a um total de 5000 gerações, e a população foi composta

por 100 indiv́ıduos. Estes valores foram selecionados com base em recomendações

da literatura para o bom desempenho do algoritmo.
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Função Gerações Dimensões Melhor Resultado Média

Esfera 5000 10 1.05275e-09 2.90865e-09

Esfera 5000 30 8.91072e-03 1.66586e-02

Schaffer 5000 2 5.55112e-17 1.11022e-17

Rastringin 5000 10 1.16539e-05 1.79000e-04

Rastringin 5000 30 6.62283e+01 9.63027e+01

Tabela 3.1: Tabela dos melhores resultados para cada caso.

Os resultados obtidos para as funções de teste para o CS, conforme apresentados

na Tabela 3.1, demonstram a eficácia do algoritmo CS em encontrar o mı́nimo global

para a maioria dos cenários avaliados. Para a função Esfera, o algoritmo apresentou

boa capacidade de convergência, atingindo valores muito próximos de zero, o mı́nimo

global conhecido (f(x) = 0), tanto para 10 quanto para 30 dimensões. A pequena

magnitude dos resultados na função esfera com n = 10 (na ordem de 10−9) e com

n = 30 (na ordem de 10−3) corrobora a robustez do método em funções convexas e

simétricas.

Similarmente, para a função Schaffer, conhecida por sua alta multimodalidade

e múltiplos mı́nimos locais, o algoritmo CS conseguiu localizar o mı́nimo global

(também f(x) = 0) com uma precisão notável para 2 dimensões, alcançando valores

na ordem de 10−17. Este desempenho é particularmente relevante, pois funções

multimodais representam um desafio maior para algoritmos de otimização, exigindo

uma boa capacidade de exploração para evitar o aprisionamento em mı́nimos locais.

No entanto, ao analisar os resultados da função Rastrigin, observou-se uma va-

riação no desempenho. Para 10 dimensões, o algoritmo conseguiu encontrar soluções

próximas ao mı́nimo global (f(x) = 0), com resultados na ordem de 10−5 a 10−4.

Contudo, para 30 dimensões, os resultados para Rastrigin foram significativamente

mais altos, na ordem de 101 a 102. Este aumento nos valores do mı́nimo global para a

função Rastrigin em maior dimensão sugere que, embora o CS seja eficaz em proble-

mas multimodais, o aumento da dimensionalidade de funções com muitos mı́nimos

locais, como a Rastrigin, pode ainda apresentar um desafio considerável, resultando

em uma convergência para mı́nimos locais, e não para o mı́nimo global exato dentro
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do limite de gerações estabelecido. Ainda assim, mesmo com valores relativamente

distantes do ótimo teórico, os resultados obtidos se mantêm coerentes com aqueles

reportados na literatura para casos de otimização de alta dimensão[8], indicando

que o desempenho do algoritmo está dentro do esperado. Em suma, os testes de

validação confirmam que o CS é um algoritmo promissor para otimização monobje-

tivo, com forte desempenho em funções convexas e multimodais de baixa dimensão,

mas que pode enfrentar desafios em funções multimodais de alta dimensão.

3.2 Validação do Multi Objective Cuckoo Search

Assim como em sua versão mono-objetivo, o algoritmo Multi-objective Cuckoo

Search (MOCS) requer um processo de validação rigoroso. No contexto da oti-

mização multiobjetivo, a validação não se limita à busca de um único ponto ótimo;

em vez disso, as funções de teste são avaliadas comparando-se os resultados obtidos

com a Fronteira de Pareto conhecida ou ideal. Isso permite verificar a capacidade

do algoritmo em convergir para a fronteira de Pareto verdadeira e em manter a

diversidade das soluções ao longo dessa fronteira.

3.2.1 Função Schaffer Min-Min

A função Schaffer Min-Min (SCH) é uma função de teste multiobjetivo que apre-

senta uma Frente de Pareto convexa. Esta caracteŕıstica a torna útil para avaliar a

capacidade de um algoritmo em convergir de forma precisa para a fronteira ótima.

A função SCH é definida por duas funções objetivo, f1(x) e f2(x), conforme as

Equações 3.4 e 3.5[5]:

f1(x) = x2 (3.4)

f2(x) = (x− 2)2 (3.5)

Para a função SCH, a variável x foi limitada ao intervalo [−103, 103]. A Frente de

Pareto para esta função é uma curva cont́ınua no espaço objetivo, permitindo uma

análise clara da aproximação e diversidade das soluções encontradas pelo algoritmo.
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3.2.2 Função de Zitzler–Deb–Thiele N. 1

A Função de Zitzler–Deb–Thiele N. 1 (ZDT1) é um benchmark clássico para

otimização multiobjetivo, conhecida por apresentar uma Frente de Pareto convexa

e cont́ınua. Sua simplicidade e clareza a tornam ideal para testar a capacidade

de convergência de algoritmos multiobjetivo. A função ZDT1 é definida por duas

funções objetivo, f1(x) e f2(x), conforme as Equações 3.6 e 3.7:

f1(x) = x1 (3.6)

f2(x) = g(x)

(
1−

√
f1(x)

g(x)

)
(3.7)

Onde g(x) é calculado como:

g(x) = 1 +
9
∑D

i=2 xi

D − 1
(3.8)

Para a função ZDT1, o vetor de variáveis x tipicamente possui D = 30 dimensões,

com x1 ∈ [0, 1] e xi ∈ [0, 1] para i = 2, . . . , D. A fronteira de Pareto é alcançada

quando g(x) = 1. A Frente de Pareto verdadeira para ZDT1 é f2 = 1−
√
f1[5].

3.2.3 Função Função de Zitzler–Deb–Thiele N. 3

A Função de Zitzler–Deb–Thiele N. 3 (ZDT3) é outro benchmark importante,

caracterizada por possuir uma Frente de Pareto descont́ınua. Essa caracteŕıstica

a torna um desafio maior para os algoritmos de otimização, pois exige que eles

sejam capazes de encontrar soluções em múltiplas regiões desconectadas do espaço

objetivo. As funções objetivo de ZDT3, f1(x) e f2(x), são dadas pelas Equações 3.9

e 3.10[5]:

f1(x) = x1 (3.9)

f2(x) = g(x)

(
1−

√
f1(x)

g(x)
− f1(x)

g(x)
sin(10πf1(x))

)
(3.10)

A função g(x) utilizada em ZDT3 é a mesma da função ZDT1, conforme a Equação

3.8. Para a função ZDT3, f1 varia de 0 a 0.852 e f2 de -0.773 a 1[5]. A Frente de

Pareto de ZDT3 é composta por várias frentes não convexas, o que testa a capacidade

do algoritmo de manter a diversidade em paisagens de fitness complexas.

32



3.2.4 Resultados da Validação

Para a validação do algoritmo Multi-objective Cuckoo Search (MOCS), foram

utilizados parâmetros de simulação cuidadosamente definidos, visando uma avaliação

consistente de seu desempenho. Os valores selecionados são comumente adotados

na literatura para algoritmos baseados em busca de Lévy [5], e após testes com

diferentes configurações, estes demonstraram os melhores resultados. Em todos os

testes, o processo de otimização foi executado por 5000 gerações, com uma população

de 50 ninhos. O número de funções objetivo para avaliação foi de 2, e a dimensão dos

problemas foi fixada em 30. O espaço de busca para todas as variáveis foi limitado

entre 0 e 1. Os parâmetros espećıficos do voo de Lévy foram definidos como α = 0.1

e β = 1.5, e a probabilidade de abandono (Pa) foi de 0.1.

Os resultados obtidos para as funções de teste multiobjetivo, Schaffer Min-Min

(SCH), ZDT1 e ZDT3, são apresentados graficamente nas Figuras 3.4, 3.5 e 3.6,

respectivamente. Cada gráfico ilustra a Frente de Pareto aproximada encontrada

pelo MOCS em comparação com a Frente de Pareto verdadeira da função.

Figura 3.4: Comparativo do resultado do MOCS com a verdadeira Frente de Pareto

da Função SCH
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f1 (MOCS) f1 (teórico) Erro f1

0.073274 0.073274 0.000000

0.092320 0.092320 0.000000

0.857917 0.857917 0.000000

0.433484 0.433484 0.000000

0.787707 0.787707 0.000000

Tabela 3.2: Comparativo de f1 (MOCS) com o valor teórico e erro associado para a

Função SCH.

f2 (MOCS) f2 (teórico) Erro f2

2.990507 2.990507 0.000000

2.876952 2.876952 0.000000

1.152965 1.152965 0.000000

1.799904 1.799904 0.000000

1.237593 1.237593 0.000000

Tabela 3.3: Comparativo de f2 (MOCS) com o valor teórico e erro associado para a

Função SCH.

Figura 3.5: Comparativo do resultado do MOCS com a verdadeira Frente de Pareto

da Função ZDT1 34



f1 (MOCS) f1 (teórico) Erro f1

0.820682 0.820682 0.000000

0.306715 0.306715 0.000000

0.011338 0.011338 0.000000

0.742337 0.742337 0.000000

0.097674 0.097674 0.000000

Tabela 3.4: Comparativo de f1 (MOCS) com o valor teórico e erro associado para o

problema ZDT1.

f2 (MOCS) f2 (teórico) Erro f2

0.099148 0.099148 0.000000

0.454167 0.454167 0.000000

0.905838 0.905838 0.000000

0.143355 0.143355 0.000000

0.698600 0.698600 0.000000

Tabela 3.5: Comparativo de f2 (MOCS) com o valor teórico e erro associado para o

problema ZDT1.
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Figura 3.6: Comparativo do resultado do MOCS com a verdadeira Frente de Pareto

da Função ZDT3

f1 (MOCS) f1 (teórico) Erro f1

0.023791 0.023791 0.000000

0.229665 0.229665 0.000000

0.222838 0.222838 0.000000

0.412518 0.412518 0.000000

0.419136 0.419136 0.000000

Tabela 3.6: Comparativo de f1 (MOCS) com o valor teórico e erro associado para o

problema ZDT3.
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f2 (MOCS) f2 (teórico) Erro f2

0.872485 0.872485 0.000000

0.366525 0.366525 0.000000

0.399199 0.399199 0.000000

0.224759 0.224759 7.22e-16

0.143165 0.143165 6.38e-16

Tabela 3.7: Comparativo de f2 (MOCS) com o valor teórico e erro associado para o

problema ZDT3.

Ao analisar as Figuras 3.4, 3.5 e 3.6, juntamente com as Tabelas 3.2,3.3, 3.4,

3.5, 3.6 e 3.7, observa-se que o algoritmo MOCS apresentou excelente desempenho

na aproximação das Frentes de Pareto verdadeiras para diferentes funções de teste

multiobjetivo.

As figuras mostram visualmente que os pontos gerados pelo MOCS (indicados

como “Todos os Ninhos”) estão bem alinhados com as Frentes de Pareto teóricas,

tanto em funções com fronteiras convexas e cont́ınuas, como a SCH e a ZDT1, quanto

na função ZDT3, que apresenta uma fronteira descont́ınua e mais desafiadora.

As tabelas complementam essa análise ao compararem, para cinco indiv́ıduos re-

presentativos, os valores obtidos pelo MOCS com os valores teóricos esperados. Em

todas as funções testadas, os erros apresentados nas colunas finais (f1 e f2) são nu-

los ou extremamente pequenos, evidenciando alta precisão numérica nos resultados

obtidos. Para SCH e ZDT1, todos os erros são exatamente zero, enquanto que, na

função ZDT3, os pequenos desvios são da ordem de 10−16, o que pode ser atribúıdo

a limitações numéricas da máquina.
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Caṕıtulo 4

Metodologia Proposta

4.1 Estimativa de Confiabilidade

Neste estudo, a metodologia empregada para estimar a confiabilidade de um

componente, considerando uma poĺıtica de prevenção e manutenção, baseia-se na

abordagem proposta por Lapa[7]. Esta metodologia representa uma extensão do

modelo originalmente desenvolvido por Lewis, permitindo a avaliação da confiabili-

dade em intervalos de tempo variados, sem se restringir a um regime exclusivo de

manutenções periódicas.

Ao considerar R(t) como a confiabilidade de um componente submetido a uma

poĺıtica de manutenção corretiva, mas que não sofre intervenção ao longo do tempo t,

definimos Tm(i) como a data programada para a i-ésima manutenção do componente

m. Adicionalmente, Tm(ult) denota a data da última manutenção realizada no

componente m antes do tempo t. Desse modo, ”ult”representa o número total de

manutenções que o componente sofreu até o tempo t.

A aplicação da função exponencial derivada da distribuição de Weibull permite

a obtenção da Equação 4.1, incorporando os parâmetros pertinentes ao problema.

Neste trabalho, empregou-se a técnica proposta por Lapa[7]. para calcular a con-

fiabilidade de um componente sob uma poĺıtica de prevenção e manutenção. Essa

abordagem consiste em uma generalização de um modelo proposto por Lewis[22],

permitindo o cálculo da confiabilidade para qualquer intervalo de tempo, não se

limitando apenas a manutenções periódicas.

Considerando R(t) como a confiabilidade de um componente sujeito a uma
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poĺıtica de manutenção corretiva, mas que não sofre qualquer manutenção durante

o tempo t. Tm(i) representa a data programada para a i-ésima manutenção desse

componente m, e Tm(ult) é a data da última manutenção do componente m anterior

à intervenção no tempo t. Dessa forma, ”ult”denota o número exato de manutenções

que o componente realizou até o tempo t. Operando a função exponencial dada pela

distribuição de Weibull, obtém-se a Equação 4.1, com os parâmetros do problema:

Rm[t, Tm(i), Tm(ult)] = exp

[
−
(
t− Tm(ult)

θj

)mj

+ (− [p(ult)])+

ult∑
i=1

[
−
(
Tm(i)− Tm(i− 1)

θj

)mj
]] (4.1)

Onde: θ é a vida caracteŕıstica do componente, m é o fator de envelhecimento e p é

a probabilidade de manutenção não satisfatória.

A Equação 4.1 representa o comportamento de um único componente submetido

a uma determinada poĺıtica de manutenção. No entanto, este trabalho tem como

objetivo estimar a disponibilidade de um sistema composto por diversos componen-

tes. Assim, torna-se necessária a utilização de uma função que englobe a combinação

de todos os componentes em questão, como mostrado na Equação 4.2, visto que o

arranjo dos componentes influenciará diretamente a performance e a confiabilidade

do sistema.

Rsis = fun
{
R1

m[t, Tm(i), Tm(ult)];R
2
m[t, Tm(i), Tm(ult)]; . . . ;R

x
m[t, Tm(i), Tm(ult)]

}
(4.2)

Esses arranjos podem ser apresentados em série ou em paralelo, como demons-

tram as Figuras 4.1 e 4.2, ou em uma configuração mista (série e paralelo), como

ilustrado na Figura 4.3.

Figura 4.1: Conjunto de componentes em série
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Figura 4.2: Conjunto de componentes em paralelo

Figura 4.3: Conjunto de componentes em série e em paralelo

A indisponibilidade (que se trata da probabilidade de uma unidade não estar em

funcionamento no tempo t quando demandada) de um sistema com configuração

em série, como o mostrado na Figura 4.1, é dada pela Equação 4.3, em que p é o

número de componentes em série que integram o sistema.

Us =
n∏

p=1

Up (4.3)

Já em sistemas que apresentem componentes em série conectados de forma pa-

ralela, conforme mostrado na Figura 4.3, a função de indisponibilidade pode ser

calculada pela Equação 4.4, na qual Us é a indisponibilidade do sistema total, g é

o número de caminhos em paralelo e p é a quantidade de componentes em série em

cada caminho.

Us =
n∑

g=1

n∏
p=1

Urp (4.4)
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4.1.1 Modelo de Custo

O custo relacionado a testes e reparos desempenha um papel importante na

decisão das manutenções dos componentes de um sistema, e será levado em con-

sideração nos cálculos realizados neste trabalho. A equação utilizada para repre-

sentação do modelo de custo foi proposta por A. F. da Luz[30] e é representada

pela Equação 4.5, onde Q representa o ı́ndice do componente, e j o da manutenção.

Cm e Cr são considerados como os custos relativos a manutenções preventivas e

reparações, respectivamente, e Tmis é o tempo total da missão.

C0→Tmis
Tsis

=
X∑

Q=1

{ last∑
j=1

C(j−1)→j
mQ

RQ

(
TmQ

(j)
)

RQ

(
TmQ

(j − 1)
) +

C(j−1)→j
rQ

(
1−

RQ

(
TmQ

(j)
)

RQ

(
TmQ

(j − 1)
)) + C(last)→Tmis

rQ

RQ

(
Tmis

)
RQ

(
TmQ

(last)
)}.

(4.5)

Esta equação resulta na soma do custo total (CT ) das manutenções programadas

para X componentes do sistema em questão.

4.2 Função objetivo utilizada para a modelagem

do problema

A função objetivo empregada para avaliar cada candidato (ou ninho) no algo-

ritmo Cuckoo Search (CS) é concebida como uma soma ponderada. Esta formulação

integra dois aspectos cŕıticos: a não-confiabilidade média do sistema ao longo do

tempo total da missão de um componente e os custos totais associados às atividades

de manutenção.

A Equação 4.6 detalha como a confiabilidade dos sistemas é quantificada, refle-

tindo o impacto de uma determinada poĺıtica de manutenção ao longo do tempo de

missão (Tmis):

Fun = T−1
mis

∫ Tmis

0

Rsisdt (4.6)

Onde Rsis representa a confiabilidade do sistema ao longo do peŕıodo de tempo.

A função objetivo final, denominada Fit, para o problema de otimização no

Cuckoo Search, constitui uma combinação do impacto da poĺıtica de manutenção
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na confiabilidade (expressa por Fun, conforme Equação 4.6) e dos custos totais

relativos à poĺıtica de manutenção (apresentados em uma equação espećıfica para

custos, como a Equação 4.5). Essa combinação é formalizada na Equação 4.7:

Fit = Wd(1− Fun) +WcC
0→Tmis
Tsis

(4.7)

Nesta formulação, Wd eWc representam, respectivamente, os pesos atribúıdos à não-

confiabilidade e aos custos totais das manutenções dos componentes do sistema. O

peso Wd é normalizado para variar no intervalo de [0,1]. Já o peso Wc é definido em

um intervalo de [0,1], dividido pelo produto do número de componentes e o número

máximo de intervenções de manutenção permitidas.

Já, para o MOCS, foram utilizadas as funções 4.8 e 4.9:

F1 = 1− Fun (4.8)

F2 = C0→Tmis
Tsis

(4.9)

Onde F1 representa o risco (Não-confiabilidade) e F2 representa o custo total do

sistema.

É importante notar que uma das formas de abordar um problema multiobjetivo é

justamente a agregação das funções objetivo em uma única função ponderada, como

é feito no Cuckoo Search (CS). Dependendo dos valores atribúıdos a esses pesos (Wd

e Wc), seria posśıvel, em teoria, encontrar soluções que se aproximam ou até mesmo

coincidem com os valores obtidos pela abordagem multiobjetivo (MOCS), que gera

a Frente de Pareto.

Entretanto, para a modelagem no contexto multiobjetivo com o algoritmo

MOCS, a abordagem da função objetivo se distingue. Em vez de uma única função

ponderada, os múltiplos objetivos são tratados de forma independente, permitindo a

identificação da Frente de Pareto e a análise dos trade-offs entre a não-confiabilidade

e os custos de manutenção de maneira simultânea.

4.3 Modelagem do Problema de Otimização no

Sistema HPIS

Neste trabalho, a otimização de poĺıticas de manutenção foi aplicada a um mo-

delo simplificado do Sistema de Injeção de Segurança de Alta Pressão (HPIS). O
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HPIS é um sistema em regime de standby, crucial em diversas aplicações de se-

gurança, e é composto por três bombas e quatro válvulas, formando um conjunto

de componentes interligados. O esquema do HPIS utilizado para a modelagem é

apresentado na Figura 4.4. As caracteŕısticas operacionais, como tempo de teste e

tempo de reparo, embora fict́ıcias, foram baseadas em valores t́ıpicos encontrados

na literatura para componentes com funcionalidades similares[30].

Figura 4.4: Diagrama simplificado do sistema HPIS.

A modelagem do problema seguiu a abordagem proposta por Luz (2009)[30].

Inicialmente, estabeleceu-se um limite máximo de 23 intervenções (manutenções)

permitidas para cada componente do sistema. Considerando os 7 componentes que

constituem o HPIS simplificado, o número total máximo de manutenções agendáveis

atinge 161 (7 componentes × 23 intervenções/componente). Este valor define a di-

mensão do vetor candidato à solução, que, no contexto do algoritmo Cuckoo Search

(CS), representa um indiv́ıduo (ou ninho). Portanto, o espaço de busca do CS neste

problema possui 161 dimensões. O vetor posição do CS é composto por 161 elemen-

tos, X = {x0, x1, x2, . . . , x160}, onde cada conjunto de 23 elementos corresponde às

intervenções de um componente espećıfico, conforme ilustrado na Figura 4.5.
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Figura 4.5: Esquema do vetor que caracteriza um indiv́ıduo do CS e do MOCS[30].

O peŕıodo de operação considerado para o sistema foi de 540 dias, com um

intervalo de passo de tempo de 1 dia para a discretização das intervenções. As

caracteŕısticas do vetor candidato à solução são as seguintes:

• Os elementos do vetor solução X são números reais, variando entre -540 e 540

(correspondendo a um peŕıodo de tempo de missão).

• Cada valor real contido no vetor é arredondado para o número inteiro mais

próximo, transformando-o em um dia espećıfico.

• Valores inteiros entre 1 e 540 são interpretados como dias válidos para a

ocorrência de uma parada programada para manutenção.

• Valores menores que 1 (incluindo zero e números negativos) indicam que não

há parada agendada para aquela posição espećıfica do vetor, possibilitando

que um componente tenha menos de 23 intervenções, sem a necessidade de

preencher todas as posições com um dia válido.

• Para garantir a validade da poĺıtica de manutenção, não são consideradas

ocorrências de valores de parada idênticos para o mesmo componente, ou seja,

um componente não pode ter duas intervenções agendadas para o mesmo dia.
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Caṕıtulo 5

Resultados e Discussão

5.1 Parâmetros e Cenário de Teste para Oti-

mização de Manutenção do HPIS

Para o presente estudo de otimização da poĺıtica de manutenção do sistema HPIS,

foram adotados valores caracteŕısticos da literatura para os custos de manutenção

e reparo dos componentes[11]. O tempo total de missão considerado para o sistema

foi de 540 dias, que corresponde ao peŕıodo médio entre recargas[31].

Os tempos dedicados à realização de uma manutenção, foram especificados para

cada tipo de componente[31]:

• Válvula (TMV): 8 horas.

• Bomba (TMB): 24 horas.

Os parâmetros da distribuição de Weibull, utilizados para modelar a falha dos

componentes e o fator de envelhecimento, são os seguintes[31]:

• Válvulas (mv): 1,35.

• Bombas (mb): 1,8 (este valor indica o fator de envelhecimento das bombas).

• Válvulas (θv): 600 dias (representa a vida caracteŕıstica das válvulas).

• Bombas (θb): 1800 dias (representa a vida caracteŕıstica das bombas).

Os valores de custo para manutenção e reparo de dolár por hora dos componentes

foram especificados para cada tipo de componente[11]:
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• Válvulas(Cmv): 20

• Válvulas(Crv): 20

• Bombas(Cmb): 20

• Bombas(Crb): 20

É importante ressaltar a poĺıtica de manutenção adotada, que leva em consi-

deração a diferença nos tempos de reparo dos componentes. Devido ao fato de

o tempo necessário para um reparo na bomba ser significativamente maior que o

tempo estipulado para uma válvula, definiu-se que, quando uma válvula passar

por qualquer tipo de manutenção (seja preventiva ou corretiva), apenas testes (ma-

nutenção preventiva) serão efetuados nas bombas. Contudo, quando a bomba for

submetida a uma parada para manutenção, ambas as modalidades de intervenção

(testes e reparos, sejam preventivos ou corretivos) podem ser realizadas em ambos

os componentes (válvulas e bombas).

Neste trabalho, a avaliação do desempenho do algoritmo Cuckoo Search (CS)

para o problema real foi conduzida por meio de testes experimentais. Para o cenário

único de otimização monobjetivo, foram realizadas cinco execuções independentes.

Estas execuções abrangeram variações no tamanho da população (20, 50 e 100 in-

div́ıduos) e no número de gerações (500, 1000 e 2000 gerações), permitindo uma

análise abrangente da convergência e da estabilidade do algoritmo sob distintas con-

figurações computacionais.

Em contraste, para o algoritmo Multi-objective Cuckoo Search (MOCS), foram

realizados três testes independentes, todos com 5000 gerações, porém com variações

no tamanho da população (20, 50 e 100 indiv́ıduos). Essa abordagem metodológica

permite avaliar o impacto do tamanho da população na convergência e diversidade

da Frente de Pareto, que representa o conjunto de soluções não-dominadas no espaço

de objetivos. A análise comparativa desses resultados fornece insights sobre a ca-

pacidade do MOCS em equilibrar trade-offs entre os objetivos conflitantes sob dife-

rentes configurações computacionais, garantindo robustez na exploração do espaço

de soluções.
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5.2 Resultados

5.2.1 Cuckoo Search

Os resultados dos cinco testes estão apresentados nas tabelas 5.1,5.2 ,5.3 ,5.4 ,

5.5, 5.6, 5.7, 5.8 e 5.9.

População Gerações Fitness Custo Risco

20 500 0.001550 1866.96 0.003909

20 500 0.001326 1534.07 0.003727

20 500 0.001727 1979.60 0.004972

20 500 0.001657 2152.45 0.003204

20 500 0.001250 1362.12 0.004041

Tabela 5.1: Resultados para 500 Gerações com uma População de 20 indiv́ıduos

A Tabela 5.1 revela uma significativa variabilidade nos resultados (38,2% no fit-

ness e 58,% nos custos) em execuções com população reduzida (20 indiv́ıduos) e

poucas gerações (500), onde a solução de menor custo ($1362,12) apresenta risco

26,1% superior à de menor risco (0,003204), evidenciando o clássico trade-off en-

tre esses objetivos e a necessidade de múltiplas execuções para evitar convergência

prematura, conforme o comportamento esperado do algoritmo em fases iniciais de

busca.

População Gerações Fitness Custo Risco

20 1000 0.001165 1096.28 0.004845

20 1000 0.001099 1169.31 0.003725

20 1000 0.001231 1430.33 0.003422

20 1000 0.001334 1453.20 0.004319

20 1000 0.001178 1128.21 0.004770

Tabela 5.2: Resultados para 1000 Gerações com uma População de 20 indiv́ıduos

A Tabela 5.2 demonstra que o algoritmo encontrou soluções balanceadas entre

custo e risco, com destaque para a segunda linha (fitness 0,001099, custo $1169,31,
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risco 0,003725), que representa o melhor equiĺıbrio entre desempenho e segurança,

enquanto a terceira linha oferece o menor risco (0,003422) a um custo mais ele-

vado ($1430,33), evidenciando a capacidade do método em explorar diferentes com-

pensações mesmo com uma população reduzida de 20 indiv́ıduos ao longo de 1000

gerações.

População Gerações Fitness Custo Risco

20 2000 0.001087 1076.34 0.004189

20 2000 0.001070 1017.60 0.004375

20 2000 0.001150 1157.77 0.004313

20 2000 0.001033 985.071 0.004216

20 2000 0.001198 1145.96 0.004861

Tabela 5.3: Resultados para 2000 Gerações com uma População de 20 indiv́ıduos

A Tabela 5.2 demonstra uma melhoria consistente em relação à configuração

com 500 gerações, com variação reduzida de 21,4% no fitness e 32,6% nos custos,

onde a solução de melhor desempenho (linha 2: fitness 0,001099) apresenta um

equiĺıbrio ideal entre custo ($1169,31) e risco (0,003725), sugerindo que o aumento

para 1000 gerações proporcionou uma exploração mais eficiente do espaço de busca,

com destaque para a solução na linha 3 que combina o menor risco (0,003422) com

custo moderado ($1430,33), indicando a capacidade do algoritmo em refinar soluções

mesmo com população pequena.

População Gerações Fitness Custo Risco

50 500 0.001443 1697.26 0.003885

50 500 0.001373 1667.85 0.003373

50 500 0.001425 1664.38 0.003910

50 500 0.001375 1550.84 0.004122

50 500 0.001186 1224.50 0.004258

Tabela 5.4: Resultados para 500 Gerações com uma População de 50 indiv́ıduos

A Tabela 5.4 revela que o aumento da população para 50 indiv́ıduos, mantendo
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500 gerações, resultou em uma menor dispersão nos valores de fitness (variação de

21,7%) e custos (variação de 38,6%) em comparação com configurações de menor

população, destacando-se a solução da linha 5 que apresenta o melhor compromisso

com fitness de 0,001186 e custo de $1224,50, embora com risco ligeiramente elevado

(0,004258), enquanto a linha 2 oferece o menor risco (0,003373) com custo compe-

titivo ($1667,85), demonstrando que o maior tamanho populacional proporcionou

uma busca mais equilibrada mesmo com número limitado de gerações.

População Gerações Fitness Custo Risco

50 1000 0.001026 1091.36 0.003481

50 1000 0.001018 995.75 0.003991

50 1000 0.001121 1127.89 0.004207

50 1000 0.001083 1118.25 0.003887

50 1000 0.001123 1156.17 0.004046

Tabela 5.5: Resultados para 1000 Gerações com uma População de 50 indiv́ıduos

A Tabela 5.5 demonstra uma melhoria significativa na qualidade das soluções

quando comparada à configuração com 500 gerações, evidenciando que o aumento no

número de gerações para 1000 com população de 50 indiv́ıduos resultou em soluções

mais otimizadas, com destaque para a linha 2 que apresenta o melhor equiĺıbrio

global (fitness 0,001018, custo $995,75 e risco 0,003991), enquanto a linha 1 oferece

o menor risco (0,003481) com custo apenas 9,6% superior ($1091,36), confirmando

a eficácia desta configuração para problemas que exigem soluções balanceadas entre

custo e confiabilidade operacional.
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População Gerações Fitness Custo Risco

50 2000 0.000993 971.54 0.003892

50 2000 0.000910 781.22 0.004251

50 2000 0.000955 864.39 0.004185

50 2000 0.000897 846.19 0.003712

50 2000 0.000903 719.20 0.004559

Tabela 5.6: Resultados para 2000 Gerações com uma População de 50 indiv́ıduos

A Tabela 5.6 apresenta os melhores resultados do CS, destacando que: (1) a con-

figuração de 50 indiv́ıduos e 2000 gerações alcançou o menor fitness geral (0,000897)

com risco de 0,003712 e custo de $846,19; (2) observa-se uma variação de 32,4% nos

custos ($719,20 a $971,54) para uma variação de apenas 22,8% no risco (0,003712 a

0,004559); (3) a solução com menor custo ($719,20) apresenta risco apenas 22,8% su-

perior ao mı́nimo, demonstrando a eficácia desta configuração em explorar soluções

economicamente vantajosas sem comprometer excessivamente a segurança do sis-

tema.

População Gerações Fitness Custo Risco

100 500 0.001130 1127.34 0.004298

100 500 0.001275 1395.06 0.004086

100 500 0.001160 1349.60 0.003221

100 500 0.001118 1202.02 0.003711

100 500 0.001199 1278.98 0.004050

Tabela 5.7: Resultados para 500 Gerações com uma População de 100 indiv́ıduos

A Tabela 5.7 mostra resultados do CS com 100 indiv́ıduos e 500 gerações, reve-

lando que: (1) mesmo com população grande, o baixo número de gerações resultou

em dispersão considerável (variação de 23,7% nos custos); (2) a solução da linha 4

apresenta o melhor equiĺıbrio (fitness 0,001118, custo $1202,02, risco 0,003711); (3)

enquanto a linha 3 tem o menor risco (0,003221), porém com custo 12% superior,

mostrando os trade-offs caracteŕısticos de configurações iniciais do algoritmo. Estes
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resultados confirmam que mesmo populações maiores requerem gerações suficientes

para convergência ótima.

População Gerações Fitness Custo Risco

100 1000 0.001074 1050.48 0.004219

100 1000 0.001018 1053.68 0.003640

100 1000 0.000953 889.67 0.004001

100 1000 0.001005 1059.52 0.003466

100 1000 0.001028 966.91 0.004277

Tabela 5.8: Resultados para 1000 Gerações com uma População de 100 indiv́ıduos

A Tabela 5.8 demonstra que a configuração com 100 indiv́ıduos e 1000 gerações

alcançou melhores resultados que versões anteriores, com: (1) menor fitness global

(0,000953) e custo mais baixo ($889,67) na linha 3; (2) a solução da linha 4 oferece o

menor risco (0,003466) com custo competitivo ($1059,52); e (3) a linha 2 apresenta

o melhor equiĺıbrio geral (fitness 0,001018, risco 0,003640 e custo $1053,68). A

redução média de 15% nos custos em relação à tabela anterior (100/500) comprova

que o aumento para 1000 gerações melhorou significativamente a eficiência da busca,

mantendo a variabilidade de soluções (diferença de 19,1% entre os custos extremos).

População Gerações Fitness Custo Risco

100 2000 0.000986 884.04 0.004367

100 2000 0.000965 807.90 0.004635

100 2000 0.000899 760.99 0.004264

100 2000 0.000856 728.44 0.004033

100 2000 0.000911 929.15 0.003336

Tabela 5.9: Resultados para 2000 Gerações com uma População de 100 indiv́ıduos

A Tabela 5.9 apresenta os resultados finais do algoritmo CS na configuração de

100 indiv́ıduos e 2000 gerações, demonstrando: (1) a solução ótima (linha 4) com

menor custo ($728,44) e fitness mı́nimo (0,000856), mantendo risco em 0,004033;

(2) a solução de menor risco (linha 5: 0,003336) apresenta custo 27,5% superior
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($929,15); e (3) a linha 2 mostra custo de $807,90 com risco de 0,004635. A análise

comparativa revela redução média de 18,2% nos custos e melhoria de 12,7% no fitness

em relação à configuração com 1000 gerações, comprovando a eficácia do aumento

no número de iterações. A variação observada nos parâmetros de risco (0,003336-

0,004635) segue padrão consistente com a literatura técnica para problemas desta

natureza.

5.2.2 Multi Objective Cuckoo Search

O desempenho do algoritmo Multi-objective Cuckoo Search (MOCS) foi avaliado

com diferentes tamanhos de população (20, 50 e 100 indiv́ıduos), mantendo 5.000

gerações e probabilidade de abandono (Pa) de 0,25. As Figuras 5.1, 5.2 e 5.3 apre-

sentam as frente de Pareto resultantes para cada configuração populacional testada.

Nas Tabelas 5.10,5.11 e 5.12, são destacados os cinco melhores resultados em relação

à métrica de risco mı́nimo, considerando o trade-off entre risco e custo operacional.

Figura 5.1: Gráfico do risco x custo para 20 indiv́ıduos
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População Gerações Risco Custo

20 5000 0,016461 721,30

20 5000 0,017910 718,92

20 5000 0,019735 684,64

20 5000 0,021618 678,04

20 5000 0,023029 677,07

Tabela 5.10: Resultados de Otimização (Risco e Custo) para 20 indiv́ıduos

Para 20 indiv́ıduos e 5.000 gerações, o MOCS gerou soluções com riscos entre

0,016 e 0,023 e custos de $677 a $721, evidenciando uma relação inversa clássica en-

tre essas variáveis. A frente de Pareto resultante mostra dispersão moderada, com

a solução de menor risco custando apenas 6,5% a mais que a de menor custo, de-

monstrando a capacidade do algoritmo de explorar eficientemente trade-offs mesmo

com população reduzida.

Figura 5.2: Gráfico do risco x custo para 50 indiv́ıduos
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População Gerações Risco Custo

50 5000 0,007945 345,27

50 5000 0,007976 342,32

50 5000 0,008669 346,73

50 5000 0,012940 341,00

50 5000 0,013148 311,86

Tabela 5.11: Resultados de Otimização (Risco e Custo) para 50 indiv́ıduos

A configuração com 50 indiv́ıduos (Tabela 5.11 e Figura 5.2) apresenta melhoria

significativa, reduzindo os riscos para 0,0079-0,0131 e custos para $311-$346. A

solução ótima (risco 0,007945, custo $345,27) mostra que o aumento populacional

permitiu melhor exploração do espaço de soluções, com a frente de Pareto exibindo

maior diversidade de alternativas equilibradas. Destaca-se a solução de custo mı́nimo

($311,86) que mantém risco controlado (0,013148), demonstrando a eficácia desta

configuração.
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Figura 5.3: Gráfico do risco x custo

População Gerações Risco Custo

100 5000 0,005304 381,54

100 5000 0,006349 301,75

100 5000 0,007375 491,80

100 5000 0,007414 474,44

100 5000 0,008316 410,91

Tabela 5.12: Resultados de Otimização (Risco e Custo) para 100 indiv́ıduos

Para 100 indiv́ıduos (Tabela 5.12 e Figura 5.2), o MOCS alcançou seu melhor

desempenho, com riscos entre 0,0053-0,0083 e custos de $301-$491. A solução de

menor risco (0,005304) apresenta custo competitivo ($381,54), enquanto a de menor

custo ($301,75) mantém risco moderado (0,006349). A frente de Pareto mostra maior

densidade de soluções não-dominadas, com distribuição mais uniforme, evidenciando
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que o aumento populacional melhorou tanto a qualidade quanto a diversidade das

soluções.

5.3 Análise dos Resultados do CS e do MOCS

A partir dos resultados obtidos para o Cuckoo Search (CS) e o Multi-objective

Cuckoo Search (MOCS), foi posśıvel analisar o comportamento de convergência de

cada abordagem quando aplicadas ao problema de manutenção do HPIS. É impor-

tante ressaltar que ambos os algoritmos têm o mesmo papel fundamental: buscar

soluções para mais de um objetivo simultaneamente. Portanto, não se trata de de-

terminar qual método é “melhor” de forma absoluta, mas sim de compreender como

cada um se comporta frente ao problema proposto.

No caso do CS, as execuções forneceram soluções individuais associadas a com-

binações espećıficas de custo e risco, de acordo com a função objetivo ponderada

utilizada. Já o MOCS, por ser um algoritmo multiobjetivo, retorna um conjunto

de soluções não-dominadas distribúıdas na Fronteira de Pareto. Isso proporciona ao

tomador de decisão a possibilidade de selecionar a alternativa mais alinhada às suas

prioridades, seja ela de menor custo ou de menor risco.

A Tabela 5.13 ilustra alguns resultados representativos de cada abordagem.

Observa-se que o CS apresentou soluções com riscos ligeiramente menores em al-

guns casos, enquanto o MOCS forneceu alternativas com custos consideravelmente

reduzidos, mas mantendo os riscos dentro de ńıveis aceitáveis. O aspecto central é

que o MOCS não entrega uma única solução, e sim um leque de possibilidades que

evidenciam os trade-offs entre risco e custo.

Assim, a principal vantagem observada no MOCS é a diversidade de soluções

obtidas, o que favorece a escolha de um ponto que melhor atenda ao resultado

esperado pelo decisor, sem comprometer a análise técnica. Já o CS, por sua vez,

mostrou-se útil para encontrar soluções espećıficas dentro de um cenário previamente

ponderado, sendo eficaz quando já se conhece a prioridade entre os objetivos.
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Algoritmo Risco Custo ($)

CS (menor risco) 0,003204 2152,45

CS (melhor fitness) 0,004033 728,44

MOCS 0,005304 381,54

MOCS 0,006349 301,75

MOCS 0,007375 491,80

MOCS 0,007414 474,44

MOCS 0,008316 410,91

Tabela 5.13: Resultados representativos obtidos pelo CS e MOCS

Comparando também os dias de parada de acordo com a Tabela 5.14 para o

CS (menor risco), a Tabela 5.15 para o CS (melhor fitness), e a Tabela 5.16 para o

MOCS (melhor resultado), é posśıvel verificar diferenças no padrão de manutenção

gerado por cada método.

Componente Dias de Parada

Válvula 1 16, 46, 86, 137, 187, 230, 268, 280, 287, 435

Válvula 2 70, 238, 301, 312, 505

Válvula 3 69, 122, 130, 138, 260, 390, 527

Válvula 4 8, 16, 36

Bomba 1 14, 75, 166, 192, 279, 293, 322, 402

Bomba 2 68, 83, 116, 135, 280, 283, 328, 348, 372, 377

Bomba 3 17, 57, 84, 110, 150, 232, 255, 362

Tabela 5.14: Dias de Parada por Componente (CS - menor risco)
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Componente Dias de Parada

Válvula 1 2, 30, 58, 123, 160, 262, 513

Válvula 2 20, 103, 289

Válvula 3 2, 184, 539

Válvula 4 12, 32

Bomba 1 193, 220

Bomba 2 262, 358

Bomba 3 57, 165

Tabela 5.15: Dias de Parada por Componente (CS - melhor fitness)

Componente Dias de Parada

Válvula 1 19, 57

Válvula 2 218, 275

Válvula 3 1, 539

Válvula 4 3, 12, 18, 539

Bomba 1 2, 46, 132, 250

Bomba 2 83, 138

Bomba 3 43, 506

Tabela 5.16: Dias de Parada de acordo com o melhor resultado do MOCS para 100

indiv́ıduos e 5000 gerações.

No cenário avaliado, o CS para otimização monobjetivo (considerando o de me-

nor risco) resultou em 51 intervenções de manutenção/reparo. Já o CS com melhor

fitness (menor custo) resultou em um total de 21 intervenções. Em contraste, o

MOCS apresentou uma solução com 18 paradas, representando um padrão de ma-

nutenção mais enxuto. Novamente, não se trata de afirmar superioridade absoluta,

mas de evidenciar que o MOCS oferece diferentes alternativas ao decisor, enquanto

o CS entrega uma solução única de acordo com os pesos definidos.
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Caṕıtulo 6

Conclusão e Trabalhos Futuros

Este trabalho propôs e avaliou a aplicação do algoritmo Cuckoo Search (CS) em

sua versão padrão e de seu análogo multiobjetivo, o Multi-objective Cuckoo Search

(MOCS), para a otimização do planejamento de manutenção em sistemas cŕıticos de

usinas nucleares. O foco foi o Sistema de Injeção de Alta Pressão (HPIS) de Reatores

de Água Pressurizada (PWR), visando integrar a otimização de custos e riscos à

confiabilidade operacional. Até onde se tem conhecimento, esta constitui a primeira

aplicação documentada do MOCS para um problema de otimização multiobjetivo

envolvendo o trade-off entre risco e custo em sistemas nucleares.

Os testes de validação do CS padrão, utilizando funções de benchmark como

Esfera, Schaffer e Rastrigin, demonstraram a eficácia do algoritmo em encontrar

mı́nimos globais para a maioria dos cenários avaliados. O CS apresentou boa capa-

cidade de convergência em funções convexas e simétricas (Esfera, com resultados na

ordem de 10−9 para n = 10 e 10−3 para n = 30), e uma precisão notável em funções

multimodais de baixa dimensão (Schaffer, com resultados na ordem de 10−17 para

n = 2). No entanto, observou-se que o aumento da dimensionalidade para funções

multimodais mais complexas, como a Rastrigin (n = 30), pode levar à convergência

para mı́nimos locais, evidenciando um desafio inerente à exploração de espaços de

busca de alta complexidade.

A validação do MOCS, por sua vez, foi realizada utilizando funções de teste

multiobjetivo (Schaffer Min-Min, ZDT1 e ZDT3). Os resultados gráficos (Figuras

3.4, 3.5 e 3.6) confirmaram que o MOCS obteve boa performance na aproximação

das Frentes de Pareto verdadeiras. Para as funções com Frentes de Pareto con-
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vexas e cont́ınuas (Schaffer Min-Min e ZDT1), os ninhos gerados pelo MOCS se

mostraram notavelmente próximos da fronteira ótima, indicando boa capacidade

de convergência e boa distribuição das soluções. Mesmo para a desafiadora função

ZDT3, com sua Frente de Pareto descont́ınua, o MOCS conseguiu se aproximar

satisfatoriamente das diferentes seções da fronteira, demonstrando sua eficácia em

lidar com a multimodalidade e descontinuidades no espaço objetivo. Essa capaci-

dade do MOCS de gerar diversidade através dos voos de Lévy e da estratégia de

abandono de ninhos é crucial para a otimização multiobjetivo.

Na aplicação ao problema real do Sistema HPIS, a análise permitiu observar o

comportamento de cada abordagem frente a um problema com múltiplos objetivos.

O CS, ao ser executado de forma monobjetivo, apresentou soluções pontuais com

valores de risco e custo espećıficos, enquanto o MOCS forneceu uma Frente de Pareto

com diversas alternativas de compromisso entre risco e custo. Essa caracteŕıstica

do MOCS favorece a escolha de soluções que melhor atendam às prioridades do

tomador de decisão, seja pela minimização do risco, seja pela redução do custo. Em

termos de cronograma de manutenção, observou-se que o MOCS resultou em um

total de 18 paradas para manutenção, enquanto o CS, nas configurações analisadas,

apresentou 51 paradas (menor risco) e 21 paradas (melhor custo). Essa diferença

reflete a flexibilidade que a abordagem multiobjetivo oferece, permitindo balancear

critérios conflitantes sem fixar pesos ou priorizações previamente.

Para trabalhos futuros, sugere-se a expansão do modelo do HPIS para incluir

mais complexidades e detalhes operacionais. A comparação do MOCS com outros

algoritmos multiobjetivo de ponta em problemas de otimização de manutenção rea-

listas pode oferecer insights adicionais. Por fim, a implementação de uma interface

que permita aos tomadores de decisão interagir com a Frente de Pareto para explorar

os trade-offs de forma mais intuitiva seria de grande valor prático.
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