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Este Trabalho de Conclusao de Curso investiga a aplicacao de diferentes arqui-
teturas de Redes Neurais Artificiais (RNAs) para a predi¢ao de dois parametros
criticos no nicleo de reatores nucleares do tipo Pressurized Water Reactor (PWR):
a concentragao critica de boro (CCB) e o fator de pico de poténcia radial (Fxy).
Com dados representativos de arranjos de recarga do reator de Angra 1, o estudo
desenvolve, treina e compara cinco arquiteturas distintas de redes neurais: Enhan-
ced_CNN, RNN, LSTM, ConvLSTM e CNN_LSTM _Hybrid. Os dados de entrada sao
compostos por mapas bidimensionais dos fatores de multiplicagao infinitos (k..) dos
elementos combustiveis. A metodologia envolve um protocolo experimental padro-
nizado, pré-processamento com normaliza¢ao, validacao cruzada e uso de métricas
como R2, MAE e MSE. Os resultados indicam que modelos com componentes con-
volucionais superam significativamente as arquiteturas puramente sequenciais, prin-
cipalmente na predi¢ao de parametros sensiveis a distribuicao espacial como o Fxy.
O modelo ConvLSTM demonstrou o melhor desempenho geral, com alta acuracia
e estabilidade de treinamento. Conclui-se que a integracdo de RNAs ao processo
de predigao de parametros nucleares pode contribuir de forma significativa para a

otimizacao de recargas e para a seguranca operacional de usinas nucleares brasileiras.
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This Final Degree Project investigates the application of different Artificial Neu-
ral Network (ANN) architectures for predicting two critical parameters in Pressur-
ized Water Reactors (PWRs): the soluble boron concentration (CCB) and the radial
power peaking factor (Fxy). Based on fuel reload data from the Angra 1 reactor,
the study develops, trains, and compares five ANN architectures: Enhanced CNN,
RNN, LSTM, ConvLSTM, and CNN_LSTM _Hybrid. The input data consist of two-
dimensional maps of infinite multiplication factors (ko) from fuel elements. The
methodology includes a standardized experimental protocol, data normalization,
cross-validation, and performance metrics such as R2, MAE, and MSE. Results show
that models incorporating convolutional components outperform purely sequential
architectures, especially in predicting parameters with high spatial sensitivity such
as Fxy. ConvLSTM achieved the best overall performance, combining high accuracy
and training stability. The study concludes that integrating ANNs into nuclear pa-
rameter prediction workflows can significantly support fuel reload optimization and

operational safety in Brazilian nuclear power plants.
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Capitulo 1

Introducao

1.1 Contextualizacao e Relevancia

A busca incessante por fontes de energia que sejam simultaneamente confiaveis,
de baixo impacto ambiental e capazes de suprir a crescente demanda global tem
posicionado a energia nuclear como um componente vital na matriz energética de
diversas nagoes. A Agéncia Internacional de Energia Atomica (IAEA) reporta que
a energia nuclear forneceu aproximadamente 10% da eletricidade mundial em 2022,
com projegoes de crescimento continuo em cenarios de transicao para economias de
baixo carbono[l]. Dentre as tecnologias de reatores nucleares em operacao, os Rea-
tores de Agua Pressurizada (PWR — Pressurized Water Reactor) destacam-se pela
sua maturidade tecnoldgica, histérico de seguranca robusto e ampla utilizacao em
todo o mundo, representando em torno de 70% da capacidade nuclear instalada glo-
balmente [63]. No Brasil, essa tecnologia é exemplificada pelas usinas do Complexo
Nuclear Almirante Alvaro Alberto, em Angra dos Reis, que desempenham um papel
estratégico na seguranca energética do pais, contribuindo significativamente para o
Sistema Interligado Nacional (SIN).

O funcionamento seguro e eficiente de um reator PWR estd diretamente ligado a
capacidade de prever e controlar, com precisao, uma série de parametros neutronicos
e termohidraulicos do nucleo. Entre eles estao a distribuicao do fluxo de néutrons,
as temperaturas do combustivel e do refrigerante, além da concentracao de venenos
queimaveis. Esses fatores se influenciam mutuamente e sofrem variacoes continuas

ao longo da operacao do reator. Dentro desse contexto, dois parametros ganham



destaque pela sua importancia: a concentragao critica de boro (CCB) no refrigerante
do primério e o fator de pico de poténcia radial (Fxy). Ambos sdo especialmente
relevantes durante as fases de recarga do combustivel e nas variagoes de regime de
poténcia do reator.

A CCB, tipicamente na forma de acido bérico dissolvido na agua, é fundamental
para o controle da reatividade a longo prazo, compensando o excesso de reatividade
inicial do combustivel fresco e o esgotamento gradual do combustivel ao longo do
ciclo operacional. O Fxy, por sua vez, representa a razao entre a poténcia maxima
local e a poténcia média em um plano radial do nicleo, e sua monitoracao e controle
sao essenciais para garantir que os limites térmicos do combustivel nao sejam ex-
cedidos, prevenindo danos aos elementos combustiveis e assegurando a integridade
das barreiras de contencao de material radioativo.

Paralelamente, o campo da Inteligéncia Artificial (IA), e mais especificamente o
Aprendizado de Maquina (AM) e as Redes Neurais Artificiais (RNAs), tem demons-
trado um potencial transformador em diversas areas da engenharia e da ciéncia.
A capacidade das RNAs em modelar relagoes complexas e nao lineares a partir de
grandes volumes de dados, sem a necessidade de um modelo fisico explicito e com-
pleto, as torna candidatas promissoras para abordar desafios computacionalmente
intensivos na engenharia nuclear.

Nos ultimos anos, o avanco da inteligéncia artificial, especialmente das redes
neurais profundas, tem possibilitado novas abordagens para a modelagem de siste-
mas fisicos complexos. Redes neurais convolucionais (CNNs), em particular, tém
demonstrado notavel desempenho em tarefas que envolvem padroes espaciais e da-
dos estruturados em malhas regulares, como ocorre nas simulagoes de ntcleos de
reatores nucleares. Estudos recentes destacam o uso de CNNs na predi¢ao de fluxos
de néutrons e na estimativa de parametros reativos com elevado grau de acurécia,
reduzindo significativamente o tempo computacional em comparacao com métodos
tradicionais.

Em particular, arquiteturas hibridas como as Redes Neurais Convolucionais Long
Short-Term Memory (ConvLSTM), que combinam a capacidade de extracao de ca-
racteristicas espaciais das CNNs com a modelagem de dependéncias temporais ou

sequenciais das LSTMs, surgem como uma fronteira promissora para a predicao de



parametros dinamicos e espacialmente distribuidos em sistemas complexos como o
nucleo de um reator. Tais modelos sao particularmente adequados para analisar ma-
pas de distribui¢ao de parametros nucleares, capturando tanto sua estrutura espacial

quanto suas interdependéncias.

1.2 Justificativa

A operacao de usinas nucleares é cercada por rigorosos requisitos de seguranca
e eficiéncia, auditados por orgaos reguladores nacionais e internacionais, como a
Comissao Nacional de Energia Nuclear (CNEN) no Brasil e a IAEA em nivel global
[58, 64]. Os métodos tradicionais para simulagdo de pardmetros de reatores, como
os cddigos baseados em transporte de néutrons (e.g., MCNP, Serpent) ou difusao
neutronica (e.g., PARCS, NESTLE), embora consolidados e capazes de fornecer alta
precisao, demandam um esforco computacional intensivo e tempo consideravel para
execucao, especialmente quando se avaliam multiplos cenarios de recarga, estados
operacionais transientes ou quando se necessita de calculos de alta fidelidade para
todo o nicleo.

Esta demanda computacional pode impor limitagoes na otimizagao de ciclos de
combustivel, que buscam maximizar a utilizacao da energia contida no combustivel
nuclear de forma segura, e na tomada de decisao agil em cendrios operacionais
dinamicos ou nao previstos. Neste contexto, a aplicacao de modelos de IA, como as
RNAs, para a predicao rapida e acurada de parametros criticos do nicleo apresenta
uma justificativa robusta e multifacetada.

Os resultados preliminares deste trabalho, com modelos ConvLSTM alcancando
R2 superior a 0,99 para concentracao de boro e 0,94 para fator de pico, demonstram
o potencial transformador desta abordagem para a engenharia nuclear brasileira,
particularmente para as operacoes das usinas nucleares de Angra. Tais modelos,
uma vez treinados com dados representativos, podem oferecer predicoes quase em
tempo real, complementando as ferramentas tradicionais e oferecendo uma alterna-
tiva computacionalmente eficiente.

A demonstracao da viabilidade e da precisao dessa abordagem pode trazer con-

tribuicoes significativas para a industria nuclear, particularmente para usinas como



as de Angra, ao fornecer uma ferramenta computacionalmente eficiente para auxi-
liar no complexo processo de planejamento de recargas, na otimizacao do uso do
combustivel e no suporte a decisao operacional, sempre com foco na manutencao e,
idealmente, no aprimoramento das margens de seguranca.

Este trabalho se justifica, portanto, pela necessidade de explorar e validar
métodos inovadores que possam aumentar a eficiéncia e a seguranca da operagao de
reatores nucleares, alinhando-se aos esforcos globais de modernizacao e otimizagao
do setor nuclear através da incorporacgao de tecnologias digitais avancadas e da in-
teligéncia artificial. Esta tendéncia é fortemente encorajada por relatérios recentes
da Agéncia Internacional de Energia Atomica (IAEA) e outras instituigoes de re-

feréncia, que apontam a IA como uma tecnologia chave para o futuro da energia

nuclear [61, 82].

1.3 Problema de Pesquisa

O problema central que este trabalho busca enderecar pode ser formulado através
das seguintes questoes de pesquisa, refinadas e contextualizadas com base nos resul-

tados experimentais obtidos:

1. E vidvel utilizar diferentes arquiteturas de Redes Neurais Artificiais para pre-
ver com acuracia e generalizacao a concentracao critica de boro soluvel e o fator
de pico de poténcia radial em diferentes configuracgoes de arranjos de recarga de
um reator nuclear do tipo PWR, utilizando como dados de entrada os fatores
de multiplicagao infinitos (k) dos elementos combustiveis? Qual arquitetura

apresenta melhor desempenho e robustez para cada parametro especifico?

2. Qual o nivel de precisao e as métricas de desempenho (Coeficiente de Deter-
minacao R? Erro Absoluto Médio (MAE), Erro Quadratico Médio (MSE))
que podem ser consistentemente alcancados por diferentes arquiteturas de re-
des neurais, e como essa precisao se compara entre os parametros estudados e

com os requisitos de seguranca e operacionais da industria?

3. Como diferentes arquiteturas de redes neurais ( CNN, RNN, LSTM, Con-
vLSTM, CNN_LSTM _Hybrid) se comportam em termos de estabilidade de



treinamento, velocidade de convergéncia e capacidade de generalizagao para
os parametros nucleares em estudo? Quais caracteristicas arquiteturais sao

mais importantes para cada tipo de parametro?

4. De que forma a aplicacao de redes neurais pode auxiliar e otimizar o processo
de calculo de parametros durante a recarga de reatores nucleares, considerando
os métodos tradicionais utilizados atualmente nas usinas? Quais os potenciais
beneficios em termos de reducao de tempo computacional, otimizacao de re-
cursos e suporte a decisao, e quais os desafios praticos para sua implementagao

em um ambiente operacional real?

Este trabalho apresenta uma abordagem comparativa e original que aplica dife-
rentes arquiteturas de redes neurais a predicao de parametros do nicleo de um reator
PWR. Os modelos foram desenvolvidos a partir de dados organizados de forma a
preservar a distribuicao espacial dos elementos combustiveis, uma caracteristica es-
sencial para representar com fidelidade os fenomenos fisicos envolvidos. Ao explorar
diretamente essa estrutura espacial dos dados — fundamental para o entendimento
do comportamento neutronico no nicleo —, o estudo permite avaliar, de forma
sistematica, as vantagens e limitacoes de distintos paradigmas de aprendizado de

maquina aplicados a engenharia nuclear.

1.4 Objetivos

1.4.1 Objetivo Geral

O objetivo geral deste Trabalho de Conclusao de Curso é desenvolver, treinar, va-
lidar e analisar criticamente cinco arquiteturas distintas de Redes Neurais Artificiais
(Enhanced_.CNN, RNN, LSTM, ConvLSTM e CNN_LSTM_Hybrid) para a predi¢ao
da concentracao critica de boro solivel e do fator de pico de poténcia radial em
arranjos de recarga de um reator nuclear do tipo PWR. A anélise visa determinar
a precisao, robustez e adequacao de cada arquitetura como ferramenta computacio-
nalmente eficiente de auxilio ao planejamento de recargas, a otimizacao do ciclo de
combustivel e a operagao segura e eficiente dessas instalagoes, contribuindo para a

discussao sobre a integracao da IA na engenharia nuclear brasileira.



1.4.2 Objetivos Especificos

Para alcancar o objetivo geral, os seguintes objetivos especificos sao propostos:

e Realizar uma revisao bibliografica aprofundada sobre os fundamentos de rea-
tores nucleares PWR, a importancia dos parametros de concentracao de boro
e fator de pico de poténcia, os principios de Redes Neurais Artificiais com
foco em arquiteturas CNN, RNN, LSTM e ConvLSTM, e quais sao as contri-
buicoes mais relevantes de suas aplicacoes na engenharia nuclear para predi¢ao

de parametros, monitoramento e otimizacao.

e Implementar e configurar cinco arquiteturas distintas de redes neurais (Enhan-
ced.CNN, RNN, LSTM, ConvLSTM e CNN_LSTM_Hybrid) para a predi¢ao
dos parametros de interesse, estabelecendo um protocolo experimental rigoroso

que garanta comparacao justa entre as diferentes abordagens.

e Detalhar e justificar a metodologia experimental empregada, incluindo a ca-
racterizacao dos dados de entrada (mapas de fatores k), o pré-processamento
aplicado, as arquiteturas implementadas, o processo de treinamento com di-
ferentes otimizadores e as métricas de avaliagdo de desempenho (R?, MAE,

MSE).

e Apresentar, analisar e discutir criticamente os resultados obtidos por cada
arquitetura na predicao da concentracao de boro e do fator de pico, incluindo
analise comparativa de desempenho, estabilidade de treinamento, velocidade

de convergéncia e adequagao para cada parametro especifico.

e Avaliar a acuracia, capacidade de generalizacao e robustez dos modelos desen-
volvidos, identificando as arquiteturas mais adequadas para cada parametro e
analisando as implicacoes dos resultados para aplicacoes praticas na engenha-

ria nuclear.

e Discutir as implicacoes dos resultados para a segurancga e eficiéncia operacional
de usinas nucleares, o potencial de integracao com métodos tradicionais, as
limitacoes identificadas e as dire¢oes para trabalhos futuros, contextualizando

os achados no panorama da modernizacao digital do setor nuclear.



e Contribuir para o avanco do conhecimento na aplicacao de inteligéncia artifi-
cial a engenharia nuclear, fornecendo insights sobre a adequacao de diferen-
tes arquiteturas de redes neurais para problemas especificos de predicao de
parametros nucleares e estabelecendo uma base cientifica sélida para desen-

volvimentos futuros na area.

Este trabalho contribui de forma relevante para ampliar o entendimento sobre
como a inteligéncia artificial pode ser aplicada a engenharia nuclear, especialmente
considerando o contexto operacional brasileiro e as particularidades das usinas do
complexo de Angra dos Reis. Ao comparar de forma sistematica diferentes arqui-
teturas de redes neurais, o estudo oferece insights importantes sobre qual tipo de
abordagem de aprendizado de maquina se mostra mais adequada para diferentes
desafios da fisica de reatores, trazendo avancos inovadores para o uso da IA no setor

nuclear.



Capitulo 2

Referencial Teorico

2.1 Engenharia Nuclear e Reatores de Agua Pres-

surizada (PWR)

Os Reatores de Agua Pressurizada (PWR) constituem a tecnologia de reator
nuclear mais difundida globalmente, respondendo por uma parcela significativa da
geragao de eletricidade de origem nuclear [63]. Este capitulo explora os fundamentos
da engenharia nuclear pertinentes aos PWRs, detalhando seus principios de funcio-
namento, os componentes criticos do nicleo, os parametros operacionais essenciais,
o contexto do ciclo de combustivel e os métodos tradicionais de analise, com foco

na relevancia para a predicao de parametros utilizando inteligéncia artificial.
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Figura 2.1: Diagrama esquematico do nicleo de um reator PWR e seus componentes
macro: elementos combustiveis, moderador/refrigerante (dgua pressurizada), barras

de controle, vaso de pressao e gerador de vapor.



2.1.1 Principios de Funcionamento de Reatores PWR

A geracao de energia em um reator PWR baseia-se no processo de fissao nuclear
controlada. Néutrons induzem a fissao de nucleos de atomos pesados, tipicamente
Uréanio-235 (U-235) ou Plutonio-239 (Pu-239), liberando uma quantidade substan-
cial de energia na forma de calor, além de mais néutrons que sustentarao a reagao
em cadeia [6]. A equagao geral simplificada para a fissdo do U-235 por um néutron

térmico pode ser representada como:

oU 44 n —>§11 X +‘§22 Y + yyn + Energia(~ 200 MeV)

Onde X e Y sao produtos de fissao e v é o niumero médio de néutrons liberados
por fissdo (aproximadamente 2.43 para U-235 térmico). Para manter uma reagao
em cadeia auto-sustentada e estavel (criticidade), o fator de multiplicacao efetivo
de néutrons (keg) deve ser igual a 1. Este fator é definido como a razao entre o
nimero de néutrons na geragao atual e o niimero de néutrons na geragao anterior.
A cinética dos reatores é descrita pelas equacoes que relacionam a taxa de variacao
da populacao de néutrons com a reatividade (p = (keg — 1)/kegr) € a vida média dos
néutrons prontos e precursores de néutrons atrasados [2].

Em um PWR, essa reagao ocorre no nucleo do reator, que contém os elementos
combustiveis. O calor gerado é removido por um refrigerante, agua leve (HyO)
mantida sob alta pressao (tipicamente em torno de 155 bar ou 2250 psia) para evitar
sua ebuli¢do, mesmo a altas temperaturas (aproximadamente 290-325°C na entrada
e saida do ntcleo, respectivamente) [7]. Esta dgua pressurizada circula através do
vaso do reator, transferindo o calor para um circuito secundério de geradores de
vapor. No circuito secundario, a agua entra em ebulicao, produzindo vapor que
aciona turbinas conectadas a geradores elétricos. A separacao fisica entre o circuito
primério (que contém material radioativo) e o secundario (nao radioativo) é uma
caracteristica fundamental de seguranca dos reatores PWR, minimizando o risco de
liberacao de radioatividade para o meio ambiente em condi¢oes normais de operagao

e em certos cendrios de acidente [7].



2.1.2 O Nucleo do Reator e Seus Componentes

O ntcleo do reator PWR é uma estrutura complexa e precisamente arranjada,
projetada para otimizar a reacao de fissao em cadeia e a remocao de calor. Seus

principais componentes incluem [3, 8J:

¢ Elementos Combustiveis: Sao tipicamente constituidos por varetas longas
e finas contendo pastilhas ceramicas de diéxido de uranio (UO;) enriquecido
a niveis de 3-5% em U-235. Essas varetas sao seladas hermeticamente em
tubos de uma liga de zirconio (Zircaloy), que possui baixa se¢ao de choque de
absorcao de néutrons e boa resisténcia a corrosao. As varetas sao agrupadas
em arranjos (ou montagens) combustiveis, geralmente de segao quadrada (e.g.,

17x17 varetas), que formam a estrutura bésica do nicleo.

e Moderador: Em PWRs, a prépria dgua do refrigerante primario atua como
moderador. Sua funcao é reduzir a energia cinética dos neutrons rapidos libe-
rados na fissdo (da ordem de MeV) para energias térmicas (da ordem de 0,025
eV). Néutrons térmicos tém uma probabilidade muito maior (se¢ao de cho-
que de fissdo mais alta) de induzir novas fissdes no U-235, tornando a reagao
em cadeia mais eficiente. A eficacia da moderacao depende da densidade da
agua, que por sua vez é afetada pela temperatura (coeficiente de reatividade
de moderador, geralmente negativo, o que é uma caracteristica de seguranca

importante).

e Refrigerante: Como mencionado, a dgua leve pressurizada remove o calor
do ntcleo e o transporta para os geradores de vapor. O projeto do fluxo de
refrigerante é crucial para evitar pontos quentes e garantir a integridade do

combustivel.

e Barras de Controle: Sao feitas de materiais fortemente absorvedores de
néutrons, como ligas de cddmio-indio-prata (Ag-In-Cd) ou carboneto de boro
(B4C), ou héfnio. Elas sao inseridas ou retiradas do nticleo para controlar a
taxa de fissao e, consequentemente, a poténcia do reator. Sao usadas para
desligamento rapido (SCRAM ou trip) em emergéncias, para compensar va-
riacoes de reatividade de curto prazo (e.g., durante mudangas de poténcia) e

para moldar a distribuicao de poténcia axial.
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e Refletor de Néutrons: Circunda o ntcleo e é feito de materiais que es-
palham néutrons de volta para o nicleo (e.g., dgua, aco). Isso melhora a
economia de néutrons (reduzindo o vazamento de néutrons) e achatando a dis-
tribuicao de fluxo neutronico, o que contribui para uma queima mais uniforme

do combustivel e melhor utilizagao do mesmo.

e Estruturas de Suporte: Componentes mecanicos, como as placas supe-
rior e inferior do nicleo e as grades espagadoras dos elementos combustiveis,
que mantém os arranjos combustiveis e outros elementos do ntcleo em suas
posicoes corretas, garantindo a geometria adequada para o fluxo do refrige-

rante e a fisica neutronica.

O projeto detalhado do arranjo dos elementos combustiveis (padrao de carrega-
mento), a localizagdo das barras de controle e o projeto do fluxo do refrigerante sao

cruciais para o desempenho e seguranca do reator.
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Figura 2.2: Vista em corte interno do nucleo de um reator PWR mostrando os
principais componentes do nicleo: elementos combustiveis, barras de controle, mo-

derador /refrigerante, vaso de pressao e estruturas de suporte.

2.1.3 Parametros Criticos do Nucleo e Métodos Tradicio-

nais de Calculo

A operacao segura e eficiente de um reator nuclear exige o monitoramento e
controle precisos de diversos parametros. Os métodos tradicionais para calcular

esses parametros envolvem a solucao de equacoes complexas da fisica de reatores.
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Concentragao de Boro Solivel (CCB)

O boro ¢ introduzido no sistema do reator na forma de dcido bérico (H3BOs),
dissolvido na agua do circuito primario, e funciona como um absorvedor de néutrons
(também conhecido como veneno quimico) uniformemente distribuido por todo o
nucleo. Sua principal fungao é auxiliar no controle da reatividade a longo prazo,
compensando tanto o excesso de reatividade presente no inicio do ciclo — devido
ao uso de combustivel novo — quanto a deplecao progressiva desse combustivel ao
longo da operagao do reator [62]. A medida que o combustivel vai sendo queimado, a
concentracao de boro é gradualmente reduzida por meio de um processo de diluigao,
de forma a manter o reator em estado critico. A previsao precisa da Concentragao
Critica de Boro (CCB) — isto é, a concentragao exata de boro necessaria para
garantir que ke = 1 em uma determinada configuracao de ntcleo e estdgio de
queima — ¢ fundamental para o desempenho seguro e eficiente da usina. Qualquer
imprecisao nessa estimativa pode comprometer o controle da reatividade ou resultar
em uma operagao menos eficiente [9]. A curva de deple¢ao do boro ao longo do ciclo
de operacao €, portanto, um dos principais indicadores de qualidade do projeto de
recarga do combustivel. O calculo da CCB baseia-se na determinagao da reatividade
do nicleo em funcao da concentragao de boro, tarefa geralmente realizada por meio
de cédigos computacionais especializados em fisica de reatores, capazes de simular

com precisao a absorcao de néutrons pelo boro.

Fator de Pico de Poténcia Radial (F,, ou Fap)

O fator de pico de poténcia radial, também chamado de fator de pico de entalpia
(Fag), representa uma medida da nao uniformidade na distribuicdo de poténcia
dentro de um plano horizontal do niicleo do reator. Em termos praticos, ele é definido
como a razao entre a maior poténcia linear registrada em uma vareta combustivel
— ou o maior aumento de entalpia no canal de refrigeragao correspondente — e a
poténcia linear média no ntcleo, ou ainda o aumento médio de entalpia. Trata-se
de um parametro importante para avaliar a seguranca e a eficiéncia da operacao
do reator, uma vez que regioes com picos elevados de poténcia podem estar mais

sujeitas a condigdes térmicas criticas.[8]. Matematicamente, pode ser expresso como:
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Nesse contexto, P’ representa a poténcia linear. Garantir que o fator F,, per-
maneca abaixo dos limites estabelecidos nas especificagoes técnicas de seguranca é
fundamental para prevenir o superaquecimento localizado do combustivel — uma
condicao que pode comprometer a integridade da bainha da vareta combustivel e
resultar na liberacao de produtos de fissao para o refrigerante primario. A distri-
buigao de poténcia dentro do nicleo é diretamente influenciada por diversos fatores,
como o padrao de carregamento do combustivel, a posicao das barras de controle
e o estado de queima do combustivel. Durante o planejamento de um novo ciclo
de recarga, ¢ responsabilidade dos engenheiros garantir que a nova configuragao do
nicleo respeite os limites de F,, em todas as condigdes operacionais previstas [85].
A determinacao da distribuicao de poténcia — e, por consequéncia, do valor de F,
— ¢é uma das principais saidas dos cédigos computacionais de fisica de reatores.
Esses codigos realizam simulagoes complexas baseadas na resolucao da equagao de
difusao neutronica ou, em modelos mais avancados, da equacao de transporte de

néutrons, a fim de fornecer uma estimativa precisa do comportamento do ntucleo sob

diferentes condigoes.

Métodos Tradicionais de Calculo de Parametros do Nucleo

Os célculos de parametros do nticleo, como a distribuicao de fluxo de néutrons,
reatividade, CCB e F,,, sao tradicionalmente realizados utilizando cédigos compu-
tacionais que resolvem numericamente as equacoes da fisica de reatores. A equacao
fundamental que descreve o comportamento dos néutrons no reator é a equacao de

transporte de néutrons, uma equacao integro-diferencial complexa [5]:

10¢(F, E, Q. t)

o VO B Q) + S E)(7, E, Q1) =
v

/ dQ’/ dE'S,(F,E' — E,Q — Q)¢(7, E', V1)
47 0

L X(E) /OOdE’V(E’)Zf(F,E’)/ Y &(7, E', Q1)

4 0 Ar

+ Sext (Fv E7 Qv t)
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Devido a sua complexidade, métodos de solucao direta como Monte Carlo (e.g.,
MCNP, Serpent) sao usados para alta fidelidade, mas sdo computacionalmente
muito caros para calculos de projeto de ntcleo inteiro. Uma aproximagao comum
é a equacao da difusao neutronica, derivada da equagao de transporte sob certas

condigbes (meio opticamente espesso, espalhamento fracamente anisotrépico) [3]:

l 8¢g (7?7 t)

o = V- Dy(T)V (7 ) + T () (7 ) =

G
Z L. —g(T)0g (1) + Xg Z Vg Np.q (F) g (T, 1)
g'#9 g'=1
Esta é uma equagao diferencial parcial resolvida para miltiplos grupos de energia

(g). Codigos como PARCS, SIMULATE, NESTLE resolvem esta equacao usando
métodos numéricos como diferengas finitas ou elementos finitos. Estes codigos
requerem a preparacao de segoes de choque macroscopicas homogeneizadas para
cada regiao do nucleo, geralmente obtidas a partir de cédlculos de célula de rede de
transporte de alta fidelidade (e.g., CASMO, WIMS, DRAGON) [4]. Embora mais
rapidos que o transporte direto, ainda podem ser computacionalmente intensivos
para analises de multiplos cenarios ou otimizagoes complexas, um desafio que a TA

busca mitigar [40, 59].

2.1.4 Importancia da Predicao Precisa de Parametros para

Seguranca e Eficiéncia

A predicao precisa da concentracao critica de boro e do fator de pico de poténcia
radial, entre outros parametros neutronicos e termohidréulicos (como o fator de pico
axial, coeficiente de temperatura do combustivel, etc.), é fundamental para garantir
tanto a seguranca quanto a eficiéncia operacional de um reator PWR. Calculos

precisos permitem:

e Maximizagao da Utilizacao do Combustivel: Otimizar os padroes de re-
carga para atingir a maxima queima de combustivel possivel dentro dos limites
de seguranca, reduzindo os custos do ciclo de combustivel e a quantidade de

residuos gerados [52, 53].
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e Manutencao das Margens de Segurancga: Assegurar que o reator opere
sempre dentro dos limites estabelecidos pelas andlises de seguranca e aprova-
dos pelos 6rgaos reguladores, prevenindo acidentes. Isso inclui garantir que o

Desvio da Ebulicao Nucleada (DNB) néao ocorra.

e Otimizacao do Ciclo Operacional: Um bom projeto de recarga, baseado
em predicoes acuradas, pode estender a duragao do ciclo operacional, aumentar
o fator de capacidade da usina (percentual do tempo em que a usina opera na
poténcia nominal) e melhorar a economia geral da geragdo de energia nuclear

67).

e Suporte a Decisao em Tempo Habil: Ferramentas de predicao rapida po-
dem auxiliar os operadores e engenheiros a tomar decisoes informadas durante

a operacao normal e em resposta a transientes ou condi¢oes anormais.

Tradicionalmente, essas predigoes sao realizadas utilizando os complexos cédigos
computacionais de fisica de reatores mencionados. A TA surge como uma alternativa
ou complemento promissor para acelerar essas predigoes, especialmente para tarefas
que envolvem a exploracao de grandes espagos de parametros ou a anélise de dados

em tempo real.

2.1.5 O Ciclo de Combustivel Nuclear e a Recarga de Rea-

tores

O ciclo de combustivel nuclear abrange todas as etapas desde a mineracao do
uranio, passando pelo seu processamento (conversao, enriquecimento), fabricagao
do combustivel, utilizagao no reator, e finalmente o gerenciamento do combustivel
irradiado (armazenamento temporario, reprocessamento ou descarte final em repo-
sitério geoldgico). A etapa de utilizagdo no reator é ciclica. Apés um periodo de
operagao (tipicamente 12 a 24 meses), uma parte do combustivel no nicleo (geral-
mente um tergo ou um quarto) atinge o final de sua vida 1til devido a degradagao
do material fissil (e.g., U-235) e ao aciimulo de produtos de fissao (que atuam como
venenos neutronicos, absorvendo néutrons). Este combustivel ”queimado”deve ser
substituido por combustivel fresco ou parcialmente queimado em uma operacao cha-

mada recarga de combustivel, realizada durante uma parada programada da usina.
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O planejamento da recarga é uma tarefa complexa de otimizac¢ao multidisciplinar
que envolve decidir quais elementos combustiveis serao descarregados, quais elemen-
tos parcialmente queimados serao reposicionados dentro do niicleo (shuffling), e onde
os novos elementos combustiveis frescos serao inseridos. O objetivo é maximizar a
energia extraida do combustivel (burnup), manter a distribui¢ao de poténcia o mais
uniforme possivel (minimizando picos como F,, e F(, - fator de pico total), garantir
que todos os parametros de seguranca sejam atendidos ao longo do proximo ciclo
operacional e, frequentemente, maximizar a duracao do ciclo. A capacidade de ava-
liar rapidamente multiplos cenarios de recarga, utilizando ferramentas de predigao
precisas e eficientes, é de grande valor para a industria, e é aqui que os modelos

baseados em TA podem oferecer vantagens significativas.
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Figura 2.3: Visao geral do ciclo de combustivel nuclear, abrangendo as fases de
mineragao, conversao, enriquecimento, fabricagao, utilizacdo no reator (incluindo

recarga), estocagem, reprocessamento e descarte

2.1.6 A Usina Nuclear Angra 1 como Estudo de Caso

O Complexo Nuclear Almirante Alvaro Alberto, localizado em Angra dos Reis,
Rio de Janeiro, abriga as tnicas usinas nucleares em operagao no Brasil: Angra 1
e Angra 2, ambas do tipo PWR, operadas pela Eletronuclear. Angra 1, com uma

poténcia elétrica liquida de aproximadamente 640 MWe (design Westinghouse), ini-

17



ciou sua operagao comercial em 1985. Angra 2, com cerca de 1350 MWe (design
Siemens/KWU), entrou em operacao em 2001 [71, 65]. Ambas as usinas desem-
penham um papel importante no Sistema Interligado Nacional (SIN), fornecendo
energia de base confiavel.

Os desafios associados ao gerenciamento de combustivel, otimizacao de recargas
e extensao da vida util sao particularmente relevantes para Angra 1 e Angra 2. A
Eletronuclear investe continuamente em modernizacao e na adogao de novas tecno-
logias para aprimorar a seguranga e a eficiéncia de suas usinas [72]. Nesse contexto,
a exploracao de tecnologias como as redes neurais para a predicao de parametros do
nicleo e otimizacao de processos alinha-se com os objetivos estratégicos da empresa
e com as tendéncias globais do setor nuclear. A disponibilidade de dados operaci-
onais historicos e de simulacao dessas usinas, mesmo que para fins de pesquisa e
desenvolvimento, pode fornecer uma base valiosa para o treinamento e validagao de

modelos de TA, como o explorado neste trabalho.

2.2 Redes Neurais na Engenharia Nuclear

Recentemente, técnicas baseadas em redes neurais convolucionais (CNNs) e re-
des de memodria de longo curto prazo (LSTMs) vém sendo aplicadas com sucesso
em diversas tarefas dentro da engenharia nuclear, como estimativa de parametros
de reatores, analise de estabilidade e predicao de comportamento transiente. Estu-
dos como os de [46] demonstram o potencial dessas arquiteturas na modelagem de

sistemas complexos e altamente nao lineares, como os reatores PWR.

2.2.1 Otimizacao de Recarga com Métodos Heuristicos

Embora este trabalho nao utilize diretamente métodos de otimizacao de recarga
baseados em inteligéncia artificial, vale destacar que abordagens como Algoritmos
Genéticos (GA) e Otimizacao por Enxame de Particulas (PSO) vém sendo aplicadas
com sucesso em problemas de configuracao 6tima de nicleo. Esses métodos explo-
ram o espago de solugoes de forma eficiente, especialmente em contextos altamente

combinatoriais como a recarga de combustiveis nucleares.
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2.3 Inteligéncia Artificial e Redes Neurais Artifi-
ciais (RNAs)

A Inteligéncia Artificial (IA) é um campo vasto e multidisciplinar da ciéncia da
computacao que busca criar sistemas e agentes capazes de realizar tarefas que nor-
malmente exigiriam inteligéncia humana, como aprendizado, raciocinio, percepgao,
resolucao de problemas e tomada de decisao [18]. Dentro do espectro da IA, o
Aprendizado de Mdquina (AM) emergiu como uma subérea fundamental, focada no
desenvolvimento de algoritmos que permitem aos sistemas computacionais apren-
derem a partir de dados, sem serem explicitamente programados para cada tarefa
especifica [15]. As Redes Neurais Artificiais (RNAs), por sua vez, sdo uma classe
de modelos de AM inspirados na estrutura e funcionamento do cérebro humano,
que tém se mostrado particularmente eficazes em lidar com problemas complexos,
dados de alta dimensionalidade e relagoes nao lineares, impulsionando avancos signi-
ficativos em areas como visao computacional, processamento de linguagem natural
e, cada vez mais, em dominios cientificos e de engenharia, incluindo a engenharia

nuclear.

2.3.1 Conceitos Fundamentais de Inteligéncia Artificial e

Aprendizado de Maquina

A TA pode ser categorizada de diversas formas, incluindo IA fraca (ou estreita),
que é projetada para realizar uma tarefa especifica (e.g., reconhecimento facial), e
IA forte (ou geral), que possuiria a capacidade intelectual de um ser humano em
qualquer dominio (ainda um objetivo teérico). O Aprendizado de Méquina, motor
de muitos dos sucessos recentes da IA, pode ser classificado em trés paradigmas

principais [16]:

e Aprendizado Supervisionado: O algoritmo aprende a partir de um con-
junto de dados rotulados, onde cada exemplo de entrada esté associado a uma
saida correta. O objetivo é aprender uma fungao que mapeie entradas para
saidas. Pode ser dividido em problemas de classifica¢do (saida é uma categoria

discreta) e regressao (saida é um valor continuo). A predi¢ao de parametros
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de reatores, como neste TCC, é um exemplo de aprendizado supervisionado

(regressao).

e Aprendizado Nao Supervisionado: O algoritmo aprende a partir de da-
dos nao rotulados, buscando encontrar estruturas, padroes ou representacoes
intrinsecas nos dados. Exemplos incluem clusterizacio (agrupamento de da-
dos similares) e reducdo de dimensionalidade (representagao dos dados em um

espago de menor dimensao).

e Aprendizado por Reforgo: O algoritmo (agente) aprende a tomar
sequencias de decisoes em um ambiente para maximizar uma recompensa cu-
mulativa. O agente aprende por tentativa e erro, recebendo feedback (recom-

pensas ou punigoes) de suas agoes.

2.3.2 Redes Neurais Artificiais: Definicao e Inspiragao
Biolégica

Uma Rede Neural Artificial (RNA) é um modelo computacional inspirado na
estrutura e no processamento de informacoes do cérebro bioldgico. Ela é composta
por um grande nimero de unidades de processamento interconectadas, chamadas
neurdnios artificiais ou nés, organizadas em camadas [17]. A inspiracdo biolégica
reside na ideia de que o aprendizado ocorre através do fortalecimento ou enfraque-
cimento das conexoes (sinapses) entre os neuronios. Nas RNAs, essas conexdes sao

representadas por pesos numéricos que sao ajustados durante o processo de treina-

mento.

2.3.3 Breve Historico e Evolucao das Redes Neurais

A trajetoria das RNAs é marcada por periodos de grande entusiasmo e subse-
quentes fases de ceticismo, culminando no renascimento recente impulsionado pelo

Deep Learning.

Perceptrons e os Primeiros Modelos (Décadas de 1940-1960)

Os primeiros trabalhos datam da década de 1940, com o modelo de neurénio

de McCulloch e Pitts (1943), que propds uma unidade légica simples [20]. Frank
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Rosenblatt, em 1958, introduziu o Perceptron, um modelo de RNA de camada tinica
capaz de aprender a classificar padroes linearmente separdveis e que possuia um

algoritmo de aprendizado [21]. Este periodo inicial foi de grande otimismo.

O “Inverno da TA”e o Ressurgimento das RNAs (Décadas de 1970-1980)

Em 1969, Minsky e Papert publicaram o livro ”Perceptrons”, que destacava as
limitacoes do Perceptron de camada tinica, como sua incapacidade de resolver pro-
blemas nao linearmente separaveis (e.g., o problema XOR). Isso, juntamente com
outras criticas e a limitacao do poder computacional da época, levou a um periodo
de reducao de financiamento e interesse, conhecido como o primeiro ”inverno da
IA”. No entanto, a pesquisa continuou, e o desenvolvimento do algoritmo de back-
propagation (retropropagagao do erro) por pesquisadores como Werbos, Rumelhart,
Hinton e Williams na década de 1980 foi crucial para treinar RNAs de multiplas ca-
madas (Multi-Layer Perceptrons - MLPs), permitindo-lhes aprender representagoes

complexas e resolver problemas nao lineares [22].

Deep Learning e os Avangos Recentes (Década de 2000 - Presente)

O inicio do século XXI testemunhou um ressurgimento massivo das RNAs, im-
pulsionado por trés fatores principais: (1) a disponibilidade de grandes volumes
de dados (Big Data); (2) o aumento exponencial do poder computacional, especi-
almente com o uso de Unidades de Processamento Grafico (GPUs); e (3) avangos
algoritmicos, incluindo novas arquiteturas de redes profundas (Deep Learning), me-
lhores fungoes de ativagao e técnicas de regularizagao [15]. Redes como as Convolu-
cionais (CNNs) e Recorrentes (RNNs), incluindo LSTMSs, alcangaram desempenho

estado da arte em diversas tarefas complexas.

2.3.4 Arquitetura e Funcionamento de uma Rede Neural

Uma RNA tipica é organizada em camadas de neuronios.

Neurénio Artificial (Unidade de Processamento)

O neuronio artificial é a unidade bésica de processamento de uma RNA. Ele

recebe um ou mais sinais de entrada (z1, x9, ..., x,), cada um associado a um peso
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sindptico (wq, ws, ..., wy,). O neurénio calcula uma soma ponderada dessas entradas
e adiciona um termo de bias (b). O resultado dessa soma, z = (3., w;x;) + b, é

entdo passado por uma funcao de ativagao, ¢(z), que produz a saida do neurénio,

y = ¢(z) [17].

Camadas (Entrada, Ocultas, Saida)

Os neuronios sao organizados em camadas:
e Camada de Entrada (Input Layer): Recebe os dados brutos do problema.

e Camadas Ocultas (Hidden Layers): Camadas intermediarias entre a en-
trada e a saida. E aqui que a maior parte da computacao e da extracao de
caracteristicas ocorre. Redes com multiplas camadas ocultas sao chamadas de

Redes Neurais Profundas (Deep Neural Networks).

e Camada de Saida (Output Layer): Produz o resultado final da rede (e.g.,

uma classe, um valor numérico).

Pesos Sinapticos e Bias

Os pesos sindpticos (w;;) representam a forca da conexao entre o neurdnio ¢ e o
neurdnio j. O bias (b;) é um parametro adicional que permite & fungao de ativagao
ser deslocada. Esses parametros (pesos e biases) sdo ajustados durante o processo
de treinamento da rede para que ela aprenda a mapear corretamente as entradas

para as saidas desejadas.

Funcoes de Ativacao (Sigmoid, ReLU, Tanh, etc.)

A funcao de ativacao introduz nao linearidade no modelo, permitindo que a RNA

aprenda relagoes complexas. Algumas fung¢oes comuns incluem [15]:

e Sigmoid (Logistica): ¢(z) = Produz saidas entre 0 e 1. Usada

_1
14+e=%"
historicamente, mas pode sofrer do problema de desaparecimento do gradiente

em redes profundas.

e Tangente Hiperbélica (Tanh): ¢(z) = £=%—. Produz safdas entre -1 e 1.

e*+e~*

Similar a sigmoide, mas centrada em zero.
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e Unidade Linear Retificada (ReLU - Rectified Linear Unit): ¢(z) =
max(0, z). Computacionalmente eficiente e ajuda a mitigar o desaparecimento

do gradiente. Muito popular em redes profundas.

e Outras variantes: Leaky ReLU, ELU, Swish, etc., buscam melhorar carac-

teristicas da ReLU.

A escolha da funcao de ativacao depende da tarefa e da arquitetura da rede.

2.3.5 Tipos Comuns de Redes Neurais e Suas Aplicagoes

Existem diversas arquiteturas de RNAs, cada uma adequada para diferentes tipos

de dados e problemas.

Multi-Layer Perceptron (MLP)

O Perceptron de Multiplas Camadas (MLP) é uma das arquiteturas mais
classicas e amplamente utilizadas em Redes Neurais Artificiais. Trata-se de uma
rede do tipo feedforward, na qual os dados fluem em uma tunica direcao — da ca-
mada de entrada para a de saida, passando por uma ou mais camadas ocultas.
Cada neuronio em uma camada estd totalmente conectado aos neurénios da camada
seguinte, formando uma rede densa. De acordo com Haykin (2009), o MLP é con-
siderado um aproximador universal, ou seja, é capaz de representar, com precisao
arbitraria, qualquer funcao continua definida em um espaco compacto, desde que
possua numero suficiente de neuronios e uma funcao de ativagao nao linear ade-
quada. Essa caracteristica o torna uma ferramenta poderosa tanto para tarefas de
classificagdo quanto para regressao, especialmente quando se trabalha com dados
tabulares ou vetoriais. Seu treinamento é realizado por meio do algoritmo de re-
tropropagagao do erro (backpropagation), com ajuste iterativo dos pesos sindpticos

visando minimizar a fungao de erro. [17].
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Figura 2.4: Estrutura tipica de um Perceptron de Multiplas Camadas (MLP), com
camadas de entrada, ocultas e de saida, conexoes densamente interligadas e fluxo de

informagoes em um sentido (feedforward), treinado via retropropagacao.

Redes Neurais Convolucionais (CNNs)

As Redes Neurais Convolucionais (CNNs) sao arquiteturas projetadas especifica-
mente para lidar com dados que possuem estrutura espacial regular, como imagens,
videos, mapas e séries temporais multivariadas. A principal inovagdo das CNNs é
a utilizagao de camadas convolucionais, que aplicam filtros (ou kernels) capazes de
extrair automaticamente padroes locais relevantes — como bordas, texturas, for-
mas e gradientes — reduzindo drasticamente a necessidade de engenharia manual
de atributos. Esses filtros operam em pequenas regioes do dado de entrada, permi-
tindo que a rede aprenda hierarquias de representacoes, das mais simples as mais
complexas, ao longo de multiplas camadas.

Além das convolugoes, essas redes empregam operagoes de pooling (subamostra-
gem), como max pooling, para reduzir a dimensionalidade dos mapas de ativacao
e controlar o sobreajuste, ao mesmo tempo em que preservam as caracteristicas

mais importantes. Essa combinacao de convolugoes e pooling resulta em modelos
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eficientes, com menor nimero de parametros em comparacao com redes totalmente
conectadas.

As CNNs tornaram-se a espinha dorsal de muitos avancos em tarefas de visao
computacional, como classificagao de imagens, deteccao de objetos e segmentacao
semantica. A partir do trabalho seminal de LeCun et al. (2012), que demonstrou
a eficacia dessas redes em competicoes como a ImageNet, as CNNs passaram a ser
amplamente adotadas em diversas dreas da ciéncia e engenharia, incluindo aplicagoes
na medicina, geociéncias e, mais recentemente, na engenharia nuclear [27].
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Figura 2.5: Arquitetura tipica de uma Rede Neural Convolucional (CNN), com ca-
madas de convolucao, pooling e fully connected, refletindo a construcao hierarquica

de representagoes visuais.

Redes Neurais Recorrentes (RNNs) e LSTM

As Redes Neurais Recorrentes (RNNs) s@o arquiteturas desenvolvidas para lidar
com dados sequenciais, nos quais a ordem temporal ou posicional dos elementos
é relevante — como em séries temporais, sinais fisiologicos, textos ou sequéncias
de parametros operacionais. A principal caracteristica das RNNs é a presenca de
conexoes recorrentes, que permitem que a saida de um neuronio em um dado instante
de tempo seja realimentada como entrada para o instante seguinte. Esse mecanismo

possibilita que a rede mantenha um estado interno dinamico, funcionando como uma
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espécie de memoria, capaz de capturar dependéncias ao longo da sequéncia.

No entanto, as RNNs convencionais enfrentam dificuldades em aprender de-
pendéncias de longo prazo, especialmente devido aos problemas de desaparecimento
ou explosao do gradiente durante o treinamento — fenémenos que comprometem a
eficacia do algoritmo de retropropagacao ao longo do tempo.

Para superar essas limitagoes, Hochreiter e Schmidhuber (1997) propuseram a
arquitetura Long Short-Term Memory (LSTM), que revolucionou o campo do apren-
dizado sequencial. A LSTM introduz uma célula de memoéria com mecanismos de
controle — chamados de portoes — que regulam o fluxo de informagoes ao longo do
tempo: o portao de entrada decide quais informacoes atualizar, o de esquecimento
determina o que deve ser descartado, e o portao de saida define o que sera propa-
gado adiante. Essa estrutura permite a LSTM armazenar informagoes relevantes
por longos intervalos de tempo, aprendendo de forma eficaz padroes e dependéncias
temporais duradouras [23].

Essas propriedades tornaram as LSTMs fundamentais em aplicagoes como mo-
delagem de séries temporais, traducao automatica, previsao de demanda, andlise
de sinais e, no contexto deste trabalho, na predicao de parametros nucleares que

evoluem com a configuracao ou o tempo de operacao do reator.
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Figura 2.6: (A) Arquitetura tipica de uma rede LSTM empilhada, com camadas de

memoria sequenciais e camada de classificacao. (B) Detalhe da célula de meméria

LSTM com portoes de entrada, esquecimento e saida.

Redes Neurais Convolucionais LSTM (ConvLSTM)

A ConvLSTM combina as capacidades das CNNs e LSTMs. Ela substitui as
multiplicacoes matriciais nas operacoes internas da célula LSTM por operacoes de
convolucao. Isso permite que a ConvLSTM capture tanto as dependéncias espaci-
ais (como uma CNN) quanto as temporais (como uma LSTM) em dados espago-
temporais, como sequéncias de imagens ou mapas que evoluem no tempo [24]. Esta
arquitetura é particularmente relevante para o presente trabalho, dado que os mapas
de k., podem ser vistos como dados espaciais que influenciam parametros ao longo

de diferentes configuragoes de recarga (uma forma de sequéncia).
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Figura 2.7: Estrutura interna de uma célula ConvLSTM, com convolugoes (simbolos

“*7) aplicadas nos portoes e nos estados, capturando dependéncias espaciais e tem-

porais. Fonte: adaptado de Xu etal. (2022), baseado na formulagao original de Shi
etal.(2015) [24].

2.3.6 Processo de Treinamento de Redes Neurais

O treinamento de uma RNA envolve ajustar seus pesos e biases para minimizar
uma funcao de perda que mede a diferenca entre as predigoes da rede e os valores

verdadeiros.

Aprendizado Supervisionado, Nao Supervisionado e por Reforco

Conforme discutido anteriormente, o paradigma de aprendizado define como os
dados sao usados. No aprendizado supervisionado, usado neste TCC, a rede aprende

a partir de pares entrada-saida.

Funcgao de Perda (Loss Function)

A funcao de perda quantifica o quao “ruim”é a predicao da rede. Para problemas
de regressao, fungdes de perda comuns incluem o Erro Quadratico Médio (MSE -

Mean Squared Error) ou o Erro Absoluto Médio (MAE - Mean Absolute Error) [15].
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A escolha da funcao de perda é crucial para guiar o processo de otimizacao.

Algoritmo de Backpropagation

O algoritmo de backpropagation é o método padrao para calcular os gradientes
da funcao de perda em relacao aos pesos da rede. Ele utiliza a regra da cadeia da
diferenciacao para propagar o erro da camada de saida de volta através das camadas

ocultas, permitindo que cada peso seja ajustado na diregdo que reduz o erro [22].

Otimizadores (SGD, Adam, RAdam, COCOB, Lookahead)

Os otimizadores sao algoritmos que utilizam os gradientes calculados pelo back-

propagation para atualizar os pesos da rede. Alguns exemplos incluem:

e Gradiente Descendente Estocastico (SGD - Stochastic Gradient Des-
cent): Atualiza os pesos usando o gradiente de um pequeno lote de dados.

Pode incluir momento para acelerar a convergéncia.

e Adam (Adaptive Moment Estimation): Combina as ideias de momento e
de taxas de aprendizado adaptativas por parametro. E um otimizador popular

e eficaz em muitas situagoes [29].

¢ RAdam (Rectified Adam): Uma variante do Adam que busca corrigir
problemas de variancia da taxa de aprendizado adaptativa no inicio do treina-

mento [30].

e COCOB (Continuous Coin Betting): Um otimizador que nao requer

ajuste de taxa de aprendizado [31].

e Lookahead: Uma técnica que envolve manter duas copias dos pesos e explorar

a frente antes de atualizar os pesos “lentos”[32].

A escolha e o ajuste fino do otimizador sao importantes para um treinamento efici-

ente.
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Tabela 2.1: Comparativo entre funcoes de ativacao e otimizadores amplamente uti-

lizados em redes neurais artificiais

Funcao /

Otimizador

Vantagens

Desvantagens

Aplicagées Tipicas

ReLU (Rectified
Linear Unit)

Implementagao simples; ace-
lera o treinamento ao miti-
gar o problema do gradiente

desvanecente.

Pode causar o problema de

“neuronios mortos”, onde
alguns parametros deixam

de ser atualizados.

Camadas ocultas de redes
convolucionais (CNNs) e re-

des profundas.

Tanh (Tangente

Saida centrada em zero,

Sofre com o gradiente desva-

Redes recorrentes como

Hiperbdlica) favorecendo a convergéncia | necente em entradas extre- | RNNs e LSTMs em tarefas
durante o treinamento com | mas. sequenciais.
dados normalizados.

Sigmoid Interpretagdo probabilistica | Altamente suscetivel ao gra- | Camadas de saida em classi-

natural, especialmente til
em tarefas de classificacdo

binéria.

diente desvanecente e sa-
turagdo em valores extre-

mos.

ficadores binérios.

Adam (Adaptive
Moment

Estimation)

Combina RMSProp e Mo-
mentum; eficiente em muitos

cenarios.

Pode ser sensivel a esco-
lha dos hiperparametros e a

taxa de aprendizado.

Treinamento de modelos

profundos com  grandes

volumes de dados.

SGD (Stochastic
Gradient Descent)

Estrutura simples e boa ca-

pacidade de generalizacao.

Requer ajustes cuidadosos
na taxa de aprendizado; con-

vergéncia mais lenta.

2.3.7 Validagao e Avaliacao de Modelos de

Treinamento de grandes ba-
ses de dados e modelos de

larga escala.

TA

E crucial avaliar o desempenho de um modelo de TA em dados nao vistos durante

o treinamento para garantir sua capacidade de generalizacao.

Divisao dos Dados: Treino, Validagao e Teste

O conjunto de dados ¢ tipicamente dividido em trés subconjuntos:

e Conjunto de Treinamento: Usado para ajustar os pesos da rede.

e Conjunto de Validagao: Usado durante o treinamento para monitorar o

desempenho em dados nao

de aprendizado, niimero de

vistos e para ajustar hiperparametros (e.g., taxa

camadas). Ajuda a detectar overfitting.

e Conjunto de Teste: Usado apenas uma vez, apds o treinamento e a selecao

final do modelo, para fornecer uma estimativa imparcial do desempenho do

modelo em dados completamente novos.
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Validacao Cruzada (Cross-Validation)

Quando o conjunto de dados é pequeno, a validagdo cruzada (e.g., k-fold cross-
validation) pode ser usada para obter uma estimativa mais robusta do desempenho
do modelo. O conjunto de dados é dividido em k subconjuntos (folds), e o modelo
é treinado k vezes, cada vez usando um fold diferente como conjunto de validacao e

os k-1 restantes como treinamento [16].

Meétricas de Desempenho (R?, MAE, MSE, etc.)

Para entender o quao bem um modelo de regressao esta funcionando, é funda-
mental utilizar métricas que ajudem a quantificar seus acertos e erros. Em outras
palavras, essas métricas permitem avaliar se o0 modelo estd realmente aprendendo a
prever os valores corretos ou se esta apenas “chutando”. Abaixo estao algumas das

principais formas de fazer essa avaliagao:

Coeficiente de Determinagao (R?): Essa métrica mostra o quanto da va-
riacao dos dados de saida o modelo consegue explicar. Se o valor for proximo de
1, significa que o modelo esta fazendo um 6timo trabalho em representar os dados.
Ja valores mais baixos indicam que o modelo esta deixando muita coisa passar. Em
casos extremos, um R? negativo quer dizer que até uma simples média teria feito
um trabalho melhor.

Erro Absoluto Médio (MAE): Aqui, a ideia é bem direta — calcular a média
da diferenca entre o que o modelo previu e o que realmente aconteceu, desconside-
rando se o erro foi para mais ou para menos. E uma métrica facil de interpretar, ja
que esta na mesma unidade da variavel que esta sendo prevista. Por ser uma média
“simples” dos erros, ela nao exagera na penalizacao de valores muito distantes.

Erro Quadratico Médio (MSE): Diferente do MAE, o MSE d4 mais peso
para erros grandes, ja que eleva cada erro ao quadrado antes de calcular a média.
Isso faz com que valores muito distantes dos reais impactem mais na avaliacao do
modelo. E ttil quando se quer ter um olhar mais atento para os piores casos, embora
seus resultados fiquem em unidades quadradas, o que pode dificultar um pouco a
leitura.

Raiz do Erro Quadratico Médio (RMSE): Para facilitar a interpretagao do
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MSE, usa-se a raiz quadrada do seu valor, resultando no RMSE. Assim, o resultado
volta a estar na mesma unidade da variavel de saida. Ele ainda penaliza erros
maiores, mas de forma mais equilibrada, sendo bastante utilizado em aplicagoes
praticas por esse motivo.

Erro Percentual Absoluto Médio (M APE): Essa métrica expressa os erros
em forma de percentual, o que ajuda bastante quando estamos lidando com variaveis
de escalas diferentes. No entanto, é preciso tomar cuidado: se os valores reais forem
muito préximos de zero, o MAPE pode gerar distor¢oes grandes, ja que a divisao
por nimeros pequenos gera valores inflacionados.

De forma geral, nenhuma métrica é perfeita isoladamente. Por isso, é comum —
e recomendavel — utilizar mais de uma delas para ter uma visao mais completa do
desempenho do modelo. Especialmente em contextos criticos, como a engenharia
nuclear, essa abordagem combinada ajuda a garantir que o modelo seja, de fato,

confiavel, estavel e 1til na pratica.

Overfitting e Underfitting: Diagndéstico e Solugoes

e Overfitting (Sobreajuste): Ocorre quando o modelo aprende muito bem os
dados de treinamento (baixo erro de treino) mas tem um desempenho ruim em
dados nao vistos (alto erro de validagao/teste). O modelo memoriza o ruido
dos dados de treino em vez de aprender a generalizar. Solugoes incluem: obter
mais dados, simplificar o modelo, usar técnicas de regularizagao (e.g., L1, L2,

dropout), parada antecipada (early stopping).

e Underfitting (Subajuste): Ocorre quando o modelo é muito simples para
capturar a complexidade dos dados, resultando em alto erro tanto no treino
quanto na validagao/teste. Solucoes incluem: usar um modelo mais complexo,

adicionar mais caracteristicas, treinar por mais tempo.
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2.4 Aplicacoes de Inteligéncia Artificial na Enge-
nharia Nuclear

A TA tem encontrado um numero crescente de aplicagoes promissoras na enge-
nharia nuclear, visando aumentar a seguranca, eficiéncia e economia das instalagoes
nucleares. As segoes seguintes revisam algumas dessas aplicagoes, com foco nos

desafios e oportunidades.

2.4.1 Revisao da Literatura: IA para Predicao de

Parametros em Reatores Nucleares

Diversos estudos tém explorado o uso de RNAs e outros modelos de AM para
prever parametros criticos de reatores PWR e de outros tipos. Por exemplo, [41]
utilizou RNAs para prever a distribuicao de poténcia em um PWR. Outro traba-
lho, [47], focou na predigdo da concentragao de acido bérico. Modelos baseados
em LSTM e CNN tém sido investigados para capturar dinamicas espago-temporais
em simulagdes de nicleo [42]. A literatura indica um potencial significativo, mas
também destaca a necessidade de validagao rigorosa e de dados de alta qualidade

para treinamento.

2.4.2 TA para Monitoramento, Diagndéstico e Prognodstico de

Falhas

Sistemas de IA podem analisar dados de sensores em tempo real para detectar
anomalias, diagnosticar falhas incipientes em componentes e prever a vida tutil res-
tante de equipamentos, contribuindo para a manutencao preditiva e a reducao de

paradas nao programadas.

2.4.3 IA para Otimizacao do Ciclo de Combustivel e Geren-

ciamento de Recargas

Algoritmos de otimizacao baseados em TA, como algoritmos genéticos combina-

dos com RNAs, tém sido aplicados para encontrar padroes étimos de carregamento
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de combustivel que maximizem a queima e respeitem os limites de seguranga, uma

tarefa combinatéria complexa.

2.4.4 TA para Analise de Seguranca e Avaliagcao de Riscos

A TA pode auxiliar na analise de sequéncias de acidentes, na avaliacao proba-
bilistica de seguranga (PSA) e na identificagdo de vulnerabilidades, processando

grandes volumes de dados de simulagoes e eventos operacionais.

2.4.5 IA no Licenciamento e Extensao da Vida Util de Usi-

nas Nucleares (Ex: Angra 1)

Ferramentas de TA podem ajudar na analise de dados de inspecao e monitora-
mento de envelhecimento de componentes, apoiando as justificativas técnicas para a
extensao da vida 1til de usinas existentes, como Angra 1. A anélise preditiva pode

identificar dreas que requerem inspecao ou substitui¢ao prioritaria [70].

2.4.6 Desafios e Oportunidades da TA no Setor Nuclear

Apesar do grande potencial, a adocao da A no setor nuclear enfrenta desafios

significativos [88]:

e Disponibilidade e Qualidade dos Dados: Modelos de TA robustos reque-
rem grandes volumes de dados de alta qualidade para treinamento, o que pode
ser um desafio em um setor com dados muitas vezes proprietarios ou escassos

para certos cenarios.

e Validagao, Verificagao e Incerteza (VVUQ): Garantir que os modelos
de TA sejam precisos, confidveis e que suas incertezas sejam quantificadas é

crucial para aplicagoes criticas de seguranca.

e Interpretabilidade e Explicabilidade (XAI): Muitos modelos de TA, es-
pecialmente redes profundas, operam como “caixas-pretas”. Para aplicacoes
nucleares, é essencial entender como o modelo chega a uma decisao (explica-

bilidade).
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e Aspectos Regulatorios e de Licenciamento: O arcabouco regulatorio

precisa evoluir para acomodar o uso de IA em sistemas de seguranca e controle.

e Seguranca Cibernética: Modelos de TA e os dados que utilizam podem ser

alvos de ataques cibernéticos.

e Aceitacao e Confianga: E necessario construir confianca entre operado-
res, reguladores e o publico quanto a seguranca e confiabilidade dos sistemas

baseados em IA.

As oportunidades, no entanto, sao vastas, incluindo a melhoria da seguranca, o
aumento da eficiéncia operacional, a reducao de custos, o suporte ao desenvolvimento

de novos reatores (como SMRs) e a facilitacao da transicao energética.

2.4.7 Aplicagoes Recentes de RN As na Engenharia Nuclear

Nos tltimos anos, o uso de redes neurais profundas tem chamado a atencao
também na engenharia nuclear, especialmente em aplicagoes como a previsao de
parametros operacionais, reconstrucao de campos de néutrons e estratégias de re-
carga de combustivel. Trabalhos como o de [44] mostram, por exemplo, como redes
convolucionais podem ser utilizadas para estimar perfis de temperatura e fluxo de
néutrons em geometrias mais complexas. Ja em [43], os autores utilizaram redes
LSTM para lidar com séries temporais de parametros dinamicos em reatores PWR,
alcangando bons niveis de precisao.

Esse tipo de abordagem tem se mostrado promissor porque os problemas enfren-
tados nesse campo geralmente envolvem muitos dados, variaveis interligadas (como
densidade de poténcia, temperatura e concentracao de boro) e comportamentos que
variam no tempo e no espaco. Por isso, arquiteturas hibridas como a ConvLSTM2D
vem ganhando espago: elas conseguem combinar bem a capacidade das CNNs de
entender padroes espaciais com a habilidade das LSTMs de capturar relacoes tem-

porais, o que faz delas uma escolha interessante para esse tipo de problema [45].

2.4.8 Limitacoes dos Métodos Convencionais

Tradicionalmente, codigos de transporte e difusao como ANC, DIF3D e PARCS

tém sido utilizados na predicao de parametros nucleares. Embora altamente valida-
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dos, esses métodos impoem restrigoes consideraveis, como alto custo computacional,
necessidade de malhas estruturadas e simplificagoes geométricas para reduzir com-
plexidade [3]. Além disso, sao fortemente dependentes de condigoes de contorno
bem definidas, o que limita sua aplicabilidade em contextos incertos ou dinamicos.
RNAs, ao contrario, aprendem padroes diretamente dos dados e podem atuar como

modelos complementares ou substitutivos mais flexiveis em determinados contextos.

2.4.9 Ferramentas Computacionais Utilizadas

A implementagao pratica desses modelos € viabilizada por frameworks como Ten-
sorFlow, Keras e PyTorch, que oferecem suporte a operagoes vetorizadas em GPU,
treinamento distribuido e integracao com bibliotecas cientificas. Trabalhos como
o de [28] relatam o uso do TensorFlow na simulagdo de transientes em sistemas

reativos com precisao comparavel aos métodos tradicionais.
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Capitulo 3

Metodologia

Este capitulo descreve em detalhes os procedimentos metodologicos adota-
dos para o desenvolvimento deste Trabalho de Conclusao de Curso. A pesquisa
caracteriza-se por uma abordagem quantitativa e computacional, focada no desen-
volvimento, treinamento e avaliacao comparativa de cinco arquiteturas distintas de
Redes Neurais Artificiais (RNAs) para a predi¢ao de parametros criticos — concen-
tragao de boro soluvel (CCB) e fator de pico de poténcia radial (Fxy) — em arranjos
de recarga de reatores nucleares do tipo PWR. A metodologia foi estruturada para
garantir a reprodutibilidade e a validade dos resultados, fundamentando-se nas me-
lhores praticas de modelagem em aprendizado de méaquina e nas especificidades da

engenharia nuclear.

3.1 Delineamento da Pesquisa

A pesquisa foi conduzida seguindo um fluxo metodolégico iterativo e compara-

tivo, compreendendo as seguintes etapas principais:

1. Revisao Bibliografica Aprofundada: Investigacao extensiva da literatura
cientifica e técnica sobre
(a) Engenharia de reatores PWR, fisica de néutrons, gerenciamento de com-
bustivel e os parametros CCB e Fxy;
(b) Fundamentos de Inteligéncia Artificial, Aprendizado de Maquina, Redes
Neurais Artificiais, com foco em arquiteturas CNN, RNN, LSTM e Con-
vLSTM;
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(c) Aplicagoes de TA na engenharia nuclear para predi¢do, monitoramento e

otimizagao.

2. Desenvolvimento de Miiltiplas Arquiteturas: Implementagao e confi-
guragao de cinco arquiteturas distintas de redes neurais: Enhanced CNN,
RNN, LSTM, ConvLSTM e CNN_LSTM _Hybrid, permitindo andlise compa-

rativa abrangente das diferentes abordagens de aprendizado de méaquina.

3. Caracterizagao e Pré-processamento dos Dados: Descricao detalhada
da natureza dos dados de entrada (mapas de fatores de multiplicacao infinitos,
k) € das varidveis de saida (CCB e Fxy). Implementacao e justificativa das
etapas de pré-processamento, incluindo normalizagao e formatacao dos dados

para compatibilidade com as diferentes arquiteturas.

4. Protocolo de Avaliagao Comparativa: Estabelecimento de protocolo rigo-
roso para garantir comparagao justa entre arquiteturas, incluindo uso de dados

idénticos, métricas padronizadas e condi¢oes de treinamento controladas.

5. Treinamento e Validacao Sistematica: Execucao do processo de treina-
mento para todas as arquiteturas, com monitoramento de convergéncia, esta-

bilidade e métricas de desempenho.

6. Analise Comparativa e Interpretagao: Avaliacao quantitativa e qualita-
tiva dos resultados, incluindo anélise de estabilidade de treinamento, robustez

e adequacao para aplicacoes praticas.

3.2 Fonte e Caracterizacao dos Dados

Os dados utilizados neste trabalho sao provenientes de simulagoes computaci-
onais de fisica de reatores, especificamente relacionados a diferentes arranjos de
recarga de um reator nuclear tipo Angra 1, do tipo PWR, modelado com suas
caracteristicas especificas. O conjunto de dados foi estruturado para permitir o
treinamento e avaliacao de modelos de aprendizado de maquina para predicao de

parametros criticos do nicleo.
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3.2.1 Descricao do Conjunto de Dados

O conjunto de dados consiste em pares de entrada-saida estruturados da seguinte
forma:

Entradas: Mapas bidimensionais representando os fatores de multiplicacao infi-
nitos (k) de cada elemento combustivel no nicleo do reator. O k,, é um parametro
fundamental da fisica de reatores que representa a razao entre o niimero de néutrons
produzidos por fissao em uma geragao e o numero de néutrons absorvidos na geragao
anterior, em um meio infinito. Diferentes valores de k., em um arranjo refletem di-
ferentes tipos de elementos combustiveis com diferentes enriquecimentos ou niveis
de queima.

Saidas: Dois parametros escalares criticos do nucleo para cada arranjo de en-

trada:
1. Concentragao Critica de Boro (CCB), expressa em partes por milhao (ppm)
2. Fator de Pico de Poténcia Radial (Fxy), um valor adimensional

O conjunto total de dados foi dividido sistematicamente para garantir avaliacao

robusta:
e Conjunto de Treinamento: 70% das amostras totais
e Conjunto de Validagao: 15% das amostras totais

e Conjunto de Teste: 15% das amostras totais

3.2.2 Estrutura Espacial dos Dados

Os mapas dos fatores de multiplicacao infinitos, k., foram organizados em uma
estrutura bidimensional que respeita a geometria real do nicleo do reator. Essa
disposicao espacial é fundamental para que as arquiteturas convolucionais possam
explorar adequadamente as relagoes de proximidade e interacao entre os elementos
combustiveis vizinhos.

Para ilustrar essa organizacao, os valores de k., sao dispostos em um grid con-
forme a tabela a seguir, onde cada nimero indica a posi¢ao do elemento combustivel

no nucleo:
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Tabela 3.1: Disposi¢ao dos elementos combustiveis no nicleo do reator, indicando

as posicoes dos valores de k.

Essa estrutura corresponde a um quarto do nicleo do reator, adotando a cha-
mada regra do quarteto, que consiste em considerar somente essa fracao e espelhar a

distribuicao para as demais regioes, o que reduz significativamente a complexidade

computacional do problema.

Dessa forma, os mapas de entrada para as redes neurais preservam a corres-
pondeéncia fisica entre as posi¢oes no grid e as localizagoes reais dos elementos com-

bustiveis, facilitando a captura das interagoes espaciais fundamentais para a predi¢ao

dos parametros nucleares.

Figura 3.1: Disposicao do nucleo com-

pleto (121 elementos combustiveis)
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3.3 Pré-processamento dos Dados

O pré-processamento dos dados é uma etapa crucial para garantir o bom desem-
penho e a convergéncia dos modelos de redes neurais. As seguintes etapas foram

aplicadas de forma consistente para todas as arquiteturas:

3.3.1 Normalizacao dos Dados

Normalizagao dos Dados de Entrada (k.): Os valores de k., foram nor-
malizados utilizando MinMaxScaler para o intervalo [0, 1]. Esta normalizacao é

essencial para:

e Evitar que caracteristicas com magnitudes maiores dominem o processo de

aprendizado
e Acelerar a convergéncia durante o treinamento
e Garantir estabilidade numérica nas operacoes de rede neural

Normalizagao dos Dados de Saida (CCB, Fxy): As varidveis de saida
foram normalizadas independentemente utilizando escalonadores separados. Apds
a predicao pela rede, os valores normalizados sao desnormalizados para a escala

original para avaliacao e interpretacao.

3.3.2 Formatacao para Diferentes Arquiteturas

Reshaping para Modelos Convolucionais: Para processamento por cama-
das ConvLSTM2D, os dados de entrada foram formatados com shape especifico
(amostras, passos_de_tempo, linhas, colunas, canais). Para mapas 2D estaticos, foi
utilizado um tinico passo de tempo.

Vetorizacao para Modelos Sequenciais: Para arquiteturas RNN e LSTM
puras, os mapas 2D foram convertidos em vetores unidimensionais, mantendo a

ordem consistente entre amostras.

41



3.4 Arquiteturas de Redes Neurais Implementa-
das

Este trabalho implementou e comparou cinco arquiteturas distintas de redes
neurais, cada uma com caracteristicas especificas para capturar diferentes aspectos

dos dados de entrada:

3.4.1 Enhanced CNN

A arquitetura Enhanced_CNN foi projetada para transformar vetores de entrada,
como os 37 fatores k., dos elementos combustiveis, em representacoes espaciais ar-
tificiais compativeis com redes convolucionais. O modelo realiza esse mapeamento
por meio de uma camada Dense inicial que expande os dados para uma dimensao
quadrada (tipicamente 7 x 7), seguida por um reshape que estrutura os dados no
formato de imagem com canal tinico. Para entradas com nimero de caracteristicas
diferente de 37, é aplicado um ajuste para o menor quadrado perfeito superior,
garantindo compatibilidade com as camadas convolucionais subsequentes.

A rede é composta por trés blocos convolucionais sequenciais, cada um contendo:

e Uma camada Conv2D com ativacao ReLU e padding same, responsavel pela

extracao de padroes locais nos mapas.

e Uma camada BatchNormalization, que estabiliza e acelera o treinamento por

normalizar as ativagoes intermedidrias.

e Uma camada Dropout, aplicada com taxas progressivamente maiores, como

forma de regularizacao para reduzir o risco de overfitting.

Além disso, o segundo bloco inclui uma camada de MazPooling2D para redugao
da dimensionalidade espacial, concentrando a informacao extraida. Apds a etapa
convolucional, os dados sao achatados com uma camada Flatten e passam por duas
camadas Dense intermedidrias (com 256 e 128 neurdnios, respectivamente), também
regularizadas com BatchNormalization e Dropout. Por fim, a predicao é realizada
por uma camada Dense com ativacao linear, adequada para problemas de regressao
como a predi¢cdo da concentracao critica de boro (CCB) ou do fator de pico de

poténcia radial (Fxy).
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Essa arquitetura representa uma solucao robusta para modelagem de dados ta-
bulares estruturados espacialmente, aproveitando o poder das CNNs mesmo em

cenarios onde os dados originais nao sao naturalmente bidimensionais.

3.4.2 RNN (Rede Neural Recorrente Simples)

A arquitetura RNN implementada neste trabalho consiste em uma rede neural
recorrente simples, projetada para capturar dependéncias temporais curtas a partir
de sequéncias unidimensionais. A rede utiliza camadas SimpleRNN com regularizagao
explicita e camadas densas subsequentes para refinar a predicao. Sua estrutura

completa é descrita a seguir:

e Entrada: vetor unidimensional com n caracteristicas (e.g., 37 valores de k),
posteriormente reformatado para uma sequéncia temporal com uma unica fe-

ature por passo de tempo.

e Reformatagao da Entrada: a camada Reshape transforma o vetor de en-
trada em uma sequéncia do tipo (m, 1), permitindo que cada elemento da

entrada seja interpretado como um passo de tempo com uma feature.

e Camadas Recorrentes: a rede possui duas camadas SimpleRNN, a primeira
com 64 neurdnios e return_sequences=True, seguida de uma segunda camada
com 32 neuronios. Ambas utilizam dropout e recurrent_dropout com valores

entre 20% e 30%, promovendo robustez durante o treinamento.

e Camadas Densas: apods a extragao de caracteristicas temporais, os dados
passam por camadas densas com 64 e 32 neurdnios respectivamente, ativacao

ReLU e Dropout, atuando como refinadores da representagao aprendida.

e Saida: uma unica unidade com ativacao linear, adequada para tarefas de
regressao continua, como a predicao da concentracao critica de boro ou do

fator de pico de poténcia radial.

e Regularizagao: técnicas como dropout e recurrent_dropout foram empre-
gadas nas camadas RNN e densas para mitigar o overfitting e garantir maior

estabilidade ao processo de treinamento.
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Apesar de sua simplicidade arquitetural, este modelo demonstrou desempenho
razoavel nas tarefas propostas, porém inferior as arquiteturas convolucionais, espe-
cialmente na predicao de parametros sensiveis a estrutura espacial dos dados, como

o fator de pico de poténcia radial.

3.4.3 LSTM (Long Short-Term Memory) Avancada

A arquitetura LSTM desenvolvida neste trabalho é composta por multiplas ca-
madas recorrentes empilhadas, com mecanismos de regularizacao e normalizagao
incorporados. Seu objetivo é capturar de maneira robusta as dependéncias sequen-
ciais e estruturais presentes nos dados de entrada, mesmo em contextos com ruido

ou variacoes de padrao.

e Pré-processamento: Os vetores de entrada, originalmente unidimensionais
(e.g., 37 valores de k), s@o reorganizados como sequéncias temporais univa-
riadas por meio de uma operacao de reshape, permitindo sua interpretacao

como séries sequenciais por camadas LSTM.

e Camadas LSTM empilhadas: Sao utilizadas trés camadas LSTM sequen-
ciais com 128, 64 e 32 unidades, respectivamente. As duas primeiras camadas
retornam sequéncias completas (return_sequences=True), permitindo o fluxo
temporal de informacoes entre as camadas. A ltima camada retorna apenas

o vetor final, sintetizando a sequéncia aprendida.

e Regularizacao: Todas as camadas LSTM aplicam dropout e recurrent -
dropout com taxa de 20%, visando reduzir o risco de sobreajuste, especi-
almente em dados com dimensionalidade elevada. Além disso, apds as duas
primeiras camadas LSTM, sao aplicadas operagoes de batch normalization, que

auxiliam na estabilizacao do processo de aprendizado.

e Camadas densas finais: Apo6s o processamento sequencial, os vetores ex-
traidos sao refinados por duas camadas densas com 128 e 64 neuronios, ambas
com ativacao ReLU. Essas camadas sao acompanhadas de novas etapas de re-
gularizagao (dropout e batch normalization), visando aumentar a capacidade

de generalizacao do modelo.
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e Saida: A camada final é uma densa com ativacao linear, projetada para tarefas
de regressao continua, como a predi¢ao da concentragao critica de boro ou do

fator de pico de poténcia radial.

Essa configuracao permite que a rede capture tanto padroes temporais de longo
prazo quanto relagoes nao lineares complexas, sendo adequada para a modelagem de
sequéncias que representem arranjos combustiveis em reatores PWR. A combinagao
de mecanismos LSTM, regularizacao e camadas densas torna a arquitetura robusta

e expressiva para problemas de regressao de alta precisao.

3.4.4 ConvLSTM

Arquitetura neural projetada para lidar com dados que apresentam estrutura
espacial e, potencialmente, temporal. A implementacao realizada neste trabalho
utiliza camadas ConvLSTM2D, que integram convolugoes espaciais com recorréncia

temporal, preservando a geometria bidimensional dos dados de entrada.

e Adaptagdo automadtica da entrada: quando o vetor de entrada possui 37
varidveis (caso tipico do arranjo do ntcleo), os dados sdo expandidos para
49 neurotnios e reformatados em uma malha 2D de 7 x 7, compativel com

convolugoes espaciais.

e Duas camadas ConvLSTM2D: a primeira retorna sequéncias para manter a
dimensao temporal e a segunda resume essas informagoes em uma tinica saida.
Ambas utilizam filtros convolucionais 3 x 3 com padding “same”, mantendo a

resolugao espacial.

e Regularizagao robusta: sao aplicadas técnicas como dropout, recurrent dro-
pout e batch normalization entre as camadas para aumentar a estabilidade do

treinamento e prevenir sobreajuste.

e Extracao de caracteristicas e regressao final: apds o processamento espago-
temporal, os dados sao achatados e passam por camadas densas com fungoes
de ativacao ReLU, seguidas de camadas de normalizacao e dropout. A saida
final é gerada por uma camada densa com ativacao linear, adequada a tarefa

de regressao.
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e Ideal para modelagem de parametros que apresentam correlagao espacial acen-
tuada, como distribuicao de k., nos elementos combustiveis de um reator nu-
clear, com capacidade adicional para lidar com evolucao temporal mesmo em

séries curtas.

3.4.5 CNN_LSTM Hybrid

A arquitetura CNN_LSTM_Hybrid implementa uma abordagem integrada que
combina o processamento espacial das redes convolucionais (CNNs) com a modela-
gem sequencial das redes recorrentes do tipo LSTM, extraindo o melhor de ambas
as arquiteturas para predicao de parametros nucleares complexos. Sua estrutura
é composta por dois ramos paralelos que processam a mesma entrada de maneira

complementar:

¢ Ramo CNN: Se a entrada for um vetor unidimensional com 37 elementos
(como no caso dos fatores k., dos elementos combustiveis), é realizada uma
projecao densa para 49 unidades, seguida de um reshape para formar uma
matriz bidimensional 7 x 7 com um canal. Caso o vetor tenha outra dimensio-
nalidade, ele é expandido para o menor quadrado perfeito superior e também
remodelado em matriz bidimensional. Essa matriz passa por duas camadas
convolucionais (Conv2D) com 32 e 64 filtros, ativagdo ReLU e padding same,
seguidas de normalizacao por batch e operacao de max pooling. A saida final

¢ achatada (flatten) para formar um vetor de caracteristicas espaciais.

¢ Ramo LSTM: O mesmo vetor de entrada é reformatado como uma sequéncia
univariada temporal, permitindo sua interpretacao como uma série temporal
de 37 passos. Essa sequéncia é processada por duas camadas LSTM empilha-
das, com 64 e 32 unidades, respectivamente. A primeira camada retorna toda
a sequéncia, enquanto a segunda retorna apenas o vetor final, com aplicagao

de dropout em ambas para evitar sobreajuste.

e Fusao e Decisao: As saidas dos dois ramos sao concatenadas, formando
uma representacao combinada que incorpora tanto padroes espaciais quanto
dependeéncias sequenciais. Essa representagao conjunta passa por trés camadas

densas com 256, 128 e 64 neuronios, intercaladas por camadas de normalizacao
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e dropout, antes de chegar a camada de saida com ativacao linear para regressao

de um unico valor continuo.

Essa arquitetura se mostrou eficaz para modelar parametros do nicleo que de-

pendem simultaneamente da disposicao espacial dos elementos combustiveis e de

suas inter-relagoes, como é o caso da concentracao critica de boro e do fator de pico

de poténcia radial.

3.5 Protocolo de Avaliacao Comparativa

Para garantir comparagao justa e rigorosa entre as diferentes arquiteturas, foi

implementado um protocolo experimental controlado:

3.5.1 Condicoes Experimentais Padronizadas

1.

Dados Idénticos: Todas as arquiteturas utilizaram exatamente os mesmos
conjuntos de treino, validagao e teste, garantindo que diferencas de perfor-

mance reflitam caracteristicas das arquiteturas e nao variagoes nos dados.

. Métricas Padronizadas: Avaliacao consistente utilizando as mesmas

métricas (R?, MAE, MSE) calculadas de forma idéntica para todos os mo-

delos.

Condigoes de Parada: Farly stopping com paciéncia de 10 épocas imple-
mentado para todos os modelos, evitando overfitting e garantindo comparacao

justa.

. Inicializacao Controlada: Seeds fixas para inicializacao de pesos, garantindo

reprodutibilidade dos resultados.

. Ambiente Computacional: Todos os experimentos executados no mesmo

ambiente computacional para eliminar variacoes de hardware.

3.5.2 Estratégia de Validacao

A validagao foi conduzida utilizando divisao holdout com monitoramento

continuo:
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e Conjunto de validacao utilizado para monitoramento durante treinamento
e Farly stopping baseado na perda de validacao
e Conjunto de teste reservado exclusivamente para avaliacao final

e Aniélise de curvas de aprendizado para deteccao de overfitting

3.6 Processo de Treinamento e Otimizacao

O treinamento dos modelos foi conduzido seguindo préticas estabelecidas de

aprendizado profundo, com adaptacgoes especificas para cada arquitetura:

3.6.1 Funcao de Perda e Otimizacao

Funcgao de Perda: Erro Quadréatico Médio (MSE) foi utilizado como funcgao de

perda para todos os modelos, sendo apropriado para problemas de regressao:

N
1
MSE = — i — 1)
N ;(y )
Otimizadores: Diferentes otimizadores foram testados para identificar o mais

adequado:

e Adam Retificado (RAdam): Versao melhorada do Adam com correcao de

variancia

e COCOB: Otimizador adaptativo sem necessidade de ajuste de taxa de apren-

dizado

e Lookahead: Técnica que melhora a estabilidade de outros otimizadores

3.6.2 Hiperparametros e Configuracoes

A definigao dos hiperparametros desempenhou um papel essencial no desem-
penho dos modelos desenvolvidos. As escolhas foram feitas com base em praticas
consolidadas na literatura de aprendizado profundo, sendo posteriormente refinadas
por meio de ajustes empiricos ao longo do processo de experimentacao. Os principais

aspectos configurados foram:
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e Taxa de Aprendizado (Learning Rate): Foram adotados valores iniciais
recomendados para cada otimizador — 1072 para o Adam Retificado — com
posterior refinamento com base no comportamento observado durante o trei-
namento. Em alguns casos, a taxa de aprendizado foi ajustada dinamicamente
por meio do callback ReduceLROnPlateau, o que permitiu reduzir automati-
camente o ritmo de aprendizagem em caso de estagnacao na performance do

modelo.

e Tamanho do Lote (Batch Size): O tamanho dos lotes foi definido bus-
cando um equilibrio entre o aproveitamento computacional e a estabilidade do
gradiente durante o treinamento. Foi utilizado para comparacao das arquite-
turas o valor de 32, pois apresentou melhor desempenho em termos de tempo
de treinamento e convergéncia dos modelos, levando em conta as restrigoes de

memoria da GPU utilizada.

e Nimero Maximo de Epocas: Para evitar treinamentos excessivamente
longos ou o sobreajuste dos modelos, foi definido um limite superior de até
100 épocas, com a aplicacao da técnica de early stopping com paciéncia de
15 épocas. Isso permitiu interromper automaticamente o treinamento caso a
métrica de validacao nao apresentasse melhora dentro do intervalo estabele-

cido, reduzindo o risco de overfitting e o consumo computacional desnecessario.

e Regularizacao: Com o objetivo de aumentar a capacidade de generalizacao
dos modelos e evitar o sobreajuste aos dados de treinamento, foram incorpo-
radas técnicas de regularizacao de forma seletiva. Entre elas, destacam-se a
utilizacao de camadas de dropout, com taxas variando de 20% a 50%, espe-
cialmente apds camadas densas, e o uso de batch normalization em camadas
convolucionais, o que contribuiu para estabilizar as distribuicoes internas dos

dados e acelerar a convergéncia durante o treinamento.

Essa combinagao criteriosa de estratégias e configuracoes buscou garantir o
desempenho robusto e estavel das arquiteturas propostas, equilibrando precisao,
eficiéncia computacional e capacidade de generalizacao, fatores indispensaveis em

aplicagoes criticas como a engenharia nuclear.
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3.6.3 Callbacks e Monitoramento
Callbacks do Keras foram utilizados para otimizar o treinamento:

e ModelCheckpoint: Salvamento do melhor modelo baseado na perda de va-

lidacao
e EarlyStopping: Interrupcao automatica quando nao ha melhoria

¢ ReduceLROnPlateau: Reducao adaptativa da taxa de aprendizado

3.7 Meétricas de Avaliacao

Para avaliar o desempenho dos modelos de RNA treinados, as seguintes métricas

de regressao foram calculadas e analisadas:

3.7.1 Métricas Primarias

Coeficiente de Determinagao (R?): Mede a propor¢ao da variancia na
variavel dependente que ¢é previsivel a partir das variaveis independentes:
N .
R2—1_ > i (i — 9i)°
N -
dim (Ui —Y)?

Erro Absoluto Médio (MAE): Média das diferengas absolutas entre valores

preditos e reais:
| N
MAE = N;hﬁ — il

Erro Quadratico Médio (MSE): Média dos quadrados das diferengas entre

valores preditos e reais:
N

1 .
MSE = + > (i — i)
=1

3.7.2 Meétricas de Estabilidade

Além das métricas de precisao, foram avaliadas métricas de estabilidade de trei-

namento:
e Variabilidade do validation loss nas ultimas épocas

e Numero de épocas necessarias para convergencia
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e Presenca de oscilagoes durante o treinamento

3.8 Ferramentas e Ambiente Computacional

3.8.1 Linguagem e Bibliotecas

O desenvolvimento foi realizado utilizando Python com as seguintes bibliotecas

principais:

TensorFlow/Keras: Framework principal para implementagao das redes

neurais

NumPy: Manipulagao eficiente de arrays e operagdes numéricas

Pandas: Manipulagao e anélise de dados tabulares

Scikit-learn: Pré-processamento e calculo de métricas

Matplotlib: Visualizacao de resultados e curvas de treinamento

3.8.2 Consideracoes de Reprodutibilidade

A fim de assegurar que os resultados obtidos possam ser reproduzidos por ou-
tros pesquisadores, algumas praticas fundamentais foram adotadas ao longo deste

trabalho:
e Definicao de sementes fixas para os geradores de ntimeros aleatérios
e Registro detalhado das versoes das bibliotecas utilizadas
e Documentacao das configuracoes de hardware empregadas nos experimentos
e Organizacao clara e comentarios explicativos no cédigo-fonte

Essas medidas nao apenas fortalecem a confiabilidade dos resultados, como
também facilitam futuras extensoes ou validacoes por terceiros. O cuidado me-
todologico adotado ao longo deste estudo permite uma comparacao justa entre as
arquiteturas implementadas e contribui para uma andlise critica mais robusta sobre

a aplicacao de redes neurais na predicao de parametros em reatores nucleares.
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Capitulo 4

Resultados e Discussoes

Este capitulo apresenta e analisa criticamente os resultados obtidos com a
aplicagao de cinco arquiteturas distintas de redes neurais artificiais para a predigao
da concentragao critica de boro (CCB) e do fator de pico de poténcia radial (Fxy)
em cenarios de recarga de reatores nucleares do tipo PWR. Os modelos avaliados in-
cluem Enhanced_CNN, RNN, LSTM, ConvLSTM e CNN_LSTM_Hybrid, permitindo
uma analise comparativa abrangente das diferentes abordagens de aprendizado de
maquina aplicadas a este problema especifico da engenharia nuclear. A discussao
é realizada a luz do referencial tedrico estabelecido, das métricas de desempenho
quantitativas e das implicagoes praticas para a seguranca e eficiéncia operacional de

usinas nucleares.

4.1 Resultados da Predicao da Concentracao
Critica de Boro (CCB)

Os experimentos realizados demonstraram desempenho notavel dos modelos de
redes neurais para a predicao da CCB, com variagoes significativas entre as diferentes
arquiteturas testadas. A andlise comparativa revela claramente a superioridade das
arquiteturas que incorporam componentes convolucionais, validando a hipétese de
que a preservacao da estrutura espacial dos dados de entrada é fundamental para a

precisao preditiva neste dominio.
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4.1.1 Desempenho Quantitativo dos Modelos

Os resultados experimentais para a predicao da CCB sao apresentados na Ta-
bela 4.1, que consolida as métricas de desempenho obtidas por cada arquitetura
no conjunto de teste. O modelo ConvLSTM apresentou o melhor desempenho ge-
ral, seguido pelo CNN_LSTM_Hybrid, demonstrando a eficicia das abordagens que

combinam processamento convolucional com capacidades de modelagem sequencial.

Tabela 4.1: Comparagao de Desempenho para Predicao de Concentragao Critica de

Boro
Modelo R? | MAE | MSE | Ranking
Enhanced_CNN 0,9958 | 0,0054 | 0,0068 1°
CNN_LSTM Hybrid | 0,9934 | 0,0068 | 0,0086 20
LSTM 0,9919 | 0,0072 | 0,0095 3°
ConvLSTM 0,9748 | 0,0137 | 0,0168 4°
RNN 0,9265 | 0,0224 | 0,0287 50

O modelo Enhanced.CNN alcangou um coeficiente de determinagao (R?) de
0,9958, indicando que 99,95% da variancia na concentracao critica de boro é ex-
plicada pelo modelo. Este resultado representa um desempenho excepcional, con-
siderando a complexidade inerente dos fenomenos neutronicos em reatores nuclea-
res. O erro absoluto médio (MAE) de 0,0054 (em unidades normalizadas) e o erro
quadrético médio (MSE) de 0,0068 confirmam a alta precisao das predigoes.

A superioridade do Enhanced_.CNN sobre as arquiteturas puramente sequenci-
ais existe e para alguns casos ¢ evidente: o modelo LSTM alcancou R? = 0,9919
e o RNN R? = 0,9265, representando uma diferenca de em relacao ao ConvLSTM.
Embora esta diferenca possa parecer pequena em termos percentuais, ela é significa-
tiva no contexto da engenharia nuclear, onde precisao e confiabilidade sao requisitos

fundamentais para a seguranca operacional.

4.1.2 Analise da Convergéncia e Estabilidade

A analise das curvas de treinamento para a concentracao de boro revela padroes
distintos de convergéncia entre as arquiteturas testadas. Os modelos convolucionais

(ConvLSTM e CNN_LSTM_Hybrid) demonstraram convergéncia rapida e estavel,
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com reducao consistente da funcao de perda ao longo das épocas de treinamento.
Em contraste, os modelos puramente sequenciais (RNN e LSTM) apresentaram
maior variabilidade e instabilidade durante o processo de otimizacao.

O CNN Improved atingiu convergéncia em aproximadamente 20 épocas, enquanto
o LSTM_FEnhanced necessitou de todas as 100 épocas, demonstrando nao apenas me-
lhor performance final, mas também maior eficiéncia computacional durante o trei-
namento. Esta caracteristica é particularmente relevante para aplicagoes praticas,

onde o tempo de treinamento pode ser um fator limitante.

4.2 Resultados da Predicao do Fator de Pico de
Poténcia Radial (Fxy)

A predicao do fator de pico de poténcia radial revelou-se significativamente mais
desafiadora que a concentracao de boro, com maior variabilidade entre as arquite-
turas testadas e performance geral inferior. Esta diferenca reflete a natureza mais
localizada e espacialmente sensivel do fator de pico, que depende de gradientes de

poténcia especificos dentro do nicleo do reator.
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Figura 4.2: Curvas de treinamento para concentracao de boro

4.2.1 Desempenho Quantitativo e Analise Comparativa

Os resultados para a predicao do fator de pico sao apresentados na Tabela 4.2,
revelando diferencas mais pronunciadas entre as arquiteturas em comparacao com

a concentracao de boro.

Tabela 4.2: Comparagao de Desempenho para Predi¢ao do Fator de Pico de Poténcia

Radial
Modelo R2 MAE | MSE | Ranking
ConvLSTM 0,9484 | 0,0051 | 0,0068 1°
CNN_LSTM_Hybrid | 0,9447 | 0,0053 | 0,0070 20
Enhanced_ CNN 0,9314 | 0,0058 | 0,0078 3°
RNN 0,6998 | 0,0130 | 0,0163 4°
LSTM -0,0001 | 0,0239 | 0,0298 5

O modelo ConvLSTM manteve sua superioridade, alcancando R? = 0,9484, mas
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com performance consideravelmente menor comparada & concentracao de boro (R?
= 0,9958). O MAE de 0,0051 representa um erro bem parecido com o observado
para a concentracao de boro, assim como o MSE de 0,0068 ¢é igual, indicando a boa
performance das redes neurais.

Particularmente notavel é a performance significativamente inferior de alguns
dos outros modelos criados. O modelo LSTM ne foi possivel calcular um R? por
conta dos resultados muito abaixo do esperado que obtivemos. Isso que a natureza
espacial dos dados é critica para a predicao precisa do fator de pico, validando a
importancia das arquiteturas convolucionais que preservam a estrutura espacial dos

mapas de entrada.
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Figura 4.3: Gréfico de barras comparando R? dos modelos para fator de pico

4.2.2 Anilise da Diferenca de Complexidade entre

Parametros

A comparacao entre os resultados para concentracao de boro e fator de pico
revela diferencas fundamentais na complexidade de predicao destes parametros:

Concentragao de Boro:
e Todos os modelos alcancaram R2 ; 0,92

e Diferenga entre melhor (ConvLSTM: 0,9958) e pior (RNN: 0,9265): 6,9%
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e Comportamento mais previsivel e linear
e Menor sensibilidade a escolha da arquitetura
Fator de Pico de Poténcia:

e Variacdo significativa: melhor (CNN_Enhanced: 0,9484) vs. pior (LSTM: -
0,0001)

e LSTM inadequado para este parametro
e Maior sensibilidade a arquitetura escolhida

e Comportamento mais complexo e nao-linear
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Figura 4.4: Grafico de barras comparando parametros dos modelos para Concen-

tracao critica de boro

Esta diferenca pode ser atribuida a natureza fisica dos parametros. A concen-
tragao de boro é um parametro global, resultado de uma integracao sobre todo o
nicleo do reator, enquanto o fator de pico é um parametro local, altamente sensivel
a gradientes espaciais especificos e a distribuicao detalhada de poténcia no nucleo.
Consequentemente, a predicao do fator de pico requer maior capacidade de cap-
turar caracteristicas espaciais locais, explicando a superioridade das arquiteturas

convolucionais.
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4.3 Analise de Estabilidade de Treinamento e
Convergéncia

A analise das curvas de treinamento e validacao fornece insights importantes so-
bre a robustez e estabilidade dos diferentes modelos, aspectos cruciais para aplicagoes

praticas em engenharia nuclear onde a confiabilidade é fundamental.

4.3.1 Padroes de Convergéncia Observados

A andlise das curvas de treinamento revela diferencas significativas na estabili-
dade entre as arquiteturas:

Modelos Convolucionais (ConvLSTM, CNN_LSTM_Hybrid):

Convergéncia rapida e estavel

e Baixa variabilidade no validation loss

Auséncia de oscilagoes significativas apos época 10

Reducao monotonica da funcao de perda
Modelos Sequenciais Puros (RNN, LSTM):
e Maior instabilidade, especialmente para fator de pico

e RNN apresenta oscilagoes persistentes no loss
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e LSTM mostra convergéncia mais lenta

e Maior variabilidade entre épocas consecutivas

4.3.2 Implicacoes para Robustez Operacional

A estabilidade de treinamento observada nos modelos convolucionais tem im-

plicacoes diretas para aplicacoes praticas:

1. Confiabilidade de Predigoes: Modelos com treinamento estavel tendem a

produzir predi¢oes mais consistentes e confidveis

2. Facilidade de Retreinamento: Menor variabilidade facilita o retreinamento

com novos dados

3. Robustez a Perturbagoes: Modelos estaveis sao menos sensiveis a pequenas

variacoes nos dados de entrada

4. Aceitagao Regulatéria: Comportamento previsivel é crucial para aprovacao

em aplicagoes nucleares

4.4 Analise Técnica da Superioridade das Arqui-
teturas Convolucionais

Os resultados experimentais demonstram consistentemente a superioridade das
arquiteturas que incorporam componentes convolucionais. FEsta secao analisa os
fundamentos técnicos que explicam esta superioridade no contexto especifico da

predicao de parametros nucleares.

4.4.1 Fundamentos da Superioridade ConvLSTM

A superioridade consistente do modelo ConvLSTM pode ser atribuida a trés
fatores principais:

1. Preservacao da Estrutura Espacial:
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Os mapas de fatores de multiplicac@o infinitos (k) possuem estrutura espacial
inerente, onde elementos combustiveis adjacentes influenciam mutuamente o com-
portamento neutronico através de fenomenos como fuga de néutrons e termalizagao.
As camadas convolucionais preservam essa relacao espacial através de filtros lo-
cais que capturam padroes de vizinhanga, enquanto modelos puramente sequenciais
(RNN, LSTM) tratam os dados como vetores unidimensionais, perdendo informagao
espacial critica.

2. Extracao Hierarquica de Caracteristicas:

As operacgoes convolucionais permitem extracao de caracteristicas em multiplas
escalas espaciais. Filtros pequenos (3x3) capturam padroes locais entre elementos
adjacentes, enquanto a composi¢ao de multiplas camadas permite a deteccao de
padroes globais que se estendem por todo o nucleo. Esta capacidade é particular-
mente relevante para o fator de pico, que depende tanto de gradientes de poténcia
locais quanto da distribuicao global de poténcia no nicleo.

3. Redugao de Parametros com Maior Expressividade:

O compartilhamento de pesos nas convolugoes reduz significativamente o niimero
total de parametros comparado a redes totalmente conectadas equivalentes. Esta
redugao diminui o risco de overfitting enquanto mantém capacidade expressiva ade-
quada para capturar as complexas relacoes nao-lineares entre a distribuicao de k.,

e os parametros de saida.

4.4.2 Analise da Inadequacao dos Modelos Sequenciais Pu-

ros

Os resultados demonstram limitagoes significativas dos modelos RNN e LSTM
quando aplicados a dados com estrutura espacial:

Perda de Informacao Espacial: A conversao dos mapas 2D de k., em veto-
res unidimensionais para processamento por RNNs resulta em perda irreversivel de
informacao sobre relacoes espaciais entre elementos combustiveis adjacentes.

Inadequacao para Gradientes Locais: O fator de pico de poténcia é par-
ticularmente sensivel a gradientes espaciais locais, que sao melhor capturados por
operacoes convolucionais do que por processamento sequencial.

Maior Complexidade de Otimizacao: A instabilidade observada no treina-
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mento de RNNs reflete a maior dificuldade de otimizagao destes modelos quando

aplicados a problemas que nao possuem natureza intrinsecamente sequencial.

4.5 Discussao dos Resultados no Contexto da En-
genharia Nuclear

Os resultados obtidos tém implicagoes significativas para a aplicagao pratica
de inteligéncia artificial na engenharia nuclear, particularmente no contexto das

operacoes de usinas como as do complexo de Angra dos Reis.

4.5.1 Interpretacao a Luz do Referencial Teérico

O sucesso das arquiteturas convolucionais em modelar a relacao entre os mapas
de k. e os parametros CCB e Fxy confirma o potencial dessas redes para capturar
relacoes espaciais complexas em problemas de fisica de reatores. A capacidade da
ConvLSTM e da CNN_Enhanced de processar entradas com estrutura de grade e
extrair caracteristicas espaciais hierarquicas é particularmente adequada para este
tipo de problema, onde a disposicao espacial dos elementos combustiveis influencia
diretamente os parametros globais do nucleo.

Os altos valores de R? obtidos (0,9958 para boro e 0,9484 para fator de pico)
sao comparaveis aos melhores resultados reportados na literatura para aplicagoes
similares de redes neurais em fisica de reatores, validando a abordagem metodolégica

adotada.

4.5.2 Implicacoes para Segurancga e Eficiéncia Operacional

A capacidade de prever com rapidez e precisao a CCB e o Fxy tem implicagoes
diretas para a seguranca e eficiéncia das usinas nucleares:

Seguranca Nuclear Aprimorada:

e Predicao acurada da CCB ¢ vital para o controle da reatividade, prevenindo

excursoes de poténcia indesejadas

e Predicao precisa do Fxy ajuda a garantir que os limites térmicos do com-

bustivel nao sejam violados
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e Ferramentas de IA podem ser usadas para andlises de sensibilidade rapidas,

identificando configuracoes de recarga que minimizem riscos

Eficiéncia Operacional e Economica:

Predicao rapida permite avaliagao de maior nimero de cendrios de recarga em

tempo reduzido

Pode levar a projetos de recarga mais otimizados que maximizem a utilizacao

do combustivel

Reducao de custos associados ao combustivel e as paradas para recarga

e Para usinas como Angra 1 e 2, traduz-se em melhor desempenho econémico

4.5.3 Comparacao com Métodos Tradicionais

Os métodos tradicionais de calculo de parametros de reatores, baseados na
solucao de equagoes de transporte ou difusao neutronica, sao o padrao da industria
devido a sua fundamentacao fisica e alta precisao. No entanto, apresentam limitagoes
em termos de velocidade computacional.

Vantagens das RNAs (ConvLSTM):

e Velocidade: Predicoes em milissegundos vs. minutos para cédigos tradicio-

nais

e Generalizacao: Capacidade de generalizar para novas configuracoes dentro

do dominio treinado

e Relagcoes Nao-lineares: Modelagem direta de relacoes complexas sem sim-

plificacoes explicitas
Limitacoes das RNAs:

e Dependéncia de Dados: Desempenho limitado pela qualidade dos dados de

treinamento

e Interpretabilidade: Natureza de ”caixa-preta’dificulta explicacao das

predicoes
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e Extrapolacao: Performance pode degradar para cenérios fora do dominio de

treinamento

4.5.4 Potencial de Integracao Hibrida

Uma abordagem promissora ¢ a integracao hibrida de modelos de TA com cédigos

de fisica tradicionais:

e RNAs como modelos substitutos rapidos para exploracao inicial de espacos de

projeto
e Verificagao de candidatos promissores com cédigos de alta fidelidade
e Auxilio na otimizacao de parametros de entrada para codigos tradicionais

e Assimilacao de dados de sensores em tempo real para atualizacao de modelos

fisicos

Esta abordagem busca combinar a velocidade da TA com a robustez e interpre-

tabilidade dos modelos fisicos, oferecendo o melhor de ambas as metodologias.

4.6 Limitacoes e Desafios Identificados

Apesar dos resultados promissores, foram identificadas limitacoes importantes

que devem ser consideradas para aplicagoes futuras:

4.6.1 Limitacoes Metodologicas

e Dominio de Treinamento: Os modelos foram treinados com dados de um
ciclo especifico, limitando a generalizacao para outros ciclos ou configuracoes

de reator

e Normalizacao de Dados: Os resultados sao apresentados em unidades nor-

malizadas, dificultando a interpretacao direta em unidades fisicas

e Validacao Limitada: Validacao baseada apenas em dados de simulacao, sem

comparagao com dados operacionais reais
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4.6.2 Desafios para Implementacao Pratica

e Validagao Regulatéria: Necessidade de processo rigoroso de verificagao e

validacao para aceitacao regulatoria

e Interpretabilidade: Desenvolvimento de técnicas de IA explicavel para

aplicagoes criticas de seguranca

e Robustez: Garantia de performance consistente sob diferentes condig¢oes ope-

racionais

e Integracao Sistémica: Desenvolvimento de interfaces adequadas com siste-

mas existentes de andlise nuclear

4.7 Validacao da Capacidade Preditiva

Considerando os resultados obtidos (R? j 0,99 para boro e § 0,94 para fator
de pico), os modelos de redes neurais, especialmente os Convolucionais, podem ser
considerados validados no escopo dos dados utilizados. No entanto, esta validacao
¢ especifica para o conjunto de dados e a tarefa em questao.

Para uma aplicacdo mais fiel em usinas como as de Angra, seria necessaria uma

validacao muito mais extensa, incluindo:

e Comparagao com mais dados operacionais reais de diferentes ciclos
e Validacao cruzada com cédigos de fisica licenciados pela Eletronuclear
e Teste de robustez sob condigoes operacionais variadas

e Avaliacao de incertezas e propagacao de erros

Os resultados apresentados constituem uma prova de conceito sélida que demons-
tra o potencial da abordagem, estabelecendo uma base cientifica para desenvolvi-
mentos futuros mais ambiciosos na aplicagao de inteligéncia artificial a engenharia

nuclear brasileira.
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Capitulo 5

Conclusao

Este Trabalho de Conclusao de Curso dedicou-se ao desenvolvimento, analise
e avaliagao critica comparativa de cinco arquiteturas distintas de Redes Neurais
Artificiais (RNAs) para a predigdo de parametros criticos — concentragao de boro
soluvel (CCB) e fator de pico de poténcia radial (Fxy) —em arranjos de recarga de um
reator nuclear do tipo PWR. A investigagao experimental demonstrou a viabilidade
e eficacia dessas abordagens como ferramentas computacionalmente eficientes para
auxiliar no planejamento de recargas, na otimizacao do ciclo de combustivel e na

operagao segura de instalagoes nucleares, como as do complexo de Angra dos Reis.

5.1 Retomada dos Objetivos e Principais Contri-
buicoes

Os objetivos propostos para este trabalho foram amplamente alcancados através
de uma metodologia rigorosa e comparativa. A revisao bibliografica aprofundada
estabeleceu um sélido referencial tedrico sobre engenharia nuclear, fisica de reato-
res PWR, os parametros CCB e Fxy, e os fundamentos de Inteligéncia Artificial,
com énfase em redes neurais e arquiteturas convolucionais. A implementacao e ava-
liagao sistemética de cinco arquiteturas distintas (Enhanced CNN, RNN, LSTM,
ConvLSTM e CNN_LSTM _Hybrid) permitiu uma anélise comparativa abrangente e

fundamentada.

65



5.1.1 Principais Contribuigoes Cientificas

As principais contribuicoes deste estudo incluem: Experimental da Superiori-
dade das Arquiteturas Convolucionais: Os resultados experimentais demonstraram
consistentemente que arquiteturas que incorporam componentes convolucionais su-
peram os outros modelos.

1. Demonstracao Experimental da Superioridade das Arquiteturas
Convolucionais: Os resultados experimentais demonstraram consistentemente
que arquiteturas que incorporam componentes convolucionais superam significa-
tivamente modelos puramente sequenciais para predicao de parametros nucleares

espacialmente estruturados. O modelo ConvLLSTM alcangou:
e R? = 0,9958 para concentracao de boro (99,58% da varidncia explicada)
e R? = 0,9484 para fator de pico de poténcia (94,84% da variancia explicada)

2. Analise da Complexidade Diferencial entre Parametros: O estudo
revelou diferencas significativas na dificuldade de predicao entre os dois parametros
estudados. A concentragao de boro, sendo um parametro global, mostrou-se mais
previsivel (todos os modelos alcangaram R? > 0,92), enquanto o fator de pico, sendo
um parametro local sensivel a gradientes espaciais, apresentou maior variabilidade
entre arquiteturas (com modelos se mostrando até mesmo ineficazes para o pro-
blema).

3. Identificagcao de Padroes de Estabilidade de Treinamento: A analise
das curvas de convergéncia revelou que modelos convolucionais apresentam maior
estabilidade durante o treinamento, com convergéncia mais rapida e menor variabi-
lidade, caracteristicas essenciais para aplicacoes praticas em engenharia nuclear.

4. Validacao da Importancia da Estrutura Espacial: Os resultados confir-
maram que a preservacao da estrutura espacial dos dados de entrada é fundamental
para a precisao preditiva, explicando a superioridade das arquiteturas convolucionais

sobre modelos que tratam os dados como vetores unidimensionais.
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5.2 Sintese dos Resultados e Resposta as
Questoes de Pesquisa

As questoes de pesquisa formuladas na introducao foram respondidas de forma
abrangente:

Questao 1 - Viabilidade e Acuracia: Confirmou-se que é vidavel utilizar Redes
Neurais Artificiais, especificamente arquiteturas convolucionais como ConvLSTM,
para prever com alta acuracia a CCB e o Fxy a partir de mapas de k.. A robustez
foi evidenciada pelas baixas métricas de erro e altos coeficientes de determinagao.

Questao 2 - Nivel de Precisao: O nivel de precisao alcangado, especialmente
para a CCB (MAE = 0,0054, MSE = 0,0068), bons parametros para anélises pre-
liminares e estudos de sensibilidade no projeto de recargas. Para o Fxy, também
apresenta uma boa precisao (MAE = 0,0051, MSE = 0,0068), a margem de erro
maior exigiria analise cautelosa para aplicagoes criticas de seguranca.

Questao 3 - Influéncia de Arquiteturas: A analise comparativa demonstrou
que a escolha da arquitetura tem impacto significativo no desempenho, especial-
mente para o fator de pico. Arquiteturas convolucionais mostraram-se consistente-
mente superiores, com ConvLSTM apresentando o melhor desempenho geral.

Questao 4 - Auxilio ao Processo de Recarga: Demonstrou-se que a
aplicacao de redes neurais pode significativamente auxiliar o processo de calculo
de parametros durante a recarga, principalmente pela dréstica redugao no tempo

computacional, permitindo avaliagao agil de maior niimero de cenarios.

5.3 Relevancia e Impactos Praticos

Este trabalho possui relevancia tanto académica quanto pratica para a engenha-

ria nuclear brasileira:

5.3.1 Impactos Operacionais

Otimizacao Economica: A capacidade de realizar predicoes rapidas e precisas
pode levar a melhor otimizacao do ciclo de combustivel, resultando em economia

de uranio, reducao de custos operacionais e melhor aproveitamento dos ativos das
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usinas de Angra.

Aprimoramento da Seguranca: Embora nao substituam codigos de fisica
licenciados para andlises finais, as RNAs podem servir como ferramentas de triagem
e analise de sensibilidade, ajudando a identificar configuragoes subdétimas de forma
eficiente.

Suporte a Tomada de Decisao: Em cenarios que exigem avaliacao rapida de
diferentes configuragoes, as RNAs podem fornecer informagoes preditivas valiosas,

complementando ferramentas tradicionais.

5.3.2 Contribuicao para Modernizacao do Setor

A exploracgao e validacao de técnicas de IA alinham-se com esforcos globais de
modernizagao da industria nuclear, buscando incorporar avancos da transformacao

digital para tornar a energia nuclear mais competitiva, segura e sustentavel.

5.4 Limitacoes Identificadas e Desafios

Apesar dos resultados promissores, foram identificadas limitagoes importantes:

5.4.1 Limitacoes Metodoldgicas

e Dominio de Treinamento: Os modelos foram validados com dados de
simulagao especificos, limitando a generalizacao para outros ciclos ou confi-

guragoes

e Interpretabilidade: A natureza de ”caixa-preta”dos modelos dificulta a ex-

plicacao das predicoes
¢ Extrapolacao: Performance pode degradar para cenarios fora do dominio de

treinamento

5.4.2 Desafios para Implementacao Pratica

e Validacao Regulatéria: Necessidade de processo rigoroso de verificagao e

validacao para aceitacao regulatoria
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¢ Robustez Operacional: Garantia de performance consistente sob diferentes

condigoes operacionais

e Integracao Sistémica: Desenvolvimento de interfaces adequadas com siste-

mas existentes

5.5 Direcoes para Trabalhos Futuros

Com base nos resultados obtidos e limitagoes identificadas, sugerem-se as seguin-

tes direcoes para pesquisas futuras:

5.5.1 Validacao e Robustez

e Validagao Externa: Testar modelos com dados de diferentes ciclos operaci-

onais e cddigos de fisica licenciados

¢ Quantificagao de Incertezas: Implementar técnicas para fornecer intervalos

de confianga nas predicoes

e Dados Operacionais Reais: Validacao com dados histéricos das usinas de

Angra

5.5.2 Avancgos Metodolégicos

e Explainable AI: Aplicar técnicas de IA explicavel para aumentar interpre-

tabilidade

e Arquiteturas Avancadas: Investigar Redes Neurais Graficas e Physics-

Informed Neural Networks
e Otimizacao de Hiperparametros: Empregar técnicas sisteméaticas de oti-

mizacao

5.5.3 Aplicagoes Expandidas

e Outros Parametros: Estender para predicao de distribuicao de poténcia

axial e coeficientes de reatividade
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e Integracao com Otimizagao: Acoplar com algoritmos de otimizacao para

projeto completo de recargas

e Small Modular Reactors: Adaptar metodologia para SMRs

5.5.4 Implementacao Pratica

e Interfaces Amigaveis: Desenvolver interfaces graficas para engenheiros nao

especialistas em TA

e Simuladores Digitais: Testar integracao em simuladores de treinamento de

operadores

e Dados Sintéticos: Explorar geracao de dados sintéticos para treinamento

robusto

5.6 Consideracoes Finais

Este trabalho demonstrou experimentalmente o potencial significativo das Redes
Neurais Artificiais, particularmente arquiteturas convolucionais como ConvLSTM,
como ferramentas poderosas e complementares aos métodos tradicionais na enge-
nharia nuclear. Os resultados obtidos (R? > 0,99 para boro e > 0,94 para fator
de pico) estabelecem uma base sélida para desenvolvimentos futuros e aplicagoes
préticas.

A superioridade consistente das arquiteturas convolucionais sobre modelos pura-
mente sequenciais confirma a importancia da preservagao da estrutura espacial dos
dados nucleares. A diferenca observada na dificuldade de predicdo entre concen-
tracao de boro e fator de pico fornece insights valiosos sobre a natureza fisica destes
parametros e suas implicagoes para modelagem computacional.

A estabilidade de treinamento superior dos modelos convolucionais é particular-
mente relevante para aplicagoes praticas, onde consisténcia e confiabilidade sao re-
quisitos fundamentais. Esta caracteristica, combinada com a alta precisao preditiva,
sugere que estas abordagens tém potencial real para implementacao em ambientes

operacionais.
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A continuidade da pesquisa e desenvolvimento nesta area é fundamental para
que a industria nuclear brasileira possa colher plenamente os beneficios da revolugao
da Inteligéncia Artificial. Os resultados apresentados constituem uma contribuigao
significativa para o estado da arte na aplicacao de IA a engenharia nuclear, estabe-
lecendo uma base cientifica sélida para avancos futuros em seguranca, eficiéncia e
inovagao tecnolégica no setor.

O trabalho também destaca a importancia de abordagens metodolégicas rigo-
rosas e comparativas na avaliacao de técnicas de IA para aplicagoes criticas. A
analise sistematica de multiplas arquiteturas, combinada com métricas de estabili-
dade além das tradicionais métricas de precisao, fornece um framework valioso para
futuras investigacoes na &rea.

Em ultima analise, este estudo demonstra que a integracao inteligente de técnicas
de aprendizado de maquina com conhecimento especializado em engenharia nuclear
pode abrir novas fronteiras para otimizacao, segurancga e eficiéncia operacional, con-

tribuindo para o futuro sustentavel da energia nuclear no Brasil e no mundo.
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